
 

FORSCHUNGSBERICHT AGRARTECHNIK 
des Fachausschusses Forschung und Lehre der 
Max-Eyth-Gesellschaft Agrartechnik im VDI (VDI-MEG) 

 
 

 
 
 
 
 
 
 

Katrin Kelly 
 

Untersuchung von Farbspektren und deren Zu-
sammenhang mit anderen Produkteigenschaf-
ten bei unterschiedlichen Trocknungsprozes-
sen von Lebensmitteln 

 

 

 

 

 

 

 

 

 

Dissertation Witzenhausen 2021 

618 





 

 

Fachgebiet Agrartechnik 

Universität Kassel 

Prof. Dr. sc. agr. Oliver Hensel 

 

 

Untersuchung von Farbspektren und deren            
Zusammenhang mit anderen Produkteigenschaften 

bei unterschiedlichen Trocknungsprozessen von  
Lebensmitteln 

 

 

 

Dissertation 

zur Erlangung des Grades einer Doktorin 

der Agrarwissenschaften (Dr. agr.) 

Fachbereich Ökologische Agrarwissenschaften 

 

 

 

 

 

vorgelegt von 

Katrin Kelly (geb. Jödicke), M. Eng. 

 

 

 

Witzenhausen, Februar 2021 

 



 

Die vorliegende Arbeit wurde am 02.11.2020 vom Fachbereich für Ökologische Agrar-

wissenschaften, Fachgebiet Agrartechnik, der Universität Kassel als Dissertation zur 

Erlangung des Grades einer Doktorin der Agrarwissenschaften angenommen. 

 

Tag der mündlichen Prüfung: 11.12.2020 

 

Hauptberichter: Prof. Dr. sc. agr. Oliver Hensel 

Mitberichter:  Prof. Dr.-Ing. Werner Hofacker 

 

Mündliche Prüfung: Prof. Dr. sc. agr. Oliver Hensel 

   Prof. Dr.-Ing. Werner Hofacker 

   Prof. Dr. Rainer Georg Jörgensen 

   Prof. Dr. Dr. h.c. Peter von Fragstein und Niemsdorff 

 

 

Copyright 2021 

Im Selbstverlag: Katrin Kelly (geb. Jödicke) 

 

 

Bezugsquellen: HTWG Konstanz 

   Institut für angewandte Thermo- und Fluiddynamik 

   Alfred-Wachtel-Straße 8 

   78462 Konstanz 

   Universität Kassel 

   Fachgebiet Agrartechnik 

   Nordbahnhofstraße 1a 

   37213 Witzenhausen 

 

 

Alle Rechte vorbehalten. Die Verwendung von Texten und Bildern, auch auszugs-

weise, ist ohne Zustimmung des Autors urheberrechtswidrig und strafbar. Das gilt 

insbesondere für Vervielfältigung, Übersetzung, Mikroverfilmung sowie die Einspei-

cherung und Verarbeitung in elektronischen Systemen. 

All rights reserved, including the right of reproduction of this book or portions thereof 

in any form whatsoever. 

 



 

Vorwort 

 

Die vorliegende Studie entstand während meiner Arbeit als wissenschaftliche Mitar-

beiterin am Institut für Thermo- und Fluiddynamik der Hochschule Konstanz. Finanziert 

wurde das Vorhaben aus RELOAD-Projektmitteln, ein Projekt des Bundesministeriums 

für Bildung und Forschung, sowie des Bundesministeriums für wirtschaftliche Zusam-

menarbeit und Entwicklung, Förderkennzeichen 031A247C. 

Besonderer Dank geht an meinen Doktorvater Herr Prof. Dr. O. Hensel für die Betreu-

ung der Promotion seitens der Universität Kassel, sowie an Herrn Prof. Dr. W. Hof-

acker von der HTWG Konstanz für die Bereitstellung des Themas und die fachliche 

Unterstützung. Ebenfalls bedanken möchte ich mich bei Herrn Dr.-Ing. Albert Esper für 

die Unterstützung und die Durchsicht der Arbeit. 

Darüber hinaus möchte ich mich bei den Kolleginnen und Kollegen und den studenti-

schen Hilfskräften der HTWG Konstanz und der Hochschule Ravensburg-Weingarten 

bedanken, die mich während meiner Arbeit im Labor unterstützt haben und bei allen, 

die mir bei inhaltlichen Fragen und den Korrekturen geholfen haben. 

Ein herzlicher Dank auch an meine Familie und meinen Mann, die mich immer unter-

stützt haben, und an meine Tochter, dafür, dass es sie gibt. 

  



 

 

 



Inhaltsverzeichnis   I 

 

Inhaltsverzeichnis 

Abbildungsverzeichnis ................................................................................................ X 

Tabellenverzeichnis ................................................................................................. XIV 

1 Einleitung ............................................................................................................. 1 

2 Theoretischer Hintergrund und Stand der Technik ............................................... 4 

2.1 Qualitätseigenschaften in der Lebensmitteltechnik ........................................ 4 

2.2 Lebensmitteltrocknung .................................................................................. 6 

2.3 Farbe, Spektren und optische Messtechnik ................................................. 12 

2.4 Maschinelles Lernen .................................................................................... 24 

3 Zielsetzung und Vorgehen ................................................................................. 38 

4 Material und Methoden ....................................................................................... 40 

4.1 Trocknungsanlagen ..................................................................................... 40 

4.1.1 Einzelschichttrockner ............................................................................ 41 

4.1.2 Schranktrockner .................................................................................... 42 

4.2 Multispektrale Flächenkamera ..................................................................... 43 

4.2.1 Entwicklung und Funktionsprinzip ......................................................... 43 

4.2.2 Registrierung ......................................................................................... 47 

4.2.3 Kalibrierung und spektrale Rekonstruktion ........................................... 48 

4.2.4 Realisierung Beleuchtung ..................................................................... 49 

4.2.5 Applikationsspezifischer Aufbau ........................................................... 50 

4.2.6 Verwendung der multispektralen Flächenkamera in den Versuchen .... 52 

4.3 Verwendete Methoden maschinellen Lernens ............................................. 53 

4.4 Zu untersuchende Produkte ........................................................................ 58 

4.4.1 Ananas .................................................................................................. 58 

4.4.2 Mango ................................................................................................... 59 

4.5 Weitere Versuchsbedingungen und -parameter .......................................... 60 

4.5.1 Definition Versuchsende ....................................................................... 60 

4.5.2 Einfluss der Trocknungsparameter ....................................................... 61 



II   Inhaltsverzeichnis 

4.5.3 Überprüfung der Trocknungskinetik ...................................................... 64 

4.5.4 Optimierung Parameterbereich ............................................................. 67 

4.5.5 Chemische Analysen von Zuckern, Säuren und Vitamin C ................... 70 

4.5.6 Bedeutung für die Versuchsdurchführung ............................................. 72 

4.6 Versuchsdurchführung ................................................................................ 73 

4.6.1 Probenvorbereitung .............................................................................. 73 

4.6.2 Trocknung ............................................................................................. 76 

4.6.3 Produktfeuchtebestimmung .................................................................. 77 

4.6.4 Erfassung weiterer Qualitätskriterien .................................................... 77 

5 Ergebnisse der Versuche im Einzelschichttrockner ........................................... 83 

5.1 Vorhersage von Qualitätseigenschaften für Mangos ................................... 83 

5.2 Vorhersage von Qualitätseigenschaften für Ananas .................................... 86 

5.2.1 Softwarefilter für uneinheitliche Oberflächen ........................................ 86 

5.2.2 Auswertung mit Random Forest ............................................................ 89 

6 Ergebnisse der Versuche im Schranktrockner ................................................... 92 

6.1 Kanäle der multispektralen Flächenkamera ................................................ 92 

6.2 Vorhersage von Qualitätseigenschaften am Schranktrockner ..................... 94 

7 Vergleich und Diskussion ................................................................................. 102 

7.1 Ergebnisse im Einzelschichttrockner ......................................................... 102 

7.2 Ergebnisse im Schranktrockner ................................................................. 103 

7.3 Vergleich mit Literaturwerten ..................................................................... 104 

7.4 Fehlerbetrachtung ..................................................................................... 112 

7.4.1 Äußere Einflussgrößen ....................................................................... 112 

7.4.2 Kreuzvalidierung ................................................................................. 112 

7.4.3 Overfitting............................................................................................ 113 

7.5 Übergeordnete Diskussion ........................................................................ 114 

7.6 Verwendung und Ausblick ......................................................................... 117 

7.7 Fazit ........................................................................................................... 121 

8 Zusammenfassung ........................................................................................... 122 



Inhaltsverzeichnis   III 

 

9 Summary .......................................................................................................... 126 

10 Literaturverzeichnis .......................................................................................... 130 

Anhang ................................................................................................................... 138 

UNECE Standards für Mangos und Ananas ....................................................... 138 

Fachbegriffe Optik ............................................................................................... 140 

Berechnung ΔE00 ................................................................................................ 145 

Eigenschaften multispektrale Flächenkamera ..................................................... 147 

Überblick über alle verwendeten Untersuchungen .............................................. 149 

Endgültiger Versuchsplan ................................................................................... 150 

 

 



IV  Kurzfassung 

Kurzfassung 

Zur Erfassung von Veränderungen der Produkteigenschaften während der Trocknung 

von Lebensmitteln werden zerstörungsfreie Qualitätsmesstechniken gefordert, mit de-

nen Veränderungen im Inneren des Produkts bestimmt werden können. Gerade im 

industriellen Einsatz sind schnelle, präzise, und gleichzeitig robuste Verfahren beson-

ders wichtig, um qualitativ hochwertige Produkte zu erhalten.  

In dieser Arbeit wurde zur optischen Qualitätsmessung ein neuartiges multispektrales 

Kamerasystem eingesetzt, um von Veränderungen der spektralen Oberflächenrefle-

xion bei der Mango- und Ananastrocknung mit Veränderungen der Produktfeuchte, 

sowie mechanischen und chemischen Eigenschaften zu verknüpfen. Diese Verknüp-

fung wurde mit maschinellem Lernen erreicht.  

In einem ersten Schritt wurde ein neues Kameraprinzip, eine multispektrale Flächen-

kamera mit vier Objektiven und Vorsatzfiltern, entwickelt und speziell auf den Einsatz 

in der Obsttrocknung angepasst. Anschließend wurden die Änderungen der Spektren 

und der Qualitätskriterien während der Trocknung gemessen. Dazu wurden Mango- 

und Ananasscheiben in einem Einzelschichttrockner bei Lufttemperaturen zwischen 

40 °C und 80 °C und relativen Luftfeuchtigkeiten von 5 % bis 30 % getrocknet. Wäh-

rend der gesamten Trocknungsdauer wurde die Produktfeuchte der Proben gemes-

sen, und Bilder mit der multispektralen Flächenkamera aufgenommen. Zur Analysen 

von nur ausgewählten Bereichen von Interesse in den Bildern wurde ein Softwarefilter 

entwickelt. Aus Spektraldaten und Prozessdaten konnte mit Algorithmen des maschi-

nellen Lernens die Produktfeuchte zu jedem Zeitpunkt sehr genau vorhergesagt wer-

den (Bestimmtheitsmaß R² von 0,98 bis 0,99). Die Kombination aus dem Prinzip der 

multispektralen Flächenkamera und maschinellem Lernen wurde in einem anderen 

Trocknungsprozess und mit weiteren Qualitätskriterien getestet. Dafür wurden Man-

goscheiben in einem Schranktrockner getrocknet und deren Produkteigenschaften an-

hand der Spektraldaten und der Prozessdaten vorhergesagt. Bei der Vorhersage der 

Farbwerte Δa*, Δb* und ΔE00 sowie des Gehalts an gesamtlöslichen Feststoffen im 

Rehydrierungswasser wurden Bestimmtheitsmaße R² zwischen 0,56 und 0,94 erzielt). 

Es konnte gezeigt werden, dass die Kombination aus dem neu entwickelten Mul-

tispektralkamerasystem und maschinellem Lernen zur Vorhersage der Produktfeuchte 

und anderer Qualitätskriterien der Produkte eingesetzt werden kann. Auf diese Weise 

können Qualitätsänderungen während des Prozesses mit nur wenigen Messgeräten 

inline überwacht werden.  
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Abstract 

In order to be able to detect changes in product properties during the drying of food, 

non-destructive quality measurement techniques are required to determine changes in 

the interior of the product during processing. Especially in industrial applications, fast, 

precise but robust methods are particularly important to obtain high-quality products.  

In this work, a completely new multi-spectral camera system was used for optical qual-

ity measurements in order to link changes in the spectral surface reflection during 

mango and pineapple drying with changes in product moisture as well as mechanical 

and chemical properties. This linkage was achieved with machine learning.  

In a first step a new camera principle, a multispectral area scan camera with four lenses 

and filters, was developed and specially adapted for use in fruit drying. Then the 

changes in spectra and quality criteria during the drying process were measured. For 

this purpose, mango and pineapple slices were dried in a single-layer dryer at air tem-

peratures between 40 °C and 80 °C and relative air humidities of 5 % to 30 %. During 

the entire drying period, the product moisture content of the samples was measured 

and pictures were taken with the multispectral area scan camera. A software filter was 

developed to analyse only selected areas of interest in the images. Using machine 

learning algorithms, the product moisture content could be predicted very accurately 

at any time from spectral and process data (coefficient of determination R² from 0.98 

to 0.99). The combination of the principle of the multispectral area scan camera and 

machine learning was tested in another drying process and with further quality criteria. 

For this purpose mango slices were dried in a cabinet dryer and their product properties 

were predicted on the basis of the spectral data and the process data. In the prediction 

of the colour values Δa*, Δb* and ΔE00 and the content of total soluble solids in the 

rehydration water coefficient of determination R² between 0.56 and 0.94 were 

achieved. 

It could be shown that the combination of the newly developed multi-spectral camera 

system and machine learning can be used to predict product moisture and chemical 

quality criteria of the products. In this way, quality changes during the process can be 

monitored inline with only a few measuring devices. 
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1 Einleitung 

Wenn der Wassergehalt in Lebensmitteln hoch ist, laufen sie Gefahr von Mikroorga-

nismen, Schimmel, Insekten oder Maden befallen zu werden und zu verderben. Um 

frische Lebensmittel haltbarer zu machen und eine Verfügbarkeit auch außerhalb der 

Saison zu ermöglichen, wird ihnen daher Wasser entzogen: Sie werden getrocknet. 

Oft ist das Trocknen von beispielsweise Obst und Gemüse ein schwer planbarer Pro-

zess, da es sich um Naturprodukte mit schwankenden Ausgangszuständen handelt. 

Trotzdem sollen die Endprodukte im Prozess immer dieselben Eigenschaften aufwei-

sen. 

Bei der Verarbeitung von Obst und Gemüse generell und bei der Trocknung im Spezi-

ellen wird das Produkt in seinen Eigenschaften stark verändert. Die Qualität der Pro-

dukte wird vor allem durch Farbe, mechanische und chemische Eigenschaften be-

stimmt. Farbe, Vitamine, Zucker oder Säuren sollen über den Trocknungsprozess er-

halten bleiben, um so beispielsweise den Geschmack der Agrarprodukte beizubehal-

ten. Änderungen dieser Eigenschaften im Trocknungsprozess hängen unter anderem 

von der Art des Trockners, sowie den eingestellten Prozessparametern, wie Luftge-

schwindigkeit, Lufttemperatur und Luftfeuchte, ab (Mujumdar, 2000). Im Trocknungs-

prozess muss dabei stets gewährleisten werden, dass man ein sicheres, optimal ge-

trocknetes und hochwertiges Produkt erhält. Daher ist es nötig zu verstehen, was wäh-

rend der Trocknung in einem Produkt passiert. 

Meist gibt es bei der Verarbeitung von Lebensmitteln, wie Obst und Gemüse, eine 

Eingangs- und eine Ausgangskontrolle. Von Interesse in dieser Arbeit sind aber zu-

sätzliche Informationen zum Verhalten der Produkte während des Prozesses. Damit 

Änderungen während des Prozesses untersucht werden können, müssen Proben ent-

nommen oder zerstörungsfreie Messmethoden verwendet werden. Dabei greift Erste-

res in den Prozess ein und macht bestimmte Messungen, wie beispielsweise eine kon-

tinuierliche Gewichtserfassung, unmöglich, letzteres ist oft aufwändig und teuer. Bei 

der Trocknung von Obst und Gemüse ist es jedoch generell wichtig, über den ganzen 

Verlauf des Prozesses Qualitätsänderungen zu erfassen. So kann der Zustand des 

Produkts (chemisch, physikalisch, Nährwert, Produktfeuchte) ständig verfolgt werden. 

Zudem kann vermieden werden, Produkte beispielsweise zu übertrocknen und dabei 

wichtige Nährstoffe zu zerstören. Darüber hinaus wird Energie gespart, wenn Pro-

zesse zum optimalen Zeitpunkt beendet werden.  

Möglichkeiten der zerstörungsfreien Überwachung bieten unter anderem optische Me-

thoden, bei denen mithilfe von Kamerasystemen Produkteigenschaften erfasst wer-

den. Unterschiedliche Arten an optischen Messsystemen haben dabei verschiedene 

Vor- und Nachteile. RGB- Kameras (Kameras mit Rot, Grün und Blaukanal) sind ein-

fach und robust, im Ultravioletten (UV) oder Infrarot Bereich liefern sie jedoch keine 

Informationen. Außerdem können Spektren nur näherungsweise rekonstruiert werden, 

da in RGB Bildern entsprechend wenig Informationen enthalten sind. Punktspektrome-
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ter liefern Spektralinformationen, können aber nur einen einzelnen Messpunkt erfas-

sen. Zudem geben sie über die gesamte untersuchte Fläche einen einzelnen, gemit-

telten Wert aus. Sogenannte Hyperspektralkameras können räumliche und spektrale 

Informationen gleichzeitig aufnehmen. Sie sind dadurch aber teuer, kompliziert, liefern 

große Datenmengen und benötigen zur Bilderfassung teils bewegte Produkte. 

Der Vielzahl an genannten optischen Methoden ist zu entnehmen, dass die optische 

Erfassung der Agrarprodukte während des Trocknungsprozess eine große Chance im 

Bereich der Lebensmittelsicherung darstellt. Dies ist darauf zurückzuführen, dass die 

Produkteigenschaften erfasst werden können, ohne in den Prozess einzugreifen und 

ohne das Produkt zu zerstören. Daher sollen und müssen Wege gefunden werden, die 

Schwächen der einzelnen Kamerasysteme zu überwinden. Eine Möglichkeit könnten 

Multispektralkameras sein. Diese können mehr Informationen erfassen, als eine RGB-

Kamera, jedoch weniger als ein hyperspektrales Kamerasystem, wodurch zwar spekt-

rale Informationen erfasst werden, die Datenmenge aber nicht zu groß ist. Wenn au-

ßerdem nicht nur ein Punkt, sondern eine Fläche erfasst werden kann, wäre ein Groß-

teil der genannten Nachteile bestehender Kamerasysteme eliminiert. 

Die erste Frage, die sich hier stellt ist, ob es möglich ist, ein entsprechendes multi-

spektrales Flächenkamerasystem zu entwickeln und in den Trocknungsprozess zu in-

tegrieren, mit dem verschiedene Qualitätsänderungen während der Trocknung von 

Obst und Gemüse erfasst werden können. Die Idee dabei ist es, mit diesem Kame-

rasystem optisch messbare Änderungen von Farbspektren während der Trocknung 

von Obst zu untersuchen und deren Zusammenhang mit anderen Produkteigenschaf-

ten zu betrachten. Zusätzlich sollte der Einfluss verschiedener Trocknungsparameter 

und Trocknungsprozesse auf die Produkteigenschaften betrachtet werden. 

Des Weiteren soll maschinelles Lernen eingesetzt werden. Maschinelles Lernen wird 

in vielen Bereichen des Alltags immer präsenter. Selbstfahrende Autos, Kaufempfeh-

lungen, sowie die Bild- und die Spracherkennung sind nur einige Beispiele. Ziel der 

Verwendung von maschinellem Lernen ist es, Prozesse in Bereichen, in denen der 

Mensch unzuverlässiger arbeitet, zu optimieren. Dies betrifft beispielsweise die Erfas-

sung komplexer Zusammenhänge, lange und monotone Aufgaben oder sehr schnelle 

Prozesse. 

In der Qualitätssicherung bei der Verarbeitung von Obst und Gemüse wird maschinel-

les Lernen noch wenig angewandt. In der Forschung gibt es zwar einige Ansätze, in 

der Praxis wird maschinelles Lernen bisher jedoch nicht umfassend eingesetzt. Be-

sonders in Kombination mit optischen Messmethoden bieten sich allerdings viele Mög-

lichkeiten, Prozesse zu überwachen und die Qualität von Produkten zu untersuchen. 

Die zweite Forschungsfrage dieser Arbeit ist daher, inwiefern Methoden des maschi-

nellen Lernens in Kombination mit einem neuen Kamerasystem verwendet werden 

können, um Qualitätskriterien und deren Änderungen anhand von Messwerten im 

Trocknungsprozess vorherzusagen. So soll mithilfe der Kombination aus neuartigem 
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Kamerasystem und maschinellem Lernen ein Modell zur Vorhersage des Zusammen-

hangs zwischen Spektren und anderen Produkteigenschaften entwickelt werden. 

Ist es in Zukunft zusätzlich möglich, diese zerstörungsfreien, optischen Messsysteme 

und deren Kombination mit maschinellem Lernen in Produktionsprozesse der Trock-

nungsindustrie zu integrieren, kann die Qualität von Lebensmitteln bei der Verarbei-

tung ständig überwacht werden. Prozesse können kontinuierlich kontrolliert und, wenn 

nötig, gesteuert werden, wodurch die Qualität der Produkte steigt.  
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2 Theoretischer Hintergrund und Stand der Technik 

Zur zerstörungsfreien Qualitätsüberwachung wurden in dieser Arbeit optische Metho-

den zur Qualitätssicherung während der Trocknung von Obst untersucht und im Pro-

zess angewandt. Hierfür wurde zuerst die Definition „Qualität“ und die Qualitätssiche-

rung in der Lebensmitteltechnik betrachtet. Außerdem wurde auf die Theorie der 

Trocknung sowie der optischen Messtechnik eingegangen. Das maschinelle Lernen 

wurde genauer betrachtet, um zu untersuchen, welche Möglichkeiten zur Vorhersage 

von Trocknungsprozessen und Qualitätskriterien bestehen. 

2.1 Qualitätseigenschaften in der Lebensmitteltechnik 

Die Beschreibung der Qualität von Lebensmitteln kann auf verschiedene Arten, je nach 

Produkt, Verfahren oder Interessensgruppe, erfolgen. Nach Jaspert (1998) wird zur 

Untersuchung der Qualität von Lebensmitteln, wie in Abbildung 1 gezeigt, unterschie-

den. 

 

Abbildung 1: Qualitätskriterien von Lebensmitteln, nach Jaspert (1998) 

Die ernährungsphysiologische Qualität bezieht sich auf Inhaltsstoffe von Lebensmit-

teln, die sich positiv auf die menschliche Gesundheit auswirken. Dazu gehören klassi-

scherweise Fette, Kohlenhydrate, Proteine, Vitamine und Mineralien. Außerdem fallen 

Geschmack, Aroma, Farbe und Ballaststoffe unter diesen Begriff. Weiter kann unter-

schieden werden, ob Inhaltsstoffe essentiell sind oder nicht. Nicht-essentielle Nähr-

stoffe können vom Körper selbst produziert werden, wohingegen essentielle aufge-

nommen werden müssen. Darüber hinaus sind nicht-essentielle Inhaltsstoffe im Ge-

gensatz zu essentiellen Inhaltsstoffen für das Überleben des menschlichen Organis-
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mus vernachlässigbar. Durch enzymatische Stoffwechselprozesse in pflanzlichen Le-

bensmitteln kann sich die ernährungsphysiologische Qualität bei Lagerung und Verar-

beitung verschlechtern, da Inhaltsstoffe abgebaut oder verändert werden. Durch kon-

trollierte Prozesse kann die Qualität der Nährstoffe im Idealfall sogar verbessert wer-

den (Jaspert, 1998). 

Unter Lebensmittelhygiene versteht man die Kontaminationsfreiheit von Lebensmitteln 

durch wertmindernde Stoffe, die sich negativ auf die menschliche Gesundheit auswir-

ken. Dies können Staub, Schmutz, Fäkalien, Schädlings- oder Mikroorganismenbefall 

sein. Hygieneaspekte sind eng mit der Ernährungsphysiologie verknüpft: Bei einer Be-

lastung kann dies zur Rückweisung durch den Verbraucher führen. Wie bei der ernäh-

rungsphysiologischen Qualität kann eine niedrige hygienische Qualität durch eine ge-

eignete Lagerung und Verarbeitung vermieden werden. Mindestanforderungen an die 

Hygiene von Lebensmitteln sind in der Regel durch Gesetze festgelegt (Jaspert, 1998). 

Unter sensorischer Qualität versteht man die Wahrnehmung von Produkteigenschaf-

ten, wie Geschmack, Aussehen, Geruch und Konsistenz durch den Verbraucher. Auch 

hier haben Mikroorganismen einen wesentlichen Einfluss auf die Produkteigenschaf-

ten. Die Prüfung der sensorischen Qualität wird durch die Norm DIN 10950:2012-10 

definiert. Dabei unterscheidet man zwischen visuellen, olfaktorischen, gustatorischen, 

auditiven und taktilen Empfindungen. Die visuelle Sensorik, das Erscheinungsbild, 

lässt sich in Farbe, Form und Struktur unterteilen. Unter olfaktorischer Sensorik ver-

steht man alles, was den Geruch der Lebensmittel betrifft und unter gustatorischer 

Sensorik alles, was den Geschmack beschreibt. Hier wird zwischen süß, salzig, sauer, 

bitter und umami (vollmundig) unterschieden. Zu den Geschmacksrichtungen gehören 

auch metallische und alkalische Geschmacksrichtungen. Das auditive Empfinden ge-

hört ebenfalls zu den sensorischen Prüfungen und bezieht sich auf das Gehör. Außer-

dem wird der Tasteindruck, die taktile Empfindung, berücksichtigt. Während der Lage-

rung und Verarbeitung von Produkten ändern sich die meisten dieser Empfindungen 

(DIN 10950, 2012). Dies kann durch Hitze- oder Kälteeinwirkung, Wasserverlust oder 

-aufnahme und entsprechende mikrobiologische und chemische Prozesse geschehen 

(Jaspert, 1998). 

Die technologische Qualität bezieht sich vor allem auf die weitere Verwendung und 

Verarbeitung von Lebensmitteln. Dabei wird berücksichtigt, ob thermische, mechani-

sche, chemische Verarbeitungsverfahren oder Kombinationen daraus für die ge-

wünschten Endprodukte am geeignetsten sind (Jaspert, 1998). 

Die ökologische Qualität betrachtet den Einsatz natürlicher Ressourcen, wie Roh-

stoffe, Energie oder Wasser. Dabei wird der komplette Produktionsweg von der Erzeu-

gung über Weiterverarbeitung bis hin zum Endkunden betrachtet (Jaspert, 1998). 

Die Qualität von Trockenprodukten hängt von zwei Faktoren ab: den technischen Ei-

genschaften des Prozesses und der Qualität der frischen Produkte. Technisch gese-

hen können Art und Einstellungen der Trockner, wie zum Beispiel die Trocknungs-

dauer oder die Trocknungstemperatur, angepasst werden. Details zu verschiedenen 
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Arten von Trocknern können der Publikation von Krischer et al. entnommen werden. 

Zusätzlich kann durch die Erfassung von Qualitätsänderungen während der Trocknung 

und eine entsprechende Steuerung des Prozesses die Qualität von Produkten beein-

flusst werden. Ist die Qualität des frischen Produkts bereits schlecht oder uneinheitlich, 

so kann auch die Trocknung die Produktqualität nicht unbedingt verbessern. Deswe-

gen ist es für die Qualität getrockneter Produkte wichtig, dass die Qualität der Frisch-

produkte einheitlich hoch ist (Krischer et al., 1992). 

Die Qualität des Produkts kann vor, während oder nach dem Trocknungsprozess mit 

verschiedenen Methoden erfasst werden. Messtechnisch gesehen lassen sich die 

qualitätsrelevanten Eigenschaften in folgende Gruppen einteilen (Maroulis et al., 

2018): 

Tabelle 1: Qualitätsmerkmale von Trockenobst und deren Messmethoden 

Gruppe Merkmale Messmethoden (Beispiele) 

Optisch Farbe, Spektren (Vis, IR, UV), 
 Aussehen, Zellzustand 

Kamera, Spektrometer, multispekt-
rale und hyperspektrale Messsys-
teme, Photometer, Mikroskope 

Strukturell Dichte, Porosität, Porengröße, spe-
zifisches Volumen, Schrumpfung 

Volumetrische Verdrängungsmetho-
den, Stereopyknometer, Kamera 

Textur Kompressibilität, Elastizität Texture Analyzer, Universalprüfma-
schine, Geräuschanalyse 

Sensorische Geschmack, Geruch, Form Sensorisches Panel, elektronische 
Zungen 

Nährwerte / 
chemisch 

Zucker, Vitamine, Proteine, Säu-
ren, Polyphenole, pH-Wert 

HPLC (high performance liquid chro-
matography), IC (Ionenchromatogra-
hie), pH-Meter, Refraktometer 

Rehydrierung Textur, Masse, Farbe Waage, Kamera 

Auf dem internationalen Markt regeln Standards der UNECE (United Nations Econo-

mic Commission for Europe) die Mindestanforderungen für den Verkauf von Früchten. 

Für die in der Arbeit verwendeten Produkte sind diese Standards im Anhang zu finden, 

für die Standards weiterer Produkte kann auf die UNECE Website zugegriffen werden. 

Diese Kriterien werden in der Arbeit als Zielgrößen, sowohl für das frische Obst als 

auch für die getrockneten Produkte, verwendet. 

Qualitätskriterien, die in dieser Arbeit beurteilt werden, sind Farbe, Produktfeuchte, 

Zuckergehalt, gesamtlösliche Feststoffe, Vitamin C-Gehalt, pH-Wert und Textur. Die 

Produktfeuchte muss einen gewissen Wert unterschreiten, damit ein Produkt als tro-

cken und damit haltbar gilt (UNECE, 2018). Bei Farbe und Textur handelt es sich um 

Kriterien, die vom Kunden als erstes wahrgenommen werden. Die untersuchten che-

mischen Eigenschaften sind wichtige Messgrößen, wenn Geschmack und Nährstoffe 

beurteilt werden sollen. 

2.2 Lebensmitteltrocknung 

Es gibt verschiedene Methoden der Lebensmittelkonservierung. Beispiele sind die 

chemische Konservierung, Gefriertrocknung, Kühllagerung, thermische Sterilisation, 
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Pasteurisation oder der Einsatz ionisierender Strahlung. In dieser Arbeit werden die 

Produkte mit heißer, gegebenenfalls befeuchteter Luft getrocknet. Die Entfernung von 

Wasser während der Trocknung eliminiert den mikrobiologischen Abbau und minimiert 

enzymatische sowie nicht-enzymatische Abbaureaktionen. Um zu verstehen, was bei 

der Trocknung passiert, ist es sinnvoll einerseits die Trocknung an sich zu betrachten, 

andererseits auch zu untersuchen, was auf mikroskopischer Ebene im Produkt pas-

siert. 

Trocknung und Trocknungsprozess 

Die Trocknung als thermisches Grundverfahren dient zur Abtrennung der Feuchte von 

einer Trägersubstanz, die fest, flüssig oder gasförmig sein kann. Häufig handelt es sich 

dabei um das Entfernen von Wasser. Beim Trocknungsprozess bezeichnet man das 

Material, das durch Dehydrierung getrocknet wird, als Trocknungsgut und als Trock-

nungsmittel entweder die warme Luft oder in Sonderfällen erwärmte Inertgase, wie 

zum Beispiel Stickstoff oder Kohlendioxid (Mersmann et al., 2005). 

Die Grundoperation Trocknung zeichnet sich durch einen gleichzeitigen Wärme- und 

Stoffaustausch aus, der nach internen Transportprozessen und externen Randbedin-

gungen unterschieden werden kann. Die internen Prozesse der Ware sind Wärme-, 

Feuchtigkeits- und Dampftransport. Zu den äußeren Randbedingungen gehören der 

Wärmeübergang auf das zu trocknende Material und der Stoffübergang in die Umge-

bung. Da die Trocknung von Feststoffen die Desorption von Feuchtigkeit ist, muss 

entweder die Temperatur erhöht (bei der Kontakt- und Konvektionstrocknung) oder der 

Partialdruck der feuchten Komponente in der Umgebung des Materials reduziert wer-

den (bei der Vakuum- und Gefriertrocknung). Bei der Kontakttrocknung wird das Ma-

terial durch Kontakt mit einer heißen Oberfläche erwärmt, während bei der Konvekti-

onstrocknung heiße Luft durch oder um das zu trocknende Material strömt (Blesl et al., 

2017). 

Bei der Trocknung von hygroskopischen Trocknungsmaterialien, wie Papier, Textilien 

oder Lebensmitteln, die Poren aufweisen und durch verschiedene Kräfte wie                

Kapillar-, Sorptions- und Valenzkräfte Feuchtigkeit an den Feststoff binden können, 

ändert sich der Feuchtigkeitsgehalt des zu trocknenden Materials ständig. Dadurch 

entsteht ein Konzentrationsgefälle zwischen der Oberfläche des Materials, von der die 

Feuchtigkeit kontinuierlich abgeführt wird, und den inneren Schichten des Materials. 

Die Folge dieser Konzentrationsgefälle ist ein Feuchte-transport von Orten mit größe-

rer zu Orten mit geringerer Feuchte, der auch als Feuchteleitfähigkeit bezeichnet wird. 

Die Feuchtigkeit wird an die Oberfläche der Ware transportiert, wo sie verdampft, mit 

Luft vermischt und abtransportiert wird (Schelle et al., 2019; Kröll et al., 1989). 

Abbildung 2 zeigt die Veränderung der Produktfeuchte, der Oberflächentemperatur 

und der Kerntemperatur des zu trocknenden Materials, sowie die Veränderung der 

Temperatur des Trocknungsmediums über die Trocknungszeit. Dabei beschreibt die 

Kurve xdb die Änderung des Feuchtegehalts des Trocknungsgutes, Kurve ϑKern die 

Kerntemperatur des Trocknungsgutes, Kurve ϑO die Oberflächentemperatur des 
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Trocknungsgutes und Kurve ϑL die Temperatur des Trocknungsmittels, beispielsweise 

der Luft, in °C. Über die Dauer der Trocknung sinkt bei gleichbleibender Lufttemperatur 

(ϑL) die Produktfeuchte (xdb), während Kern- und Oberflächentemperatur (ϑKern bzw. 

ϑO) des Produktes ansteigen. Dieses Ansteigen ist jedoch nicht einheitlich, vielmehr 

bildet sich nach einiger Zeit ein Plateau der Temperatur, die sogenannte Kühlgrenz-

temperatur (Schelle et al., 2019; Kröll et al., 1989). 

 

Abbildung 2: Veränderung der Trocknungsparameter über die Zeit, nach Schelle et al. (2019) 

Die Trocknungsverlaufskurve liefert wichtige Informationen über das Verhalten von 

Trocknungsgütern während des Trocknungsprozesses. In Abbildung 3 ist ein typischer 

Trocknungsverlauf hygroskopischer Materialien dargestellt. Dabei ist in a) der Verlauf 

der Produktfeuchte x über der Trocknungsdauer t gezeigt, in b) die Trocknungsge-

schwindigkeit dx/dt über der Trocknungsdauer t und in c) die Änderung der Trock-

nungsgeschwindigkeit dx/dt über der Produktfeuchte x (Heindl, 2016). 

 

Abbildung 3: Trocknungsverlauf eines kapillar-porösen Gutes (Heindl, 2016) 

Zwischen den Punkten A und B wird das Trocknungsgut während der Anwärmphase 

auf die Verdunstungstemperatur der entsprechenden Oberflächentemperatur erwärmt. 

Der erste Trocknungsabschnitt im Bereich B bis C ist durch eine gleichbleibende Ver-

dunstungsgeschwindigkeit und eine konstante Oberflächentemperatur gekennzeich-

net. Die Trocknungsgeschwindigkeit hängt in dieser Phase ausschließlich vom Zu-
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stand des Trocknungsgases, der Feuchtigkeit der Oberfläche des Trocknungsguts so-

wie dem Wärme- und Stoffübergang ab. Die Feuchtigkeit der Oberfläche wird ständig 

durch Kapillaren von den Innenschichten des Trocknungsgutes zu den Außenschich-

ten transportiert. 

Im Punkt C hat das Trocknungsgut die erste Knickpunktfeuchte xG,K1 erreicht. Ab die-

sem Punkt gibt es keine Oberflächenfeuchtigkeit mehr. 

Im zweiten Trocknungsabschnitt von C nach D kann nicht mehr ausreichend Feuch-

tigkeit über Kapillarleitung oder Diffusion an die Oberfläche transportiert werden, so-

dass sie austrocknet und der sogenannte Trocknungsspiegel, die Grenze zwischen 

austrocknenden und noch feuchten Produktbereichen, nach innen wandert. Die Trock-

nungsgeschwindigkeit wird reduziert und hängt in dieser Phase von folgenden Fakto-

ren ab: 

 Wärmeleitung durch die bereits ausgetrockneten Materialschichten 

 Feuchtigkeit, die von der Innenseite des Materials über die Kapillaren auf den 

Trocknungsspiegel übertragen wird 

 Stoffübergang des Dampfes in das Trocknungsgas 

Die Oberflächentemperatur des Materials steigt und die Temperatur im Inneren des 

Materials steigt mit einer Zeitverzögerung. Bei nicht hygroskopischen Trocknungsma-

terialien endet die Trocknung an der Stelle F, an der die Feuchtigkeit vollständig ab-

geführt werden kann. Bei hygroskopischen Materialien hat die gebundene Feuchtigkeit 

einen niedrigeren Dampfdruck als die Umgebungsfeuchtigkeit bei gleicher Bezugstem-

peratur. Wird an allen Stellen des Trocknungsgutes der höchstmögliche hygroskopi-

sche Feuchtegrad xG,K2 erreicht, wird die Trocknungsgeschwindigkeit wieder reduziert 

und die Phase des dritten Trocknungsabschnittes stellt sich ein. Das Material trocknet 

bis ein Sorptionsgleichgewicht (genauso viele Partikel werden sorbiert wie desorbiert) 

zwischen ihm und der umgebenden Trocknungsluft entsteht. Im dritten Trocknungsab-

schnitt nähert sich die Trocknungsgeschwindigkeit dem Nullpunkt und es wird ein Min-

destfeuchtegrad xGE erreicht. Die Produkttemperatur nähert sich der Gastemperatur 

an (Heindl, 2016). 

Wasseraktivität und Sorptionsisotherme 

Wasser ist der Hauptbestandteil vieler frischer Lebensmittel und kommt zum Teil in 

freier, zum Teil in gebundener Form vor. In Lebensmitteln gebundenes Wasser hat 

einen niedrigeren Dampfdruck als freies Wasser. Je stärker das Wasser gebunden ist, 

desto geringer ist sein Dampfdruck und desto geringer ist seine Verfügbarkeit. Für das 

Wachstum und die Vermehrung von Mikroorganismen ist die Verfügbarkeit des freien 

Wassers von essentieller Bedeutung. Die Haltbarkeit eines Lebensmittels wird also 

nicht durch seinen Gesamtwassergehalt bestimmt, sondern durch sein ungebundenes 

Wasser (Heindl, 2016). 
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Als Maß für dieses nicht gebundene Wasser dient die Wasseraktivität aw. Sie ist, wie 

in Gleichung (1) gezeigt, als Verhältnis zwischen Wasserdampfpartialdruck in der un-

mittelbaren Umgebung des Lebensmittels p und Sättigungsdampfdruck des reinen 

Wassers p0 bei gleicher Temperatur definiert (Kröll et al., 1989). 

𝑎𝑤 =
𝑝

𝑝0
=

𝜑

100 %
 (1) 

mit aw  Wasseraktivität 

p  Wasserdampfpartialdruck im Lebensmittel 

p0  Sättigungsdampfdruck von reinem Wasser 

φ  Relative Luftfeuchtigkeit 

Mikroorganismen benötigen für ihre Stoffwechselaktivitäten freies Wasser, ein Mangel 

verlangsamt ihre Wachstumsprozesse. Durch Trocknung kann die Wasseraktivität re-

duziert und das Lebensmittel haltbar gemacht werden (Kröll et al., 1989). Die Reakti-

onsgeschwindigkeit verschiedener Verderb-Reaktionen in Abhängigkeit von der Was-

seraktivität ist in Abbildung 4 dargestellt. 

 

Abbildung 4: Stabilitätsdiagramm (Mersmann et al., 2005) 

Wie in der Abbildung zu erkennen ist, tritt der mikrobiologische Verderb des Produktes, 

der durch Bakterien, Hefen und Schimmelpilze verursacht wird, nur bei hohen Was-

seraktivitäten von über etwa 0,7 auf. Der enzymatische Verderb ist bei hohen Wasser-

aktivitäten besonders ausgeprägt, wird jedoch, im Gegensatz zum mikrobiologischen 

Verderb, bei niedrigen Wasseraktivitäten nicht vollständig unterbunden. Die nicht en-

zymatische Bräunung hat im Bereich mittlerer Wasseraktivitäten ihre höchste Umset-

zungsgeschwindigkeit. Bei sehr hohen und sehr niedrigen Wasseraktivitäten tritt sie 

kaum in Erscheinung. Eine erhöhte Verderb-Geschwindigkeit bei der Lipidoxidation 

(Fettoxidation) ist bei extrem niedrigen Wasseraktivitäten zu erwarten. Die Reaktions-
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geschwindigkeit durchläuft ein ausgeprägtes Minimum und steigt bei höheren aw-Wer-

ten wieder an (Kröll et al., 1989). Die in diesem Projekt zu untersuchenden Früchte 

haben geringe Fettanteile, sodass eine Reduzierung der Wasseraktivität keine negati-

ven Auswirkungen haben kann. Aus diesem Grund wird die Ziel-Wasseraktivität der 

Produkte von unter 0,4 angestrebt. In diesem Bereich sind die Enzyme und Mikroor-

ganismen inaktiv und es wird eine maximale Sicherheit hinsichtlich der mikrobiellen 

Aktivität bei dieser Wasseraktivität erreicht. Die Untersuchungen hierzu sind in Kapitel 

4.5.1 und 4.5.4 erklärt. 

Der Zusammenhang zwischen dem Wassergehalt eines Lebensmittels, der Wasser-

aktivität und der relativen Luftfeuchtigkeit der Umgebungsluft wird durch Sorptionsiso-

thermen dargestellt. Sie beschreiben den Zustand, bei dem der Dampfdruck des Was-

sers im Produkt gleich dem in der umgebenden Luft ist. 

Jedes Lebensmittel hat einen charakteristischen Verlauf der Sorptionsisothermen. Der 

Verlauf dieser Kurven ergibt sich aus der Tatsache, dass Wasser in Abhängigkeit von 

physikalisch- chemischen Zuständen und Inhaltstoffen unterschiedlich stark an das je-

weilige Lebensmittel gebunden ist. So weisen getrocknete Früchte mit einem Wasser-

gehalt von 17 % einen aw-Wert von 0,64 auf, während Muskelfleisch mit dem gleichen 

Wassergehalt einen aw-Wert von 0,90 hat. Dies bedeutet, dass vom Wassergehalt ei-

nes Lebensmittels nicht unmittelbar auf dessen aw-Wert und damit auf die mikrobielle 

Anfälligkeit geschlossen werden kann. Die Art der für Mikroorganismen vorhandenen 

Feuchtigkeit hat einen großen Einfluss auf die Wasseraktivitäten. Wenn viel Feuchtig-

keit in den Kapillaren vorhanden ist, also Wasser für Mikroorganismen zur Verfügung 

steht, finden mikrobielle Verderbsreaktionen statt (Baltes et al., 2011; Rahman, 2009). 

Die Temperatur beeinflusst die Mobilität der Wassermoleküle und das dynamische 

Gleichgewicht zwischen der Dampf- und der adsorbierten Phase. Abbildung 5 zeigt 

den Einfluss der Temperatur auf den Feuchtegehalt und die Wasseraktivität 

(Mujumdar, 2000). 
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Abbildung 5: Einfluss der Temperatur T auf Wasseraktivität aw und Feuchtigkeitsgehalt x 

(Mujumdar, 2000) 

Wenn aw konstant gehalten wird, führt ein Temperaturanstieg zu einer Abnahme der 

Menge an sorbiertem Wasser. Bei hohen Temperaturen werden die Wassermoleküle 

im Lebensmittel aktiver und weniger stark gebunden. Sie lösen sich dann von ihrer 

Bindestelle im Lebensmittel und reduzieren so die Gleichgewichtsfeuchte. Im Gegen-

satz dazu ist bei niedrigen Temperaturen eine höhere Gleichgewichtsfeuchte vorhan-

den.  

Die Bestimmung der Sorptionsisotherme war in dieser Arbeit nötig, um zu untersu-

chen, bei welcher Wasseraktivität (maximal 0,4) und entsprechend welcher relative 

Feuchte der Trocknungsluft die geforderte Endfeuchte noch erreicht werden kann. Da-

bei wurde nicht auf die Literatur zurückgegriffen, da sichergegangen werden sollte, 

dass Wasseraktivität und Feuchte aus den Sorptionsisothermen für genau die in der 

Arbeit verwendeten Obstsorten (Mango der Sorte Kent und Ananas der Sorte MD2) 

abgelesen wurde. 

2.3 Farbe, Spektren und optische Messtechnik  

Farbe, Form, Größe und Struktur gehören zu den am häufigsten gemessenen Quali-

tätsmerkmalen in der Nacherntebehandlung und der Lebensmittelverarbeitung. Sie 

sind die vom Kunden zuerst wahrgenommenen, subjektiven Eigenschaften und wer-

den deshalb oft als Haupt-Qualitätskriterium verwendet. Außerdem sind sie optisch, 

und damit berührungslos und zerstörungsfrei, messbar. Je nach Anspruch an die Mes-

sung bezüglich Geschwindigkeit, Genauigkeit oder Robustheit und je nach Anwen-

dung wurden verschiedene Messgrößen und Messmethoden entwickelt. Wie in der 

Lebensmittelverarbeitung wird auch in dieser Arbeit das menschliche Farbempfinden 

als eine Standard-Qualitätsmessgröße verwendet. Zusätzlich werden für zusätzliche 

Informationen bezüglich Änderungen im Produkt die gesamten Spektren der reflektier-

ten Strahlung untersucht. 

 



Theoretischer Hintergrund/ Stand der Technik  13 

 

Spektrum und Strahlung 

Wenn von Farbmessung gesprochen wird, muss klar zwischen der elektromagneti-

schen Strahlung an sich, daraus reflektierten Spektren und der Interpretation dieser 

Spektren durch den Menschen, der sogenannten Farbe, unterschieden werden. Fällt 

elektromagnetische Strahlung auf ein Objekt, wird ein Teil dieser Strahlung reflektiert. 

Das Spektrum dieser Reflexion hängt einerseits von der Oberfläche des Objekts ab, 

andererseits von der Spektralverteilung der einfallenden Strahlung. So hat beispiels-

weise Strahlung der Sonne eine andere Spektralverteilung als eine kaltweiße LED 

(Lübbe, 2013; Homann, 2007). Abbildung 6 zeigt das Prinzip und ein Reflexionsspekt-

rum am Beispiel einer unter einer Halogenlampe spektral vermessenen Apfelscheibe. 

Dabei ist das reflektierte Spektrum immer abhängig von der Beleuchtung (vgl. Ab-

schnitt „Beleuchtung“ am Ende dieses Kapitels). 

 

Abbildung 6: Reflexionsspektrum 

Mit einem Spektrometer kann ein Spektrum als Gesamtes erfasst werden.  

Farbe 

Im Sehsystem des Menschen wird durch die reflektierte Strahlung ein Sinneseindruck, 

die Farbe, hervorgerufen. Spricht man von Farbe ist also immer der vom Menschen 

bewertete Eindruck gemeint. Das menschliche Auge und das Gehirn funktionieren da-

bei als Filter, der aus dem gesamten reflektierten Spektrum die Bereiche herausfiltert, 

die für das tägliche Überleben des Menschen, zum Beispiel für die Nahrungssuche, 

relevant sind. Im menschlichen Auge wird die eintreffende Information auf das nötige 

Minimum reduziert. Dadurch kann das Farbmesssystem „Mensch“ sehr schnell und 

ausreichend gut arbeiten. Der Mensch schließt dabei automatisch aufgrund der Farbe 

auf die Qualität eines Produktes. Dies liegt in der Evolution begründet, da sich auf 

diese Weise das Farbsehen des Menschen entwickelt hat. So lässt sich auch der 

große Stellenwert der Farbe als Qualitätskriterium erklären, denn der Kunde ist immer 

der Mensch (Lübbe, 2013; DIN 5033-1, 2017). 
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Für das Filtern der Informationen sind beim Menschen die Zapfen im Auge zuständig. 

Strahlung im Wellenlängenbereich von etwa 380 nm bis 780 nm wird dabei durch un-

terschiedliche Reizung der entsprechenden Zapfen in Farbempfindungen umgewan-

delt. In Abbildung 7 sind die Empfindlichkeitsbereiche der einzelnen Zapfen zu sehen. 

Dabei zeigt die z-Kurve die Empfindlichkeit für blau an, die y-Kurve die für grün und 

die x-Kurve die für rot. 

 

Abbildung 7: Empfindlichkeiten Zapfen (Bühler et al., 2018) 

Bei der Beschreibung von Farbe hat es sich bewährt, zwischen Farbreiz und 

Farbvalenz zu unterscheiden. Als Farbreiz versteht man die elektromagnetische Strah-

lung, die auf der Netzhaut zu einer Farbempfindung führen kann. Bei Strahlung, die an 

Oberflächen reflektiert wird, wie bei der Vermessung von Obst, kann der Farbreiz als 

Spektrum der reflektierten Strahlung gemessen werden. Die Farbvalenz beschreibt die 

Wirkung der Strahlung auf die Zapfen im menschlichen Auge. Sie ist somit eine Be-

wertung des Spektrums durch den Menschen. Da verschiedene Farbreize dieselbe 

Farbvalenz hervorrufen können, ist es zwar möglich anhand des Farbreizes die 

Farbvalenz zu berechnen, der Reiz kann aber aus der Valenz nicht rückgerechnet 

werden (Lübbe, 2013; DIN 5033-1, 2017). 

Farbmessung 

Zur Kategorisierung von Farben werden, je nach Anwendung, verschiedene Farbord-

nungssysteme verwendet. Ziel ist dabei, ein reflektiertes Spektrum dem menschlichen 

Farbempfinden entsprechend gefiltert wiederzugeben (Lübbe, 2013). 

Im RGB-System entsprechen die drei Farben Rot (R), Grün (G) und Blau (B) den je-

weiligen Wellenlängenempfindlichkeiten des menschlichen Auges. Die verwendeten 
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Filterkurven ähneln dabei den Empfindlichkeitskurven des menschlichen Auges, kön-

nen sie aber nie zu 100 % genau wiedergeben.  

Farbmaßsysteme, wie das CIE-Normvalenzsystem oder das CIE-Lab-System (Com-

mission Internationale de l´Eclairage CIE), beschreiben die Darstellung von Farben 

mittels der Spektralverteilung des entsprechenden Lichts. Das CIE-Normvalenzsystem 

wurde 1931 von der Commission Internationale de l´Eclairage als erste Norm für die 

Beschreibung von Farben eingeführt. Festgelegt durch Experimente mit Testpersonen 

orientiert sich diese Darstellung ebenfalls an der menschlichen Wahrnehmung von 

Farben (vgl. Abbildung 8). Innerhalb des Normvalenzsystems sind alle vom Menschen 

wahrnehmbaren Farben dargestellt, die Y-Richtung gibt dabei die Helligkeit an. Je nä-

her am Rand eine Farbe liegt, desto intensiver ist sie. Der Punkt E beschreibt das 

Zentrum des Farbsystems, den Unbuntpunkt. An diesem existieren unabhängig von 

der Helligkeit keine Farben, sondern nur Grautöne (Bühler et al., 2018; Lübbe, 2013). 

 

Abbildung 8: CIE- Normvalenzsystem (Bühler et al., 2018) 

Das CIELab System ist eine Weiterentwicklung des Normvalenzsystems aufgrund von 

Untersuchungen des Physikers David L. MacAdam. Durch mathematische Transfor-

mation werden im 1976 eingeführten CIELab System (CIELab76) empfindungsgleiche 

Farben besser dargestellt (Eichler, 2019; DIN EN ISO 11664-4, 2008). Abbildung 9 

(links) zeigt den CIELab Farbraum. Er wird verwendet, um den in der Lebensmittel- 

und Trocknungsindustrie weit verbreiteten Farbabstand ΔE76 zu berechnen. 

Weitere Verbesserungen des CIELab Systems wurden 1994 (CIELab94) und 2000 

(CIELab00) durchgeführt, jeweils mit dem Ziel, Farbänderungen in alle Richtungen im 

Farbraum gleichmäßiger darstellen zu können. Der Farbort in diesem System wird 
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durch die Helligkeit L* (Luminanz, also der Ebene im Farbkörper), die Sättigung C* 

(Chroma, der Entfernung vom Unbuntpunkt in der Mitte der Kugel) und den Farbtons 

H* (Hue, der Richtung vom Unbuntpunkt) beschrieben (Homann, 2007). Die genaue 

Definition von L, C und H ist zusätzlich in Abbildung 9 (rechts) gezeigt.  

  

Abbildung 9: CIELab 1976 Farbraum (links (Wisotop, 2019)) und L, C und H im CIELab Farb-

system (rechts (Homann, 2007)) 

Zur Beschreibung von Unterschieden zwischen zwei Farben oder Farbveränderungen 

von Produkten im CIELab Farbsystem, wird der Farbabstand ΔE verwendet. Er be-

schreibt die Strecke zwischen zwei Punkten im Farbraum und wird im CIELab76 Raum 

über den Satz des Pythagoras berechnet (DIN EN ISO 11664-4, 2008): 

𝛥𝐸76  =  √(𝛥𝐿∗)² + (𝛥𝑎∗)² + (𝛥𝑏∗)² (2) 

mit  ΔL*  Abstand in hell-dunkel Richtung für den jeweiligen Messpunkt 

 Δa*  Abstand in rot-grün Richtung für den jeweiligen Messpunkt 

Δb*  Abstand in blau-gelb Richtung für den jeweiligen Messpunkt 
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Im CIELab00 Farbraum wird nicht mit den L*-, a* -und b*-Werten, sondern mit L*, C* 

und H* gerechnet. Entsprechend wird der Raum auch als CIELHC Farbraum bezeich-

net und ΔE über Gleichung (3) berechnet. Die einzelnen Schritte zur Berechnung sind 

im Anhang aufgeführt (Lübbe, 2013).  

𝛥𝐸00  =  √(
𝛥𝐿∗

𝑘𝐿𝑆𝐿
)² + (

𝛥𝐶∗

𝑘𝐶𝑆𝐶
)² + (

𝛥𝐻∗

𝑘𝐻𝑆𝐻
)² + 𝑅𝑇(

𝛥𝐶∗

𝑘𝐶𝑆𝐶
) ∙ (

𝛥𝐻∗

𝑘𝐻𝑆𝐻
) (3) 

mit  ΔL*  Abstand in hell-dunkel Richtung für den jeweiligen Messpunkt 

 ΔC*  Abstand in Chroma Richtung für den jeweiligen Messpunkt 

ΔH*  Abstand in Hue Richtung für den jeweiligen Messpunkt 

 SL, SC, SH, RT Gewichtungsfaktoren zur Streckung des Farbraums 

kL, kC, kH Korrekturfaktoren 

In der Auswertung dieser Arbeit werden Änderungen beider Farbabstände während 

der Trocknung untersucht. Zur Bewertung der Größe von ΔE kann die in Tabelle 2 

gezeigte Übersicht verwendet werden (DIN 53218, 1981). Generell kann ab einem 

Farbabstand von 5 von einer anderen Farbe gesprochen werden.  

Tabelle 2: Bewertung des Farbabstands (DenzlerMedia, 2019) 

Farbabstand Erläuterung 

0 bis 1 Nicht sichtbare Abweichung 

1 bis 2 Nur von geschultem Auge sichtbar 

2 bis 3,5 Mittlere Abweichung, sichtbar für Laien 

3,5 bis 5 Starke Abweichung 

über 5 Massive Abweichung bis hin zur Farbtonänderung 

Da in der Trocknungstechnik oft ein dem Ursprungsprodukt ähnlicher Zustand ge-

wünscht wird, ist ein minimales ΔE anzustreben.  

Um die Farbe eines Objekts messen zu können, also zu entscheiden, welcher vom 

Menschen empfundenen Farbe ein Eindruck entspricht, unterscheidet man zwischen 

Gleichheitsverfahren und der Dreibereichsmessung. Gleichheitsverfahren sind einfa-

che, meist händische Prüfungen mit Farbtafeln, mit denen bestimmt wird, ob eine Ziel-

farbe erreicht wurde. Der Betrachter muss hier gut trainiert sein, trotzdem können ΔE 

von weniger als 1 auch durch erfahrene Beobachter nicht erkannt werden. Außerdem 

kann es sein, dass Farben interpoliert oder abgeschätzt werden müssen, wenn die 

entsprechende Farbe nicht auf den Farbkarten vorhanden ist. Weiter muss das zu un-

tersuchende Produkt am besten direkt auf die Farbmesstafel platziert werden. So wird 

ein Einfluss durch unterschiedliche Umgebungen ausgeschlossen. Das Verfahren ist 

zusätzlich stark von der Beleuchtung abhängig und die Oberflächenbeschaffenheiten 

von Produkt und Tafel müssen gleich sein. Der Vorteil dieser Methode ist, dass es auf 

jeden Fall ein menschliches Farbempfinden wiedergibt, da das Messgerät selbst der 

Mensch ist. Bei der Messung von Farbänderungen gibt es jedoch genauere Methoden. 

Gleichheitsverfahren werden in dieser Arbeit nicht angewandt (Lübbe, 2013). 
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Dreibereichsgeräte messen die Farbvalenz mit sogenannten Kolorimetern mit dem 

menschlichen Auge ähnlichen drei Kanälen. Sie geben entsprechend drei Werte aus, 

aus denen ein Farbwert berechnet werden kann. Beispiele sind RGB-Kameras, bei 

denen die Reizung von den menschlichen Zapfen ähnlichen rot, grün und blau Kanälen 

gemessen wird. Da die Empfindlichkeiten der drei Kanäle nie zu 100 % den Empfind-

lichkeiten der Zapfen entsprechen kann, können Kameras das menschliche Farbemp-

finden nie zu 100 % genau wiedergeben. Als instrumentelle Farbmessmethode sind 

Kameras aber praktisch, schnell und haben eine hohe Wiederholgenauigkeit. Beson-

ders zur Bestimmung von Farbänderungen sind sie gut geeignet. Aus diesen Gründen 

finden sie eine breite Anwendung bei der Qualitätsbewertung von Lebensmittelproduk-

ten.  

Bei der Verwendung von Kamerasystemen werden Bilder aufgenommen und mit ent-

sprechender Software ausgewertet. Am Prinzip der Kamera hat sich seit den Anfängen 

der Fotografie nichts geändert: Durch eine Öffnung fällt Licht in ein ansonsten lichtdicht 

verschlossenes Gehäuse. Dort sind lichtempfindliche Elemente angebracht, die die 

Menge der auftreffenden Strahlung messen und speichern. Ein solcher Sensor besteht 

aus mehreren Fotodioden, die je einem Pixel entsprechen. In jedem Pixel wird die 

Informationen der Menge der auftreffenden Strahlung gespeichert, es ergibt sich ein 

Bild mit unterschiedlichen Helligkeitsbereichen: je mehr eintreffende Strahlung, desto 

heller wird ein Bereich. Monochrome Sensoren, also schwarz-weiß Sensoren, erfas-

sen dabei die gesamte Strahlung unabhängig der Wellenlänge in jedem Pixel. Bei 

Farbkameras befindet sich vor den einzelnen Pixeln ein selektiver Filter. Durchgesetzt 

haben sich beispielsweise Bayer-Filter. Diese haben vor jedem Pixel einen der 

menschlichen Wahrnehmung nachempfundenen rot-, grün- oder blau-Filter, der nur 

die entsprechende Strahlung durchlässt. Rote Pixel können also nur langwellige Strah-

lung entsprechend der Empfindlichkeitskurve des rot-Filters aufnehmen und weisen 

Strahlung entsprechend der Empfindlichkeitskurve des grün- und blau-Filters ab. 

Grüne oder blaue Pixel nehmen analog dazu Strahlung entsprechend der Empfindlich-

keitskurve des grün- oder blau-Filters auf. Da die Empfindlichkeitskurve des Menschen 

für grün auch der Empfindlichkeit für Helligkeit entspricht, hat der Bayer-Filter doppelt 

so viele grün-Filter, wie rot- oder blau-Filter (Abbildung 10). Nicht jedes Pixel enthält 

die Informationen für alle drei Farbempfindungen, deshalb werden aus den umgeben-

den Pixeln die fehlenden Farbwerte für jedes Pixel berechnet. Farbkameras mit Bayer-

Filtern geben also teils berechnete und nicht nur gemessene Farben wieder. 
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Abbildung 10: Aufbau und Funktionsweise Bayer Filter, nach VisionDoctor (2019) 

Neben Farbkameras können auch Schwarzweiß-Kameras, also Kameras, die mono-

chrome Sensoren verwenden, zur Farbmessung verwendet werden. Hierbei werden 

einzelne Farben der Prüfobjekte mit Hilfe farbiger Beleuchtung aufgehellt oder verdun-

kelt dargestellt. Dadurch lassen sich Farben mit ähnlicher Pixel-Helligkeit im Graubild 

voneinander trennen (VisionDoctor, 2019). Der Einsatz einer Farbkamera kann in die-

sen Fällen vermieden und Kosten gespart werden.  

Auch bei der Herstellung und Verarbeitung von Lebensmitteln werden Kameras in der 

Qualitätsüberwachung zu Erkennung von unreifem, fauligem oder verformtem Obst 

oder Gemüse verwendet, das dann aussortiert werden kann. Bei Mengenbestimmun-

gen von Waren, wie Pralinen, Schokolade oder Fleisch, werden ebenfalls Kameras 

genutzt. Durch die Überwachung von Prozessen mit Kamerasystemen kann eine 

gleichbleibende Qualität gewährleistet werden (EVT, 2019).  

Spektralmessung 

Generell ist die Farbmessung eine auf die menschliche Wahrnehmung abgestimmte 

Bewertung eines reflektierten Spektrums. Durch das Filtern gehen dabei unweigerlich 

Informationen verloren. Um diese zusätzlich zu erfassen und vom menschlichen Se-

hen unabhängige Informationen zum Gesamtspektrum zu erhalten, wird maschinell 

mit spektralen Verfahren gearbeitet. Dabei wird das gesamte einfallende Spektrum er-

fasst. Hier kann sowohl auf eine Farbvalenz zurückgerechnet und ein einzelner Farb-
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wert (zum Beispiel ΔE) ausgegeben werden, als auch das gesamte Spektrum. Spekt-

ralmessgeräte arbeiten meist mit Siliziumsensoren, die über den sichtbaren Wellen-

längenbereich hinaus bis ca. 1100 nm empfindlich sind, oder Indiumgalliumarsenid 

(InGaA) Sensoren mit Empfindlichkeiten über 1100 nm (Schnitt, 2013; Gasparian et 

al., 2000). Die Funktionsweise eines Spektrometers, wie in Abbildung 11 schematisch 

dargestellt, basiert auf der Zerlegung des Reflexionsspektrums, das nach der Wech-

selwirkung mit der Probe durch einen Detektor registriert wird. Mit Punktspektrometern 

können die Eigenschaften einer Probe an einer bestimmten Stelle gemessen werden. 

 

Abbildung 11: Schematische Darstellung Funktionsweise Spektrometer (OceanOptics, 2017) 

Aus einem Glasfaserkabel mit einem optisch dichteren Material als Luft tritt die vom 

vermessenen Produkt reflektierte Strahlung (1) ein. Die eintretende Strahlungsmenge 

wird durch einen einstellbaren Schlitz (2) gesteuert und der gewünschte Wellenlän-

genbereich durch einen Filter (3) begrenzt. Der Filter reflektiert unerwünschte Wellen-

längen und lässt den gewünschten Teil des Spektrums durch. Die gefilterte Strahlung 

trifft auf einen Kollimationsspiegel (4), der die Strahlung auf ein Beugungsgitter (5) 

fokussiert. Wie ein Prisma streut dieses Gitter die verschiedenen Wellenlängen auf 

einen fokussierenden Spiegel (6), der die Strahlung über eine Kollektorlinse (7) auf 

den Detektor (8) leitet. Der Detektor wandelt das optische Signal in ein digitales Signal 

um (OceanOptics, 2017). Für jeden Messpunkt erhält man so Informationen über das 

gesamte vom Spektrometer messbare Spektrum.  

Eine weitere Methode für die optische Analyse von Nahrungsmitteln ist die hyperspekt-

rale Bildgebung (Hyperspectral Imaging). Sie vereint die optische Spektrometrie mit 

ortsauflösender Bildgewinnung. Dabei gibt es verschiedene Vorgehensweisen, bei-

spielsweise kann ein Gitter verwendet werden, mit dem das reflektierte Spektrum eines 

Punkts oder einer Zeile des zu vermessenden Objekts pro Zeitpunkt dargestellt wer-
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den kann. In diesem Fall wird das Objekt Punkt für Punkt oder Zeile für Zeile vermes-

sen, Produkt oder Messgerät müssen also bewegbar sein. Eine andere Möglichkeit ist 

die Verwendung von Filterrädern, bei denen die gesamte Fläche des Objekts vermes-

sen wird und Schritt für Schritt ein anderer Filter vor das Kamerasystem gesetzt, also 

ein anderer Wellenlängenbereich erfasst wird. Beide Verfahren zählen zu den abtas-

tenden Verfahren. Außerdem gibt es verschiedene Ansätze hyperspektrale Bilder in 

einer einzigen Aufnahme zu erzeugen. Diese werden bisher meist im Labormaßstab 

angewandt. Ein hyperspektrales Bild besitzt in jedem Fall eine große Zahl spektraler 

Kanäle eng benachbarter Wellenlängenbereiche. Teilweise sind es mehrere hundert, 

die sich über das elektromagnetische Spektrum vom ultravioletten Bereich bis zum 

langwelligen Infrarot erstrecken können. Anhand des wellenlängenabhängigen Refle-

xionsverhaltens eines Materials können durch hyperspektrale Bildgebung bestimmte 

chemische Eigenschaften ortsaufgelöst gemessen, ausgewertet und bildhaft darge-

stellt werden. So können, im Gegensatz zu Kameras oder Spektrometern, räumliche 

und spektrale Informationen der Proben gleichzeitig ermittelt werden (Sun, 2010). Hy-

perspektrale Bilder entsprechen dadurch einem Datenwürfel, der zwei räumliche und 

eine spektrale Dimension besitzt (Sun, 2010; Gruna, 2016). 

Zu den Vorteilen der hyperspektralen Bildgebung gehören die hohe spektrale Auflö-

sung und die Visualisierung verschiedener biochemischer Bestandteile der Probe. 

Durch die Vielzahl an Informationen, die dabei erfasst werden, erweist sich diese Tech-

nik allerdings als rechenintensiv. Außerdem müssen die erhaltenen Daten aufwändig 

analysiert und interpretiert werden. Aus diesem Grund wird eine spezielle Hardware 

mit höherer Geschwindigkeit und empfindlicheren Detektoren benötigt, damit diese Bil-

dinformationen dokumentiert und analysiert werden können, wodurch sich die Kosten 

erhöhen (Sun, 2010). Bei abtastenden Verfahren sind zusätzlich die Verwendung vie-

ler beweglicher Teile, sowie der höhere Zeitaufwand von Nachteil.  

Spektralmessung in Lebensmittel- und Trocknungstechnik 

Mittels Spektrometrie und hyperspektraler Bildgebung werden aktuell in der Forschung 

verschiedene Produkte untersucht, daher wird nachfolgend ein Überblick über rele-

vante Forschung in diesem Bereich gegeben.  

Einen Einblick in die verschiedenen Technologien der Lebensmittelverarbeitung und 

deren Vor- und Nachteile geben Zhang et al. (2018). Sie beschreiben, welche Mess-

techniken in welchen Anwendungen und für welche Produkte üblicherweise eingesetzt 

werden. Gomez et al. (2006) haben mit Vis- und NIR-Spektroskopietechniken den 

Säuregehalt, die Stärke und die Menge der insgesamt löslichen Feststoffe in Manda-

rinen gemessen. Martinsen et al. (1998) haben die Verteilung der löslichen Feststoffe 

in Kiwis mittels NIR-Spektroskopie untersucht und Wang et al. (2017) die Vorhersage 

der Stärke und des löslichen Feststoffgehalts von Birnen mittels Vis- und NIR- Spekt-

roskopie. Vejarano et al. (2017) geben einen Überblick über verschiedene analytische 

und optische Methoden zum Nachweis biologischer Verunreinigungen in Lebensmit-

teln und konzentrieren sich dann auf den Einsatz der hyperspektralen Bildgebung. Sie 
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besprechen verschiedene Verunreinigungen, die für die Lebensmittelsicherheit ent-

scheidend sind, und zeigen, wie die hyperspektrale Bildgebung zur Früherkennung 

von Verunreinigungen eingesetzt werden kann. Detaillierte Arbeiten über den Einsatz 

von spektraler und hyperspektraler Bildgebung bei der Trocknung wurden an Tee (Xie 

et al., 2014), Karotten (Liu et al., 2016), Sojabohnen (Huang et al., 2014) und Äpfeln 

(Crichton et al., 2018; Mozaffari et al., 2017; Pasban et al., 2017; Rizzolo et al., 2011) 

durchgeführt. Die Verwendung der hyperspektralen Bildgebung bei der Trocknung von 

Mangos wurde von Pu et al. (2015) untersucht, in deren Arbeit die Veränderungen des 

Feuchtigkeitsgehalts beim Trocknen von Mangoscheiben in der Mikrowelle betrachtet 

wurde. Mittels der Regression der partiellen kleinsten Quadrate (Partial Least Square 

Regression PLS) wurde die Produktfeuchte mit einem Bestimmtheitsmaß von R²=0,97 

sehr genau vorhergesagt. Mit dieser Vorhersage konnte die Feuchteverteilung wäh-

rend der Trocknung in Bildern anschaulich dargestellt werden.  

Wie bereits erwähnt, hat jedes der genannten Verfahren Nachteile, die es zu berück-

sichtigen gilt, wenn man die Techniken zur Inline-Messung in der Lebensmittelverar-

beitung oder bei Trocknungsprozessen einsetzt: Punktspektrometer liefern Informati-

onen Punkt für Punkt, einige Früchte erfordern jedoch eine räumliche Auflösung. Wei-

ter haben sie den Nachteil einer festen Messöffnung, in der der Messwert gemittelt 

wird. Bei strukturierten Oberflächen, wie Früchten, verursacht die Mittelwertbildung ei-

nen systematischen Fehler und die spektrale Texturinformation geht verloren. Reine 

RGB-Kameras enthalten räumliche Informationen, aber wenig Spektralinformationen 

und decken keine Wellenlängen im ultravioletten oder infraroten Bereich ab. Hyper-

spektralkameras hingegen sind teuer, kompliziert zu bedienen und liefern große Da-

tenmengen, die gespeichert, aufbereitet und analysiert werden müssen. Darüber hin-

aus benötigen hyperspektrale Bildgebungssysteme oft bewegliche Produkte, die in 

Fertigungsprozessen nicht immer realisiert werden können, oder arbeiten mit Filterrä-

dern, was Messungen langsam macht. 

Die folgende Tabelle gibt einen Überblick über die Verfahren, sowie deren Vor- und 

Nachteile.  

Tabelle 3: Verfahren zur Farb-/Spektrumsmessung 

Verfahren Vorteile Nachteile 

Hyperspektrale 
Bildgebung 

Informationen zum Spektrum 
Hohe Genauigkeit 
Informationen zum Ort 
Informationen zu Inhaltsstoffen 

Sehr viele Daten 
Aufwändige Aufbereitung 
nötig 

Punktspektrome-
ter 

Informationen zum Spektrum 
Weniger Daten 
Informationen zu Inhaltsstoffen 

Keine Informationen zum Ort 
Nur ein Messpunkt 

Kamera Wenig Daten 
Informationen zum Ort 

Keine Informationen zum 
gesamten Spektrum 

´ 
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Beleuchtung  

Die Auswahl der passenden Beleuchtung hat einen großen Einfluss auf die Qualität 

der Bilderzeugung (STEMMER, 2019). Eine ungeeignete Beleuchtung führt zu Fehlin-

formationen in der Farb- oder Spektralmessung, was auch im Nachhinein meist nicht 

rechnerisch kompensiert werden kann. Fehlen Informationen im erfassten Bild, so sind 

diese unweigerlich verloren.  

Die Beleuchtung muss dabei auf das zu vermessende Produkt, wie auch auf den Pro-

zess, angepasst sein. Dies bezieht sich sowohl auf das Spektrum der einfallenden 

Strahlung, als auch auf die räumliche Verteilung (STEMMER, 2019). Abbildung 12 

zeigt den Unterschied der Spektralverteilung verschiedener Lichtquellen. Durch diese 

Darstellung wird deutlich, dass es zwingend notwendig ist, die Art der Beleuchtung an 

die Messaufgaben anzupassen. Sie zeigt beispielsweise, dass Fluoreszenzlicht oder 

LEDs ungeeignet sind, um Änderungen bei Wellenlängen bei ausschließlich 500 nm 

zu erfassen.  

 

Abbildung 12: Spektralverteilung unterschiedlicher Lichtquellen, nach STEMMER (2019) 

Laut der Firma STEMMER (2019) sind folgende Fragestellungen entscheidend, wenn 

eine geeignete Beleuchtung ausgewählt werden soll: 

 Monochrom- oder Farbanwendung 

 Geschwindigkeit 

 Größe der Fläche 

 Geometrie, Struktur, Reflexionsgrad, Farbe des zu vermessenden Objekts 

 Erforderte Betriebsdauer 

 Mechanische Einschränkungen und Umweltbedingungen 

Wo es geht, sollten dabei Standardbeleuchtungen gewählt werden, da diese kosten-

günstig und zuverlässig sind und sich im Einsatz meist lange bewährt haben.  
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2.4 Maschinelles Lernen 

Der Mensch kann Zusammenhänge meist gut erkennen. So kann er, wenn er einmal 

weiß, wie ein „A“ generell aussieht, auch unterschiedlich geschriebene „A“s richtig er-

kennen und sowohl computergeschriebene als auch handgeschriebene Texte lesen. 

Kompliziertere Zusammenhänge oder mehrere, sich überschneidende Einflüsse sind 

jedoch schwer zu erfassen. Außerdem ist der Mensch als Arbeitskraft teuer, langsam 

und nicht geeignet, lange Zeit dieselben Untersuchungen durchzuführen. An dieser 

Stelle bietet sich die Verwendung von maschinellem Lernen an. Mit Hilfe von Compu-

tern und Trainingsdaten können Modelle gebildet werden, die Vorhersagen von Ergeb-

nissen aufgrund der Trainingsdaten ermöglichen. Zur Interpretation der Vielzahl an 

Daten aus den Versuchen in dieser Arbeit und deren Zusammenhänge wird auf ma-

schinelles Lernen zurückgegriffen. 

Maschinelles Lernen ermöglicht es Computern, anhand von Daten und Algorithmen zu 

lernen, um Ergebnisse vorherzusagen. So können in verschiedensten Gebieten Pro-

zesse verbessert werden und neue Erkenntnisse generiert werden. Mithilfe von Soft-

ware werden Probleme gelöst, die bisher von Menschen nur langsam oder gar nicht 

gelöst werden konnten. Bekannte Beispiele sind Bilderkennungs-, Spracherkennungs- 

und Übersetzungsprogramme oder selbstfahrende Autos. Das grobe Prinzip ist ein-

fach: aus Trainingsdaten lernt die Software, wie sie bestmöglich reagieren muss, damit 

ein gewünschtes Ziel erreicht werden kann. Je nach Anwendung und Zielsetzung gibt 

es jedoch eine Vielzahl an möglichen Lernstrategien.  

Maschinelles Lernen ist dabei ein stark interdisziplinäres Feld. Einerseits handelt es 

sich um Computerprogramme, wodurch es zur theoretischen oder anwendungsorien-

tierten Informatik gezählt wird, andererseits geht es um die Umsetzung menschlichen 

Verhaltens. Dieser Teil wird von Sprachwissenschaft, Verhaltenswissenschaft, Psy-

chologie und Neurowissenschaften abgedeckt. Außerdem gibt es viele Anwendungen 

im ingenieurstechnischen Bereich, wie die in dieser Arbeit.  

Unternehmen und Wissenschaft verwenden maschinelles Lernen, um große Mengen 

an Daten schnell zu nutzen und Unternehmen oder der Menschheit daraus Vorteile zu 

verschaffen. Die grundlegenden Ideen und Theorien des maschinellen Lernens gibt es 

schon seit 1970. Durch die Möglichkeit, große Mengen von Berechnungen immer 

schneller und kosteneffizienter durchzuführen, ist es heute möglich, die Theorie auch 

praktisch umsetzen zu können (Kubat, 2017). Damit Daten richtig interpretiert werden 

und der größtmögliche Nutzen aus der Verwendung von maschinellem Lernen gezo-

gen werden kann, müssen Datenaufbereitung und Methode optimal auf die Anwen-

dung angepasst sein. Gleichzeitig wird beim maschinellen Lernen immer versucht, das 

optimale Gleichgewicht aus einfach und genau zu finden (Affenzeller, 2019; 

MathWorks, 2019). 
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Maschinelles Lernen findet in verschiedenen Bereichen des Alltags Anwendung. Bei-

spiele hierfür sind: 

 Kaufempfehlungen bei Amazon und Videoempfehlungen bei Netflix oder Y-

outube, die man aufgrund vorangegangener Kaufentscheidungen erhält. Auf-

grund des eigenen Navigationsverlaufs, sowie Navigations- und Kaufinformati-

onen anderer Kunden, werden ähnliche oder passende Produkte präsentiert, 

die der Nutzer vielleicht kaufen/ansehen möchte.  

 Hautkrebsfrüherkennung anhand von Bildern. Durch das Trainieren mit Bildern 

vieler Muttermale und der Information, ob sie krebserregend oder harmlos sind, 

kann beim Einlesen eines neuen Fotos eines Muttermals mit hoher Wahrschein-

lichkeit erkannt werden, ob es harmlos ist oder nicht.  

 Selbstfahrende Autos. Der Algorithmus lernt, auf ein anderes Auto, Fußgänger, 

Verkehrsschilder entsprechend zu reagieren. Außerdem erfassen sie ständig 

neue Informationen über ihre Umgebung und lernen so stetig weiter.  

Hauptkategorien des maschinellen Lernens 

Maschinelles Lernen wird in drei Hauptkategorien unterteilt (Affenzeller, 2019; Gordon, 

2019; Scheffer, 2019): überwachtes Lernen, Verstärkungslernen und unüberwachtes 

Lernen. 

Unter überwachtem Lernen versteht man das Trainieren mit sogenannten gelabelten 

(bewerteten) Daten. Dies bedeutet, dass die Informationen, mit denen die Maschine 

lernen soll, bereits mit den richtigen Antworten verknüpft sind. Das Programm sucht 

dann eine Lösung, die bei gegebenen Eingangsdaten die Antwort richtig vorhersagt. 

Wird ein neues Produkt geprüft, kann das Programm anhand des bisher Gelernten 

vorhersagen, worum es sich bei dem Produkt handelt.  

Je mehr Daten dabei für das Training verwendet werden, desto besser kann die Ma-

schine aus den Kriterien lernen und bei der Verwendung neuer Datensätze mit höhere 

Wahrscheinlichkeit die richtige Antwort geben. Nachteil des überwachten Lernens ist 

dabei, dass alle verwendeten Daten zuvor manuell den entsprechenden Antworten 

zugeordnet werden müssen. 

Beim Verstärkungslernen wird vom Nutzer Rückmeldung gegeben (Benutzerinterak-

tion); das Ergebnis wird bewertet, zum Beispiel, ob eine Antwort richtig oder falsch 

war.  

Beim unüberwachten Lernen arbeitet das Programm mit ungelabelten Daten. Das be-

deutet, dass das Programm zum Beispiel nicht gesagt bekommt, worum es sich bei 

zwei untersuchten Produkten handelt. Es sieht nur, dass es zwei unterschiedliche Er-

gebnisse aus den Inputs bekommen kann und clustert diese. Es kann dadurch aus-

schließlich zwischen Produkt 1 und 2 entscheiden.  

Außerdem kann beim maschinellen Lernen nach Art der Aufgabe zwischen Clustering, 

Klassifikation und Regression unterschieden werden. Beim Clustering wird, wie beim 
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unüberwachten Lernen schon erklärt, in Gruppen eingeteilt, ohne diese bezeichnen zu 

können. Das Programm erkennt dabei, dass es Cluster gibt, kann aber nicht sagen, 

was diese bedeuten. (Dambe, 2019). Abbildung 13 zeigt ein Beispiel für Clustering: es 

können zwei Bereiche erkannt werden, nicht aber die Bedeutung.  

 

Abbildung 13: Clustering Beispiel, nach (Dambe, 2019) 

Bei der Klassifikation wird das Ergebnis in vorgegebene Klassen eingeordnet, also 

kategorisiert: Erhält man einen neuen Wert, kann der Algorithmus Schritt für Schritt die 

richtige Klasse zuordnen (Dambe, 2019). Im Fall des Beispiels in Abbildung 14 ordnet 

er ein Obst den gezeigten Sorten zu.  
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Abbildung 14: Klassifikation Beispiel (Entscheidungsbaum) (Dambe, 2019) 

Bei der Regression liefert der Algorithmus eine numerische Antwort, zum Beispiel ei-

nen linearen Zusammenhang. Abbildung 15 zeigt die Regression am Beispiel des Zu-

sammenhangs zwischen tödlichen Unfällen und der Anzahl an Einwohnern eines 

Staats. Wenn der Zusammenhang, in diesem Fall die rote Linie, gefunden ist, kann für 

jeden Punkt auf der x-Achse ein passender Wert auf der y-Achse abgelesen werden 

(Dambe, 2019). 

 

Abbildung 15: Lineare Regression Beispiel (Dambe, 2019) 
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Aufgrund der Datengrundlage wird in dieser Arbeit mit überwachtem Lernen und Re-

gression gearbeitet.  

Vorgehensweise 

In Abbildung 16 ist das generelle Vorgehen beim maschinellen Lernen gezeigt.  

 

Abbildung 16: Vorgehen maschinelles Lernen, nach MathWorks (2019) 

Anhand eines Beispiels der Klassifikation soll die Vorgehensweise beim maschinellen 

Lernen genauer erklärt werden. Es soll erkannt werden, ob es sich bei einer Frucht um 

einen Apfel, eine Kirsche oder eine Orange handelt. Hierzu werden Früchte gekauft, 

die Unterscheidungskriterien (Features) festgelegt und die Messwerte aller Früchte in 

einer Tabelle erfasst. Kriterien können zum Beispiel Oberflächenstruktur und Gewicht 

sein (Schritt 1 in Abbildung 16). Grundlage für das maschinelle Lernen ist eine ausrei-

chend große und qualitativ hochwertige Menge an Daten. Daher muss bereits bei der 

Auswahl des Obsts darauf geachtet werden, dass sie zu einer gut durchmischten Da-

tengrundlage führt. Werden zum Beispiel 100 Früchte gekauft, aber nur zwei davon 

sind Äpfel, so wird das System auch unausgewogen trainiert. Dabei würde es Features 

der kleineren Klasse, der Äpfel, nicht ausreichend berücksichtigen und die Erkennung 

von Äpfeln würde nicht angemessen funktionieren. Deswegen muss darauf geachtet 

werden, dass die Klassen ungefähr gleich viele Werte haben oder, bei Regressions-

fragen, dass das gesamte Feld an Antwortmöglichkeiten abgedeckt ist. Weiter müssen 

die Unterscheidungskriterien klug gewählt werden. Die beiden gewählten Kriterien 

Oberflächenstruktur und Gewicht sind klar messbar und unterscheiden sich je nach 

Frucht eindeutig. Würde die grobe äußere Form, kugelförmig oder eckig, als weiteres 

Kriterium gewählt, brächte dies keine zusätzlichen Informationen, da sowohl Orangen 

als auch Kirschen und Äpfel kugelförmig sind. Außerdem sollten die Kriterien einfach 

verständlich sein und unabhängig voneinander. Würde in diesem Fall die Anzahl an 

groben Poren auf der Oberfläche als zusätzliches Kriterium aufgenommen, hätte man 

zwei Größen, Poren und Struktur, die dieselbe Aussage haben. Da das System dies 

aber nicht weiß und die beiden Kriterien als unabhängig voneinander annimmt, würde 
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der Oberflächenrauigkeit eine fälschlicherweise zu große Wichtigkeit zugeschrieben 

(Gordon, 2019).  

Zusammengefasst sollten Kriterien für maschinelle Lern-Systeme also folgende Eigen-

schaften haben: 

 Einfach unterscheidbar 

 Einfach messbar 

 Einfach verständlich 

 Nützlich für das Ziel 

 Unabhängig voneinander 

Je nach Anwendung sollten Messdaten vor dem Training randomisiert werden. Das 

heißt, dass die Reihenfolge der Messungen willkürlich neu gemischt wird. Dies ist sinn-

voll, wenn, wie in dieser Arbeit, keine Messung von der vorhergegangenen oder der 

nachfolgenden abhängig sein soll (Schritt 2 und 3 in Abbildung 16). 

Die Daten werden dann in einen Trainingsdatensatz und einen Testdatensatz aufge-

teilt. Mit dem Trainingsdatensatz wird ein Modell gebildet, mit dem zukünftige Daten 

beispielsweise klassifiziert werden sollen (Schritt 4 in Abbildung 16).  

Dabei wird ein mathematischer Zusammenhang zwischen allen Eingangsgrößen und 

der Antwort (Gleichung (4)) hergestellt (Guo, 2019): 

𝑦 =  𝑓(𝑥1, 𝑥2, 𝑥3, . . . 𝑥𝑛 ) (4) 

mit y  Antwort 

 x1…n  Eingangsgrößen 

Das genaue Modell wird Schritt für Schritt „erlernt“ und immer wieder mit den vorge-

gebenen Antworten abgeglichen. Je nach Art der Daten muss ein passender Algorith-

mus zur Bildung des Modells gewählt werden. Beispiele sind Nearest Neighbour, Ent-

scheidungsbäume (Decision Trees) oder Neuronale Netze.  

Mit den Testdaten wird das System trainiert. Dafür wird eine Annahme für den Zusam-

menhang zwischen y und x1…n getroffen, diese wird validiert und mit mathematischen 

Verfahren optimiert. Je mehr Daten vorhanden sind, desto wahrscheinlicher ist ein ge-

naues Modell (Schritt 5). Die Ergebnisse der Vorhersage werden mit den wahren Ant-

worten verglichen. Anhand der Qualität der Vorhersage der Testdaten, beispielsweise 

über das Bestimmtheitsmaß R², sieht man, wie gut das Modell zu den wahren Mes-

sungen passt. Starke Abweichungen zwischen vorhergesagten Daten und Testdaten 

weisen auf Overfitting, und somit ein zu kompliziertes Modell hin (vergleiche Kapitel 

7.4.3).  

Wendet man das gebildete Modell nur auf die Trainingsdaten an, bekommt man meist 

sehr gute Korrelationen, da das Modell mit genau diesem Datensatz gebildet wurde. 

Man weiß aber nicht, wie gut das Modell für das Finden von Korrelationen neuer Daten 
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ist. Deswegen werden meist 70 % - 80 % der Daten für das Training verwendet und 

die restlichen 20 % - 30 % zum Testen des Modells.  

Bei der Klassifikation unterscheidet man zwischen vier Arten an Aussagen und Feh-

lern, die ein System machen kann. Am Beispiel, ob eine Person krank ist, ist dies in 

Abbildung 17 erklärt. Es wird eine Nullhypothese aufgestellt: „Jemand ist krank“. Die 

Alternativhypothese lautet entsprechend „Jemand ist nicht krank“. Stimmen Aussage 

der Vorhersage mit der Realität überein und beide sind positiv, die Person ist also 

krank, so ist die Aussage „True Positive“. Sind beide negativ, also in diesem Fall „je-

mand ist gesund“, ist sie „True Negative“. Bei dieser Vorhersage kann es zwei Arten 

von falschen Aussagen geben: entweder behauptet die Vorhersage, die Person sei 

krank, obwohl sie nicht krank ist, dann spricht man von einem „False Positive“ Fehler 

oder einem Fehler erster Art. Das System macht also zu Unrecht eine positive Aus-

sage. Wenn die Vorhersage behauptet, die Person sei nicht krank, obwohl sie in der 

Realität krank ist, handelt es sich um einen „False Negative“ Fehler oder einen Fehler 

zweiter Art.  

 

Abbildung 17: Antwortmöglichkeiten maschinelles Lernen 

Zur Bewertung der Fehler können folgende Größen verwendet werden: Die False Po-

sitive Rate beschreibt den Anteil der fälschlicherweise als positiv bezeichneten Fälle, 

die in der Realität negativ sind. In diesem Fall wären das also alle Fälle, in denen 

Personen als krank eingestuft werden, obwohl sie nicht krank sind (Gleichung (5)).  

𝐹𝑎𝑙𝑠𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 𝑅𝑎𝑡𝑒 =  
𝐴𝑛𝑧𝑎ℎ𝑙 𝐹𝑎𝑙𝑠𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠 

𝐴𝑛𝑧𝑎ℎ𝑙 𝐹𝑎𝑙𝑠𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠 + 𝐴𝑛𝑧𝑎ℎ𝑙 𝑇𝑟𝑢𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒𝑠
 (5) 

Die False Negative Rate beschreibt entsprechend den Anteil der fälschlicherweise als 

negativ bezeichneten Fälle, die in der Realität positiv sind, also alle Fälle in denen 

Personen nicht als krank eingestuft werden, obwohl sie krank sind. Da sie das genaue 

Gegenteil der False Positive Rate ist, ergibt die Summe aus beiden 1, beziehungs-

weise 100 %. 

𝐹𝑎𝑙𝑠𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒 𝑅𝑎𝑡𝑒 =  
𝐴𝑛𝑧𝑎ℎ𝑙 𝐹𝑎𝑙𝑠𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒𝑠 

𝐴𝑛𝑧𝑎ℎ𝑙 𝐹𝑎𝑙𝑠𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒𝑠 + 𝐴𝑛𝑧𝑎ℎ𝑙 𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠
 

(6) 
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Precision beschreibt den Anteil der richtig als positiv bezeichneten Fälle an allen posi-

tiven vorhergesagten Fällen. Es gibt dabei an, wie viele der als krank erkannten Per-

sonen auch wirklich krank sind. 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =  
𝐴𝑛𝑧𝑎ℎ𝑙 𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠 

𝐴𝑛𝑧𝑎ℎ𝑙 𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠 + 𝐴𝑛𝑧𝑎ℎ𝑙 𝐹𝑎𝑙𝑠𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠
 

(7) 

Recall beschreibt den Anteil der richtig als positiv bezeichneten Fälle an allen positiven 

Fällen. Es entspricht also der Anzahl aller wirklich Kranken, die auch als krank erkannt 

wurden. 

𝑅𝑒𝑐𝑎𝑙𝑙 =  
𝐴𝑛𝑧𝑎ℎ𝑙 𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠 

𝐴𝑛𝑧𝑎ℎ𝑙 𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠 + 𝐴𝑛𝑧𝑎ℎ𝑙 𝐹𝑎𝑙𝑠𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒𝑠
 

(8) 

Mit diesen Größen kann bewertet werden, wie gut ein Modell die Realität abbildet. 

Generell sollte ein Modell, um gut zu sein, möglichst viele „True Positive“ und „True 

Negative“ Antworten haben. Die Fehler, also „False Positive“ und „False Negative“, 

sollten gleichzeitig so klein wie möglich sein. Je nach Fragestellung kann dann ein 

möglichst geringer Anteil an „False Positive“ Fehlern oder ein möglichst geringer Anteil 

an „False Negative“ Fehlern gewünscht sein. Auf jedes der Ziele, also geringer gene-

reller Fehler, geringer „False Positive“ Fehler oder geringer „False Negative“ Fehler, 

kann entsprechend trainiert werden.  

Zur Beschreibung, wie gut der Zusammenhang der Größen durch das Modell erklärt 

wird, kann bei der Regression auf Verzerrung und Varianz zurückgegriffen werden. 

Die Verzerrung beschreibt dabei, wie gut das Modell einen Zusammenhang an sich 

wiedergibt. Verwendet wird hier, wie später genauer dargestellt wird, oft die Methode 

der kleinsten Quadrate. (Pedregosa, 2019; Starner, 2019). Abbildung 18 zeigt eine 

große Verzerrung des Modells, also der geraden Linie, die einen linearen Zusammen-

hang vorhersagt, in Bezug auf den wahren Zusammenhang der Trainingsdaten, die 

Kurve. 

 

Abbildung 18: Lineare Regression: Verzerrung, nach Starner ( 2019) 

Die Varianz zeigt an, wie gut ein Modell nicht nur die Trainingsdaten, sondern auch die 

Testdaten vorhersagen kann. Ist die Varianz hoch, spricht man von Overfitting (vgl. 

Kapitel 7.4.3). Abbildung 19 zeigt eine große Varianz des Modells in Bezug auf den 



32 Theoretischer Hintergrund/ Stand der Technik 

 

wahren Zusammenhang der Trainingsdaten. Das Modell sagt zwar die Trainingsdaten 

links perfekt vorher, eignet sich aber schlecht dazu, auch die Testdaten rechts ange-

messen abzubilden. 

 

Abbildung 19: Lineare Regression: Varianz, nach Starner ( 2019) 

Für eine hohe Qualität des Modells müssen Varianz und Verzerrung minimal sein. Da 

nicht beides gleichzeitig möglich ist, muss ein optimales Gleichgewicht gefunden wer-

den.  

Modellentwicklung 

Wie ein solches Modell entwickelt wird, soll nachfolgend mit einfachen Beispielen er-

klärt werden. Die hierbei verwendeten Algorithmen sind Nearest Neighbour, lineare 

Regression, Neuronale Netze und Entscheidungsbäume. Das maschinelle Lernen ba-

siert hierbei auf Methoden der Statistik. Durch die ständige Rückmeldung und dadurch 

Verbesserung der entwickelten Modelle lernt das System aber; es handelt sich nicht-

mehr um ausschließlich statistische Methoden, sondern um maschinelles Lernen (Af-

fenzeller, 2019; Gordon, 2019). 

Für den Nearest Neighbour wird zum Beispiel die folgende Verteilung an Daten vorge-

geben (Gordon, 2019).  

 

Abbildung 20: k-Nearest Neighbour Beispiel Verteilung, nach Gordon (2019) 

Es soll entschieden werden, ob ein neuer Punkt farbig oder weiß ist.  
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Abbildung 21: k-Nearest Neighbour neuer Punkt, nach Gordon (2019) 

Hierzu wird geschaut, welche Eigenschaft der am nächsten liegende Punkt hat. In die-

sem Fall ist er weiß, der neue Punkt ist also wahrscheinlich weiß.  

 

Abbildung 22: k-Nearest Neighbour neuer Punkt Zuordnung, nach Gordon (2019) 

Wird das selbe für einen weiteren Punkt gemacht, der näher an den farbigen Punkten 

liegt, so würde der neue Punkt als farbig geschätzt:  

   

Abbildung 23: k-Nearest Neighbour weiterer Punkt, nach Gordon (2019) 
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Schwieriger wird das Ganze, wenn nicht eindeutig ist, ob der neue Punkt näher an den 

weißen oder näher an den farbigen Punkten liegt. Hier wird dann nicht nur der eine 

nächste Nachbar (Nearest Neighbour) angeschaut, sondern die 2, 3 oder eben k 

nächsten Nachbarn (k-Nearest Neighbour).  

   

Abbildung 24: k-Nearest Neighbour weiterer Punkt Zuordnung, nach Gordon (2019) 

Um zu entscheiden welches der kürzeste Abstand ist, kann je nach Fragestellung zum 

Beispiel der geringste euklidische Abstand zwischen den Punkten verwendet werden 

(Gordon, 2019): 

𝑎2 + 𝑏2 = 𝑐2 (9) 

Dies kann nicht nur im zweidimensionalen Raum (2 Kriterien) oder im dreidimensiona-

len Raum (3 Kriterien, Würfel) durchgeführt werden, sondern für beliebig viele Kriterien 

und somit Dimensionen (Gordon, 2019).  

Die k-Nearest Neighbours Methode ist einfach und daher auch verständlicher als viele 

andere Modellbildungen. Allerdings benötigt sie viel Rechenaufwand und ist nicht im-

mer geeignet, komplizierte Zusammenhänge zwischen verschiedenen Kriterien darzu-

stellen.  

Bei der linearen Regression wird durch die vorhandenen Daten eine Kurve gelegt, die 

einen Zusammenhang zwischen x- und y-Werten zeigen könnte. Durch eine Minimie-

rung des Fehlers dieser Kurve, also des Abstands der Messpunkte von der vorgeschla-

genen Linie (gestrichelte Linie in Abbildung 25), wird der Zusammenhang immer ge-

nauer dargestellt (Starner, 2019).  
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Abbildung 25: Lineare Regression, nach Starner (2019) 

Bei der Qualität der Vorhersage wird, wie bereits erklärt, zwischen Verzerrung und 

Varianz unterschieden. Berechnet werden kann der jeweilige Fehler über die Methode 

der kleinsten Quadrate. Hier wird, zur gleichen Bewertung von negativen und positiven 

Abständen, jeder Abstand zur Linie quadriert. Das Modell mit dem kleinsten quadrier-

ten Abstand ist das beste.  

Der Zusammenhang den das Modell vorhersagen soll muss dabei nicht linear, wie in 

Abbildung 25 sein, vielmehr ist es Aufgabe des maschinellen Lernens den besten Zu-

sammenhang, in diesem Fall also die Kurve in Abbildung 26, zu finden. 

 

Abbildung 26: Lineare Regression: optimales Modell, nach Starner (2019) 

In der Bild- und Spracherkennung werden vor allem Neuronale Netze angewandt. Vom 

Prinzip her ist das Vorgehen von Neuralen Netzen ähnlich dem des menschlichen Ge-

hirns. Ein Neuronales Netz besteht aus mehreren Schichten von miteinander verbun-

denen Nervenzellen (Neuronen). Wie das menschliche Gehirn arbeitet auch ein künst-

liches Netz indem einzelne Nervenverbindungen (beim Mensch Synapsen) gewichtet 

Informationen weitergeben. Dabei gibt es immer eine Eingabeschicht bzw. die Ein-

flussfaktoren, mindestens eine versteckte Schicht und eine Ausgabeschicht, die Ant-

wort (Affenzeller, 2019). Der Aufbau eines solchen Neuronalen Netzes ist in Abbildung 

27 gezeigt. 
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Abbildung 27: Aufbau Neuronales Netz (Kleppmann, 2013) 

Auch bei Neuronalen Netzen werden Eingangsinformationen und Ausgangsinformati-

onen mathematisch miteinander verknüpft, um Antworten möglichst genau vorherzsa-

gen. Hierfür werden, wie im menschlichen Gehirn, die Informationen, die von den ein-

zelnen Neuronen weitergegeben werden, gewichtet. In jedem Layer des Neuronalen 

Netzes wird ein anderer Teil der Informationen, zum Beispiel Formen verarbeitet, bis 

in der letzten Schicht eine Antwort ausgegeben wird. Dabei wird das gesamte Netz in 

einem ersten Durchgang durchlaufen und ein willkürliches Ergebnis ausgegeben. 

Durch Rückmeldung und entsprechend andere Gewichtung der Informationen, die die 

Schichten an Neuronen durchlaufen, wird das Ergebnis mit jeder Wiederholung ver-

bessert. Am Ende ist ein Neuronales Netz durch dieses Lernen in der Lage Ergebnisse 

sehr genau vorhersagen zu können.  

Entscheidungsbäume lassen sich gut anhand des bereits verwendeten Beispiels mit 

den verschiedenen Obstsorten erklären (Abbildung 28). Das Programm durchläuft da-

bei mehrere Knoten, an denen die Eigenschaften der Kriterien abgefragt werden. 

Wenn man am Ende eines Strangs der Trees, den Blättern des Baums, angekommen 

ist, bekommt man ein eindeutiges Ergebnis bezüglich des Produkts.  
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Abbildung 28: Prinzip Entscheidungsbaum, nach Gordon (2019) 

Dabei lernt der Entscheidungsbaum. Er erkennt anhand des Gewichts, dass schwe-

rere Produkte Äpfel oder Orangen sind, leichtere Kirschen und durch die Oberflächen-

struktur, dass Produkte mit rauen Oberflächen Orangen sind und solche mit glatten 

Oberflächen Äpfel. Ein komplizierterer Fall ist in Abbildung 14 gezeigt. Dabei gilt, wie 

bei allen Algorithmen, dass der Entscheidungsbaum so detailliert wie nötig und gleich-

zeitig so einfach wie möglich sein soll. Dies kann zum Beispiel bedeuten, dass nicht 

jeder Ast des Baumes in jeder Stufe weiter unterteilt wird. In Abbildung 28 könnte auch 

die Kirsche weiter auf ihre Struktur untersucht werden, dies bringt allerdings keine wei-

teren Informationen zum Produkt, da alle Früchte mit geringem Gewicht bereits ein-

deutig als Kirschen klassifiziert werden können. Deswegen endet der Ast bereits an 

dieser Stelle, der Entscheidungsbaum wird dadurch vereinfacht (Gordon, 2019).  

Aufgrund der Struktur sind Entscheidungsbäume leicht verständlich und veranschau-

lichbar. Sie sind einfach und schnell zu erstellen, robust und sowohl für Klassifizie-

rungs- als auch für Regressionsaufgaben geeignet. Bei der Vorhersage von Testdaten 

mithilfe von Entscheidungsbäumen werden aber sehr spezielle Lösungen für eben ei-

nen Baum geschaffen. Dies macht Entscheidungsbäume wenig universell einsetzbar. 

Daher wird in dieser Arbeit mit Random Forrests gearbeitet, einer Weiterentwicklung 

der Entscheidungsbäume. Random Forests kombinieren eine Vielzahl an einzelnen 

Entscheidungsbäumen und sind dadurch immer noch einfach und schnell aber weitaus 

flexibler, universeller und genauer. Außerdem sind sie durch die vielen Bäume wenig 

anfällig für Overfitting. In dieser Arbeit sollen sie deswegen für die Vorhersage von 

Qualitätseigenschaften aus anderen Messdaten verwendet werden. Das genaue Vor-

gehen ist entsprechend in Kapitel 4.3 beschrieben.  
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3 Zielsetzung und Vorgehen 

Gesamtziel dieser Arbeit ist die Entwicklung einer einfachen und robusten Methode 

zur kontinuierlichen, zerstörungsfreien Qualitätsuntersuchung von Obst und Gemüse 

während der Trocknung. Dafür soll ein neuartiges optisches Messverfahren entwickelt 

werden, mit dem eine berührungslose Überwachung von Lebensmittelverarbeitungs-

prozessen möglich ist. Dies soll durch die Erfassung einfacher Prozessparameter und 

die Aufnahme von Farbspektren erfolgen. Für den Zusammenhang zwischen Spektren 

und anderen Produkteigenschaften soll mit maschinellem Lernen ein Modell entwickelt 

werden. Dafür werden die Änderungen von Farbspektren während der Trocknung von 

Obst untersucht und deren Zusammenhang mit anderen Produkteigenschaften be-

trachtet.  

Mehrere Schwierigkeiten sind hierbei zu überwinden: Einerseits muss das Reflexions-

spektrum in einem weiten Spektralbereich erfasst werden, andererseits sind nur indi-

rekte Abhängigkeiten zwischen dem Spektrum und den relevanten Qualitätskriterien 

vorhanden. Der Einsatz von optischen Messmethoden in Kombination mit maschinel-

lem Lernen birgt die Chance, beide Probleme zu lösen.  

Dazu soll ein neues Kameraprinzip, eine multispektrale Flächenkamera mit vier Ob-

jektiven und Vorsatzfiltern, entwickelt und für Trocknungsprozesse angepasst werden. 

Um mit dieser optischen Messung auf die Inhaltsstoffe der Produkte während der 

Trocknung schließen zu können, soll die multispektrale Flächenkamera in einem Ein-

zelschichttrockner eingebaut und kalibriert werden. Im selben Trockner sollen dann 

Versuche mit Mangos und Ananas durchgeführt werden, während denen die Produkt-

feuchte erfasst wird und mit der multispektralen Flächenkamera Bilder der Proben auf-

genommen werden. Mit maschinellem Lernen soll ein Modell gebildet werden, mit dem 

aus den Informationen der multispektralen Flächenkamera die Produktfeuchte vorher-

gesagt werden kann. Die Kombination aus multispektraler Flächenkamera und ma-

schinellem Lernen soll dann in einem zweiten Schritt in einem anderen Trocknungs-

prozess angewandt werden. In einem Schranktrockner sollen verschiedene Qualitäts-

kriterien von Mangos anhand der Kanäle der multispektralen Flächenkamera vorher-

gesagt werden. So kann überprüft werden, inwiefern sich das Verfahren auch für an-

dere Prozesse und die Vorhersage anderer Qualitätskriterien eignet.  
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Die Arbeit gliedert sich in folgende Schritte: 

 Entwicklung der multispektralen Flächenkamera (MSFK) mit vier Objektiven 

und Vorsatzfiltern 

 Anpassung der Kamera auf die Trocknung von Obst und Kalibrierung der Ka-

mera im Einzelschichttrockner 

 Entwicklung eines Softwarefilters zur Datenvorbereitung bei Ananas 

 Durchführen von Trocknungsversuchen am Einzelschichttrockner mit Mangos 

und Ananas  

o Erfassen der Produktfeuchte als Qualitätskriterium zu jedem Zeitpunkt  

o Erfassen der Bilder mit der MSFK zu jedem Zeitpunkt 

 Entwicklung eines Modells mit maschinellem Lernen zur Vorhersage der Pro-

duktfeuchte  

 Prüfen der Vorhersage 

 Test der Methode MSFK + maschinelles Lernen in einem anderen Trocknungs-

prozess  

o Durchführen von Trocknungsversuchen mit Mangos im Schranktrockner 

o Erfassen von Produktfeuchte, Gehalt an gesamtlöslichen Feststoffen, 

pH-Wert, Farbe, mechanischen Eigenschaften  

o Simulation der zwölf Multispektral-Kanäle 

o Vorhersage der Qualitätskriterien mithilfe der MSFK-Kanäle und maschi-

nellen Lernens  

o Prüfen der Vorhersagen mit weiteren Daten 

 Vergleich und Betrachtung der Ergebnisse in beiden Trocknungsprozessen 

 

Mit diesem Ansatz kann die Kombination aus multispektraler Flächenkamera und ma-

schinellem Lernen in zwei Trocknungsanwendungen zur Vorhersage unterschiedlicher 

Qualitätskriterien eingesetzt und getestet werden. Der Einsatz von zwei unterschiedli-

chen Trocknungsverfahren ermöglicht es zum einen, dass eine auf die Trocknung von 

Lebensmitteln angepasste, zerstörungsfreie optische Prozesskontrolle entwickelt wer-

den kann. Zum anderen ist es möglich, mit zerstörenden Analysen weitere Qualitäts-

merkmale zu untersuchen, um sie später zerstörungsfrei vorhersagen zu können.  
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4 Material und Methoden 

Im Folgenden wird beschrieben, mit welchen Materialien und Methoden der Zusam-

menhang zwischen den Reflexionsspektren und den Produkteigenschaften ermittelt 

wurde. Dies sind die Trockner, die multispektrale Flächenkamera, die genutzten Me-

thoden des maschinellen Lernens, sowie die verwendeten Produkte und Qualitätsun-

tersuchungen. Außerdem werden nötige Vorversuche beschrieben und erklärt, wie bei 

der Versuchsdurchführung vorgegangen wurde. 

4.1 Trocknungsanlagen  

Die Versuche in dieser Arbeit wurden an zwei unterschiedlichen Arten von Trock-

nungsanlagen durchgeführt: dem Einzelschichttrockner und dem Schranktrockner.  

Am Einzelschichttrockner wurde die multispektrale Flächenkamera auf den Trock-

nungsprozess angepasst und erste Versuche während der Trocknung durchgeführt. 

Im Einzelschichttrockner gibt es eine kontinuierliche Gewichtserfassung, es konnten 

daher keine Proben entnommen werden. Für die chemischen und mechanischen 

Qualitätsuntersuchungen wurden teils größere Mengen an Proben für zerstörende 

Messverfahren benötigt. Diese Proben können dem Prozess nicht wieder zugeführt 

werden, außerdem reichte die maximal mögliche Beladungsmenge des 

Einzelschichttrockners nicht aus, um genügend Proben für alle Analysen zu trocknen. 

Aus diesen Gründen wurde zusätzlich ein Schranktrockner verwendet. So wurde 

gleichzeitig ein Praxistest des Sytems „mulitspektrale Flächenkamera mit 

maschinellem Lernen“ in einem anderen Trocknungsprozess durchgeführt.  

In Tabelle 4 ist eine Übersicht über alle Prozessparameter der jeweiligen Trockner, 

sowie alle je Trockner messbaren Qualitätskriterien und weiteren Messgrößen 

gegeben. 

Tabelle 4: Prozessparameter und Messgrößen Trockner 

Einzelschichttrockner Schranktrockner 

Prozessparameter 

Luftfeuchte rH in % Luftfeuchte rH in % 
Lufttemperatur ϑL in °C Lufttemperatur ϑL in °C 
Liftgeschwindigkeit vL in m/s  

Qualitätskriterien zur Vorhersage 

Produktfeuchte xwb in % Produktfeuchte xwb in % 
 Farbänderung 
 Chemische Eigenschaften 
 Mechanische Eigenschaften 

Weitere Messgrößen 

Oberflächentemperatur Produkt ϑO in °C Oberflächentemperatur Produkt ϑO in °C 
Trocknungsdauer t in % und in min Trocknungsdauer t in % und in min 
Messwerte der MSFK Simulierte Werte der MSFK 
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4.1.1 Einzelschichttrockner 

Der Einzelschichttrockner besteht, wie in Abbildung 29 gezeigt, im Wesentlichen aus 

zwei Einheiten: dem Luftkonditionierer mit Luftbefeuchter und Lufterhitzer (1-5), sowie 

dem Trocknungsturm mit Trocken- und Messkammer (6-11).  

 

Abbildung 29: Schema des Einzelschichttrockners (Jödicke et al., 2019) 

Der Trockner arbeitet mit Umgebungsluft als Trocknungsmedium. Die Luft wird von 

einem Ventilator (1) angesaugt und in den Luftbefeuchter (2) geblasen. Der Luftbe-

feuchter besteht aus einem temperaturgeregelten, mit Raschig-Ringen (2e) gefüllten 

Wasserbad (2a), dessen Temperatur durch eine elektrische Widerstandsheizung (2b) 

und eine Kältemaschine (3) (4 °C bis 75 °C) geregelt wird. Zwei Sprühdüsen (2d) ver-

teilen das temperierte Wasser aus dem Wasserbad über die Füllkörper. Das Wasser 

fließt in zwei Kreisläufen, die von zwei Pumpen (2c und 3a) gespeist werden. Die 

Sprühdüsen werden durch den Kreislauf des Luftbefeuchters (2) bedient, während der 

zusätzliche Kreislauf des Kühlaggregats (3) für den Wärmeaustausch sorgt, indem das 

Wasser über die Kältemaschine geleitet wird. Die Luft wird bei der Durchströmung 

durch die Schüttung befeuchtet. Für die Überwachung der Luftfeuchtigkeit wird ein 

Assmann-Psychrometer (4) verwendet, das aus zwei Pt-100 Temperaturfühlern be-

steht. Ein Temperaturfühler misst die Trockenkugeltemperatur (Lufttemperatur), der 

zweite misst die Feuchtkugeltemperatur und ist hierzu mit einem befeuchteten Watte-

überzug versehen. Dieser kühlt durch die vorbeiströmende Luft aufgrund von Konden-

sationseffekten ab. Dabei entsteht ein Temperaturunterschied zwischen den beiden 

Fühlern, mit dessen Hilfe die relative Luftfeuchtigkeit ermittelt wird. Die Lufttemperatur 

wird über die Heizregister im Lufterhitzer (5) reguliert. Die feuchte, warme Luft wird in 

den Trocknungsturm geleitet, wo sie das auf einem Sieb liegende Produkt umströmt. 

Durch die entsprechenden Einstellungen an Ventilator, Wasserbad und Lufterhitzer 
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hat die Luft, wenn sie das Trocknungsgut (7) umströmt, eine definierte Luftgeschwin-

digkeit, Feuchtegehalt und Lufttemperatur. Die Waage (6) in der Anlage dient zur Über-

wachung und Dokumentation der Masse der Proben. Während des gesamten Trock-

nungsprozesses wird das Gewicht des Trocknungsgutes kontinuierlich aufgezeichnet. 

Die Lufttemperatur wird in der Messkammer (8a) mit einem Pt-100 Widerstandsther-

mometer gemessen, die Luftfeuchte direkt über dem Netz mit einem Flügelradanemo-

meter. Die Oberflächentemperatur wird von einem gekühlten Strahlungspyrometer 

(Dias Pyrospot DT 44L) (11) erfasst.  

Die Beleuchtung des Produkts erfolgt mit einem Corona II Beleuchtungssystem der 

Chromasens GmbH (Chromasens, 2019) (9). Die aktive Temperaturregelung gewähr-

leistet die Stabilität des Spektrums der Beleuchtung über die Zeit. Die Messkammer 

(8b) ist ebenfalls mit einem Lüftersatz luftgekühlt und durch eine Glasplatte von der 

Trockenkammer (8a) getrennt, um ein Aufheizen der Kamerasysteme zu verhindern. 

Multispektralbilder, RGB-Bilder und die spektroradiometrischen Referenzmessungen 

werden aus der Messkammer (8b) aufgenommen.  

Für die Aufzeichnung der Messwerte ist ein auf die Messsensoren abgestimmtes und 

im Institut für Thermo- und Fluiddynamik entwickeltes Programm verwendet worden, 

das die Messdaten aller Sensoren in Intervallen von einer Minute aufzeichnet und spei-

chert. 

4.1.2 Schranktrockner 

Als weiterer Trockner wird ein Schranktrockner verwendet (KBF 720 von BINDER). 

Der Aufbau des Schranktrockners ist in Abbildung 30 gezeigt.  

 

Abbildung 30: Aufbau Schranktrockner 

Der Trockner hat ein Innenraumvolumen von 720 l und kann in einem Temperaturbe-

reich von 0 °C bis 100 °C sowie einer Feuchte von 10 % bis 90 % rH betrieben werden 

(Binder, 2018). Temperatur und Feuchte werden außen am Schrank eingestellt (1). 
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Für eine kontrollierte Befeuchtung sorgt ein mikroprozessorgeregeltes Be- und Ent-

feuchtungssystem, das ständig den Feuchtegehalt im Schrank misst. Auf mehreren 

Ebenen kann Produkt auf Gittern getrocknet werden (2). Drei Ventilatoren (3) bringen 

die feuchte Luft in die Trocknungskammer, beziehungsweise sorgen für ein Umwälzen 

der Trocknungsluft. Ein Datenlogger (Lascar Electronics EL-USB-2+) erfasst kontinu-

ierlich Luftfeuchte und Lufttemperatur (4). Die Oberflächentemperatur der Proben wird 

am Schranktrockner mit einem testo 805i Infrarot-Thermometer (5) gemessen.  

4.2 Multispektrale Flächenkamera  

Aufgrund der in Kapitel 2.3 beschriebenen Nachteile von RGB-Kameras, Punkt-Spekt-

rometern sowie hyperspektralen Bildgebungssystemen, wurde ein neues Kameraprin-

zip, eine multispektrale Flächenkamera mit vier Objektiven und vier Vorsatzfiltern 

(MSFK), entwickelt. Dies fand in Kooperation mit der Firma Chromasens GmbH, einem 

Hersteller für optische Systeme, statt. Außerdem wurde die Anwendung einer solchen 

Kamera in Trocknungsprozessen umgesetzt. 

4.2.1 Entwicklung und Funktionsprinzip 

Ziel war es, in einer multispektralen Flächenkamera die Vorteile von RGB-Kameras 

und Spektrometern zu kombinieren. Hierfür sollte eine Kamera entwickelt werden, die 

ein Bild aufnimmt und gleichzeitig Spektren erfassen kann. Trotzdem sollte sie schnell 

und robust sein. Um dies zu erreichen, sollten Objektive mit Hardware-Filter auf eine 

RGB-Flächen-Kamera gesetzt werden. Flächenkameras nehmen eine Fläche als Gan-

zes auf und benötigen im Gegensatz zu Zeilenkameras keine relative Bewegung des 

zu vermessenden Objekts zur Kamera. Daher sind sie für die statische Anwendung im 

Trockner geeignet. Durch die Verwendung von Filtern wird die Anzahl an „Kanälen“ 

von 3 (rot, grün, blau) auf n⦁3 (n = Anzahl der Filter) erhöht. Dabei gilt: je mehr Kanäle, 

desto mehr Stützstellen, mit denen ein Spektrum rekonstruiert werden kann; je weniger 

Kanäle, desto einfacher, schneller und robuster die Kamera. Eine RGB-Kamera hat 3 

Stützstellen pro Messzeitpunkt, die MSFK n⦁3 und das Spektrometer 2048 Messwerte 

auf 694 nm. Der Vergleich der erfassten Daten für jede Messmethode ist in Abbildung 

31 gezeigt.  

 

Abbildung 31: Erfasste Daten Spektrometer, MSFK und RGB-Kamera 
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Es wurde ein Aufbau mit vier Filtern in vier Objektiven gewählt; ein Mittelweg zwischen 

einem einfachen Messaufbau und einer möglichst großen Anzahl an Kanälen. Das so 

entstandene System ist eine zwölf-kanalige multispektrale Flächenkamera. Dies be-

deutet, dass die Kamera zwölf (4⦁3) Kanäle hat, die jeweils eine unterschiedlich spekt-

rale Empfindlichkeit aufweisen, aus diesen Kanälen Spektren rekonstruiert werden 

können und, dass sie eine Flächenkamera ist, also ein gesamtes Bild auf einmal auf-

nimmt.  

Basis der im Zuge dieser Arbeit entwickelten multispektralen Flächenkamera ist eine 

RGB-Kamera der Mikrotron GmbH (EoSens 25 CXP). Vor das Kameragehäuse wurde 

das sogenannte Objektivpaket eingebaut, das vier Objektive mit je einem Vorsatzfilter 

enthält (Zirkler et al., 2018). Der Aufbau ist schematisch in Abbildung 32 gezeigt. Bei 

der Bilderfassung werden zeitgleich vier unterschiedliche RGB-Bilder (eines je Objek-

tiv, beziehungsweise Filter) aufgenommen.  

 

Abbildung 32: Aufbau Multispektralkamera (Zirkler, 2018) 

Die Transmissionskurven der Vorsatzfilter F1 bis F4 sind in Abbildung 33 dargestellt. 

In Kombination mit den Photonenausbeuten der RGB-Kamera (Abbildung 34) ergeben 

sich die in Abbildung 35 bis Abbildung 37 gezeigten Empfindlichkeitskurven für jeden 

der zwölf Kanäle. Die Eigenschaften der RGB-Kamera und des Objektivpakets sind im 

Anhang zu finden.  
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Abbildung 33: Transmissionskurven Vorsatzfilter MSFK  

 

Abbildung 34: Photonenausbeute RGB-Kamera  
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Abbildung 35: Empfindlichkeiten Kanäle MSFK (rot) 

 

Abbildung 36: Empfindlichkeiten Kanäle MSFK (grün) 
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Abbildung 37: Empfindlichkeiten Kanäle MSFK (blau) 

Das Prinzip der multispektralen Flächenkamera ist dabei ähnlich dem einer RGB-Ka-

mera, mit dem Unterschied, dass die multispektrale Flächenkamera spektrale Informa-

tionen von nicht nur drei, sondern zwölf Kanälen überlagert. Das entwickelte multi-

spektrale Kamerasystem kombiniert die Vorteile der RGB-Kameras, wie die Einfach-

heit, die Robustheit, die hohe Messgeschwindigkeit und den eher niedrigen Preis, mit 

denen von Punkt-Spektrometern oder hyperspektralen Bildgebungsverfahren, die vor 

allem viele Informationen auf einmal liefern können. Gleichzeitig vermag es aber auf-

grund der lediglich zwölf Kanäle, mit einer geringen Datenmenge zu arbeiten. Das 

macht das System schnell, stabil und zu einem breit einsetzbaren Werkzeug in der 

Qualitätssicherung bei der Lebensmittelverarbeitung.  

Auf dem Markt gibt es bisher nur wenige ähnliche Systeme, die aber nach anderen 

Prinzipien arbeiten und für andere Anwendungen genutzt werden. So kombinieren viel 

multispektrale Flächenkameras RGB-Kameras mit NIR-Kameras, bieten aber keine 

freie Wahl der Filter an. Die meisten Systeme arbeiten mit Prismen oder speziell für 

die Anwendung angepassten Sensoren, auf denen verschiedene Filter fest angebracht 

sind (Carroll, 2019; Zhang et al., 2018). Im Gegenzug dazu nutzt die in dieser Arbeit 

entwickelte MSFK ein Objektivpaket mit Filtern. Diese sind fest montiert aber einzeln 

frei auswechselbar, was den Aufbau stabil, flexibel und wenig fehleranfällig macht. Au-

ßerdem bieten die versetzt montierten Objektive die Möglichkeit 3D-Bilder aufzuneh-

men. 

4.2.2 Registrierung 

Da die Objektivpakete mit den Vorsatzfiltern versetzt nebeneinander liegen, werden 

die Bilder der Proben je Objektiv auf einen separaten Bereich des Kamerasensors 
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projiziert. Daher ist die Registrierung zwingend nötig, um Informationen der zwölf Ka-

näle jeweils dem exakt gleichen Ort der Probe zuzuordnen und anschließend verglei-

chen zu können. Das Problem ist in Abbildung 38 gezeigt. Der Stern markiert dabei 

das Pixel, dessen Informationen verglichen werden sollen, der gestrichelte Bereich 

zeigt den gesamten untersuchten Bildbereich. Die einzelnen Objektive mit den vier 

Filtern liefern „verschobene“ und „verzerrte“ Bilder. Durch die Kamerasteuerung wer-

den die vier unterschiedlichen Pixel dem richtigen betrachteten Objektbereich zuge-

ordnet. 

 

Abbildung 38: Multispektrale Flächenkamera Registrierung 

Die vier Bilder wurden mit einer Genauigkeit von 0,08 Pixel registriert. Das genaue 

Vorgehen bei der Registrierung ist in Zirkler (2018) erklärt. Die Ausgabe der Registrie-

rung ist ein Wert pro Pixel, Kanal und Zeitpunkt.  

4.2.3 Kalibrierung und spektrale Rekonstruktion 

Die Berechnung der Spektren basiert auf der vordefinierten Farbkalibrierung sowie ei-

ner geometrischen Kalibrierung des Systems. Zur Kompensation einer räumlichen In-

homogenität der Beleuchtung werden alle Bilddaten dabei durch eine radiometrische 

Zweipunkt-Kalibrierung des Systems vorverarbeitet. Die spektrale Farbkalibrierung 

(generische Kalibrierung) erfolgt anschließend aus Bilddaten eines firmeneigenen 

Farbcharts der Chromasens GmbH und entsprechenden spektralen Vergleichsmes-

sungen, die mit einem Referenzspektrodensitometer vom Typ FD-7 von Konica Mi-

nolta im selben Spektralbereich (380 nm – 730 nm) aufgenommen wurden. Das Farb-

chart enthält 660 unterschiedliche Farbfelder, die einen großen Farb-Raum aufweisen. 

Die Daten der multispektralen Flächenkamera und der spektralen Referenzmessung 

(applikationsspezifische Kalibrierung) werden verwendet, um mittels Regression ein 

lineares Gleichungssystem anzupassen. Mithilfe dieser Kalibrierung können dann Re-



Material und Methoden  49 

 

flexionsspektren, die nicht im Trainingsset enthalten sind, aus den Bilddaten der mul-

tispektralen Flächenkamera rekonstruiert werden. Die detaillierte Vorgehensweise für 

die Kalibrierung und die spektrale Rekonstruktion sind in den Arbeiten von Zirkler 

(2018) und Zirkler et al. (2018) erklärt. 

Durch Kalibrierung des gesamten Systems konnte beim Vergleich der rekonstruierten 

Spektren von Farbcharts mit den vom Spektrometer gemessenen Spektren für die ge-

nerische Kalibrierung ein Farbabstand ΔE00 von 1,07 bei einer mittleren quadratischen 

Abweichung von 0,011 und für die applikationsspezifische Kalibrierung ein ΔE00 von 

0,3 bei einer mittleren quadratischen Abweichung von 0,006 erreicht werden.  

Es ist mit der multispektralen Flächenkamera also möglich, Spektraldaten für jedes 

Pixel aus den erfassten Bilddaten zu rekonstruieren. 

4.2.4 Realisierung Beleuchtung 

Wie in Kapitel 2.3 beschrieben, muss die Beleuchtung passend zur Anwendung ge-

wählt werden. Um eine auf Produkte, Prozess und Aufbau im Trockner angepasste 

Beleuchtungen zu finden, wurden umfangreiche Vorversuche und eine entsprechende 

Literaturrecherche durchgeführt. Erste Entwürfe für den Aufbau wurden in Versuchs-

reihen mit verschiedenen Produkten im Trockner unter Hitze und engem Raum getes-

tet und optimiert. 

Für die Untersuchung der Proben aus dem Schranktrockner wurde ein Messaufbau 

mit LED-Ring und Dom gewählt. Bei einer Dom-Beleuchtung, deren Prinzip in Abbil-

dung 39 gezeigt ist, wird die einfallende Strahlung, in diesem Fall die der LEDs, an der 

Innenfläche des Doms gestreut, bevor sie auf das zu vermessende Objekt trifft.  

 

Abbildung 39: Prinzip Dom Beleuchtung, nach STEMMER (2019) 

Der Aufbau ist im Detail in Kapitel 4.6.4 in Abbildung 66 gezeigt.  
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Aufgrund des begrenzten Platzes im Einzelschichttrockner und eines im Dom entste-

henden Hitzestaus musste eine andere Beleuchtung gewählt werden. Hier wurde ein 

auf den Trockner und die verwendeten optischen Messsysteme angepasstes LED-Li-

nienlicht verwendet, ein Corona II Kaltweiß Beleuchtungssystem (Chromasens, 2019) 

in einem Winkel von 45 ° zur Oberflächennormalen. Dieses LED-basierte Linienlicht 

wurde diffus eingesetzt, damit eine räumlich homogene Beleuchtung über das ge-

samte Sichtfeld der Kameras erreicht wird.  

Beide Formen der Beleuchtung sind ideal für die Erfassung von glänzenden Materia-

lien, wie frischem Obst (STEMMER, 2019). Vor der Nutzung im Prozess wurden beide 

Systeme mit dem Spektrometer über ein Farbchart und einen Weiß- und Schwarzab-

gleich kalibriert.  

4.2.5 Applikationsspezifischer Aufbau 

Mit der multispektralen Flächenkamera wurden Farbveränderungen während der 

Obsttrocknung im Einzelschichttrockner gemessen.  

Für die Anwendung im Trockner musste je ein zusätzliches Kühlsystem für Kamera 

und Beleuchtung eingebaut werden. So wurden temperaturbedingte Veränderungen 

der Datenqualität ausgeschlossen. Dies war nötig, da Kamera und Beleuchtung bei 

Temperaturschwankungen ihre Eigenschaften ändern und der Einbau beider im Trock-

ner daher problematisch war. 

In einer Reihe von Vorversuchen wurde die Qualität des neuen multispektralen Kame-

rasystems in Trocknungsprozessen am Einzelschichttrockner untersucht. Hierfür wur-

den Kamerasystem und Beleuchtung in die Messkammer, beziehungsweise in die 

Trocknungskammer des Einzelschichttrockners eingebaut. Referenzmessungen wur-

den mit einem Spektroradiometer (OceanOptics USB 2000+ mit einer 600 µm Glasfa-

ser OceanOptics QP600-2-UV und einem 50 mm Objektiv) aufgenommen und mit der 

berechneten spektralen Reflexion der 3-Kanal-RGB-CMOS-Kamera (IDS uEye CP 

GV-5260 CP) sowie der zwölf-Kanal multispektralen Flächenkamera verglichen. Für 

die spektralradiometrischen Messungen befand sich der Messpunkt in der Mitte der 

Probe und hatte einen Durchmesser von ca. 10 mm (Abbildung 41, Bild 0 min). Das 

Sichtfeld der Kamera deckt einen größeren Bereich von 220 mm x 220 mm ab. Für die 

aus dem Multispektralbild abgeleiteten Spektraldaten wurde der Messpunkt der multi-

spektralen Flächenkamera gleich dem Messpunkt des Spektroradiometers ausge-

wählt. 
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Der Aufbau der Kamerasysteme im Trockner ist in Abbildung 40 gezeigt. 

 

Abbildung 40: Einbau multispektrale Flächenkamera im Einzelschichttrockner (Zirkler, 2018) 

Während des Trocknungsprozesses in den Vorversuchen wurden alle 30 Minuten 

Spektren und Bilder der Proben vor schwarzem Hintergrund aufgenommen. Die Erfas-

sung und Analyse der Daten fand mit einem MATLAB-Programm statt. Die Bilder der 

Multispektralkamera wurden dann zur pixelweisen Berechnung der spektralen Refle-

xion verwendet. 

Abbildung 41 zeigt die Farbänderungen von Mangoscheiben über die Trocknungs-

dauer. Im ersten Bild (Zeitpunkt 0 min) ist zusätzlich der Messpunkt, auf den die drei 

Messsysteme ausgerichtet sind, dargestellt.  

 

Abbildung 41: Farbänderung Mango während der Trocknung (Jödicke et al., 2019) 

Es ist zu erkennen, dass sich die Farbe über die Trockenzeit leicht, aber gleichmäßig 

ändert. Dieses Verhalten zeigt sich auch in den Veränderungen der dazugehörenden 
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rekonstruierten Reflexionsspektren (Abbildung 42). Vom ersten (oben) bis zum letzten 

(unten) Messpunkt gibt es eine kontinuierliche Änderung des reflektierten Spektrums 

entlang des dargestellten Pfeiles. Besonders im ersten Teil der Trocknung sind die 

Abstände zwischen den Spektren und damit die Änderungen groß. Gegen Ende der 

Trocknung werden Abstände und damit auch Änderungen immer geringer.  

 

Abbildung 42: Änderung des rekonstruierten Spektrums der Mango während der Trocknung 

(Jödicke et al., 2019) 

4.2.6 Verwendung der multispektralen Flächenkamera in den Versuchen  

Das Ziel der Verwendung der multispektralen Flächenkamera war es, aus den Daten 

der zwölf Kanäle zu jedem Zeitpunkt Informationen zum Zustand des Produkts zu er-

halten. Das Vorgehen ist in Abbildung 43 oben dargestellt .Die Verarbeitung der Bild-

informationen ist in Abbildung 43 oben links gezeigt.  



Material und Methoden  53 

 

 

Abbildung 43: Vorgehen Bildverarbeitung multispektrale Flächenkamera 

Zur Untersuchung der Zusammenhänge zwischen den Spektralinformationen und an-

deren Eigenschaften wird lediglich auf die zwölf Kanäle zurückgegriffen, da aufgrund 

weniger Input-Größen eine Vorhersage getroffen werden soll. Die zwölf Kanäle sind 

dabei die Eingangsgrößen für das maschinelle Lernen. Mit diesen Messwerten können 

Modelle zur Vorhersage von Qualitätseigenschaften entwickelt werden. Damit hat die 

Verwendung der multispektralen Flächenkamera einen großen Vorteil gegenüber an-

deren optischen Messtechniken: Sie kann sowohl zur genauen Rekonstruktion ganzer 

Spektren im untersuchten Wellenlängenbereich verwendet werden (Abbildung 43 un-

ten), als auch zur schnellen Ermittlung von Zusammenhängen, da nur die Informatio-

nen von zwölf Kanälen verwendet werden müssen.  

4.3 Verwendete Methoden maschinellen Lernens 

Für die Vorhersage der Qualitätseigenschaften wurde die Software HeuristicLab der 

Hochschule Oberösterreich, Hagenberg verwendet. Als Algorithmus wurde ein Ran-

dom Forest gewählt. Random Forest kann sowohl für Klassifizierungsprobleme, als 

auch für die Regression verwendet werden und ist flexibel, sowie einfach anwendbar. 

Random Forests bestehen aus einer Vielzahl an Entscheidungsbäumen. Diese bilden 

einen „Wald“ (Forest). Die Entscheidungsmerkmale der einzelnen Bäume werden da-

bei zufällig zusammengestellt (Random), das heißt, jeder Baum ist anders. Das Prinzip 

ist in Abbildung 44 gezeigt. Aus den Ergebnissen der einzelnen Entscheidungsbäume 

wird das Gesamtergebnis des Waldes gebildet. Die ausgefüllten Felder in Abbildung 

44 zeigen dabei Entscheidungsschritte, die gestrichelt umrandeten zeigen daraus re-

sultierende Ergebnisse („Blätter“ des Baumes). In der Praxis können Random Forests 

weitaus mehr als sechs Bäume haben (Starner, 2019). 
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Abbildung 44: Prinzip Random Forest, Beispiel mit 6 Bäumen, nach Starner (2019) 

An einem Beispiel sowie Abbildung 45 und Abbildung 46 wird das Vorgehen von Ran-

dom Forest beschrieben: Gegeben ist ein Experiment mit der Produktfeuchte als Ziel-

größe und den zwölf Kanälen der multispektralen Flächenkamera als Eingangsgrößen. 

Es gibt zwei Versuche V1 und V2 mit insgesamt 15 Messzeitpunkten t. In diesem Bei-

spiel wird der Baum mit 66 % der Messdaten, also den Daten von 10 Messzeitpunkten, 

trainiert. 33 % der Daten (5 Messzeitpunkte) sind Testdaten (Abbildung 45).  

 

Abbildung 45: Vorgehen Random Forest mit 66 % Trainingsdaten und 33 % Testdaten 

Für das weitere Vorgehen werden nur die Trainingsdaten genutzt.  
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Der Anteil der Einflussgrößen (M), die für die Bildung der Bäume verwendet werden, 

ist 0,75 und der Anteil der Datenreihen (R), die für die Bildung der Bäume verwendet 

werden, ist 0,5. Die Anzahl der Bäume ist 80. Für jeden Baum wird also anhand 50 % 

der Zeilen (R) und 75 % der Spalten (M) ein Modell entwickelt, das die Produktfeuchte 

für diese Auswahl perfekt vorhersagt. 80-mal wird ein solcher Baum gebildet. Die Aus-

wahl der Spalten und Zeilen erfolgt dabei jedes Mal willkürlich (HEAL, 2020). Anhand 

eines Baumes wird die Auswahl der Spalten und Zeilen in Abbildung 46 gezeigt.  

 

Abbildung 46: Vorgehen Random Forest mit R=0,5 und M=0,75 für einen Baum 

Sobald die 80 Bäume gebildet sind, wird mit allen Trainingsdaten und allen Bäume, 

also dem ganzen Wald, die Produktfeuchte aus den zwölf Kanälen der multispektralen 

Flächenkamera vorhergesagt. Dann werden die vorhergesagten Daten mit den ge-

messenen Daten vergleichen. So wird die Güte des Modells für die Trainingsdaten 

bestimmt.  

Dasselbe Modell wird dann auf die Testdaten angewandt und die Güte des Modells für 

die Testdaten ermittelt. 

In dieser Arbeit wurden die Anteile an verwendeten Einflussgrößen (M) und Datenrei-

hen (R) pro Baum sowie die Anzahl der Bäume für jede Fragestellung optimiert. So 

konnte für die Vorhersage jedes Qualitätskriteriums ein optimales Modell gebildet wer-

den.  

In dieser Arbeit wurden zur Vorhersage nicht 100 % der Daten, sondern immer willkür-

lich gewählte 80 % der Daten als Trainingsdaten verwendet und die restlichen 20 % 
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als Testdaten. Die Testdaten dienen dazu, das von Random Forest gebildete Modell 

mit neuen Daten zu prüfen. 

Als Wert für die Güte der Vorhersage wurde das Bestimmtheitsmaß R² der Testdaten 

verwendetet. Das Bestimmtheitsmaß beschreibt, wie genau ein gemessener Wert vor-

hergesagt werden kann. Je näher es an 1 liegt, desto besser ist die Vorhersage. Ist 

das Bestimmtheitsmaß R² = 0 liegt kein Zusammenhang zwischen gemessenen und 

vorhergesagten Werte vor (Faes, 2020). Das Bestimmtheitsmaß wird von Random Fo-

rest direkt ausgegeben. Zusätzlich wurden die vorhergesagten Werte über den gemes-

senen aufgetragen und die grafische Darstellung betrachtet. Auf diese Weise können 

Lücken im Modell gefunden werden und untersucht werden, ob es Bereiche gibt, in 

denen die Modelle besser oder schlechter sind. Bei einer perfekten Vorhersage lägen 

alle Punkte auf der Gerade y = x (gestrichelte Linie in Abbildung 47 bis Abbildung 49). 

Je weniger die Werte also um diese Gerade streuen, desto besser ist eine Vorhersage. 

Beides ist beispielhaft in Abbildung 47 bis Abbildung 49 gezeigt.  

 

Abbildung 47: Bestimmtheitsmaß Beispiele (R2=0,998) 

 



Material und Methoden  57 

 

 

Abbildung 48: Bestimmtheitsmaß Beispiele (R2=0,074) 

 

Abbildung 49: Bestimmtheitsmaß Beispiele (R2=0,221) 

In Abbildung 47 konnten die gemessenen Werte gut vorhergesagt werden. Ein gemes-

sener Wert von 6 beispielsweise wurde als 6,1 vorhergesagt, ähnlich verhalten sich 

die Vorhersagen für die restlichen Werte. Alle Werte liegen daher nah an der Gerade 

y = x und das Bestimmtheitsmaß R² ist mit 0,998 entsprechend groß. Abbildung 48 

zeigt ein Beispiel für eine schlechte Vorhersage. Der gemessene Wert 6 wurde mit 2,1 

vorhergesagt, die Vorhersagen für die anderen Werte sind ähnlich schlecht. Dies führt 
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zu einer großen Streuung der Daten um die Gerade y = x und einem niedrigen Be-

stimmtheitsmaß R² von 0,074. In Abbildung 49 ist ein Beispiel zu sehen, bei dem nied-

rige Werte bis etwa 5 sehr gut vorhergesagt werden, hohe Werte hingegen sehr 

schlecht. Ein gemessener Wert von 2 wurde mit zum Beispiel 2,1 gut vorhergesagt, 

ein gemessener Wert von 9 mit 3,8 jedoch schlecht. Das Bestimmtheitsmaß R² ist mit 

0,221 niedrig. Dass die Vorhersage für einen begrenzten Bereich trotzdem sehr gut 

funktioniert, ist allein über das Bestimmtheitsmaß R² nicht zu erkennen.  

Jede Vorhersage wurde 10-mal durchgeführt und Mittelwerte des Bestimmtheitsma-

ßes R² gebildet. Zur Bewertung der Qualität des Modells wurde das Bestimmtheitsmaß 

R² für die Testdaten verwendet. Die Bestimmtheitsmaße R² für die Trainingsdaten sind 

generell höher, da der Random Forest mit diesen Daten trainiert wurde. Eine Aussage 

über die Güte der Vorhersage anhand neuer Daten liefert daher nur das Be-

stimmtheitsmaß R² für die Testdaten. Die Differenz zwischen dem Bestimmtheitsmaß 

R² der Testdaten und dem der Trainingsdaten wurde zur Prüfung des Modells auf 

Overfitting verwendet (vgl. Kapitel 7.4.3). 

4.4 Zu untersuchende Produkte 

Nachdem im Vorfeld Versuche mit verschiedenen stärke-, fett- und zuckerhaltigen Pro-

dukten durchgeführt wurden, wurde der Produktumfang für die Hauptversuche redu-

ziert. Daher sind an dieser Stelle auch nur die endgültig verwendeten Früchte, Ananas 

und Mangos, beschrieben. Ergebnisse zu Untersuchungen an Nüssen, Kartoffeln, Ka-

kao, Äpfeln, Bananen und Kiwis können in den entsprechenden Arbeiten am Institut 

für angewandte Thermo- und Fluiddynamik oder den Veröffentlichungen gefunden 

werden.  

4.4.1 Ananas  

Die Ananas (Ananas comosus) gehört zur Familie der Bromiliengewächse (Bromeli-

aceae) und stammt ursprünglich vermutlich aus dem Gebiet des heutigen Paraguay. 

Sie wurde von den süd- und mittelamerikanischen Indianern als Nahrungsmittel und 

Heilmittel angesehen und wegen ihres hohen Zuckergehaltes für die Weinproduktion 

verwendet. Heutzutage wird die Frucht im gesamten tropischen und subtropischen Ge-

biet angebaut. Hauptsächlich ist sie in Thailand und den Philippinen zu finden, die 

zusammen ca. 30 % der Weltproduktion ausmachen. Sie ist eine der wenigen Arten 

dieser Pflanzenfamilie, die am Boden wächst, während die meisten Vertreter dieser 

Familie auf anderen Pflanzen wachsen (Müllner, 2018; Fruitlife, 2018). In dieser Arbeit 

wird das Trocknungsverhalten der Ananassorte MD2 Golden Ananas untersucht. Sie 

hat ein hellgelbes, aromatisches Fruchtfleisch, hohe Zucker- und niedrige Säuregeh-

alte. 

Frische Ananas enthalten Enzyme und zahlreiche Vitamine wie Vitamine A, E, und B. 

Tabelle 5 zeigt einige der wichtigsten Inhaltsstoffe in 100 g Ananas. Weitere Informa-

tionen sind in der Arbeit von Arendt (2018) zu finden.   
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Tabelle 5: Inhaltsstoffe von Ananas pro 100 g (Nährwertrechner, 2020) 

Inhaltsstoffe frische 
Ananas 

pro 100 g 

Wassergehalt 84 % 

Protein 0,2 g 

Kohlenhydrate 13,1 g 

Fett 0,2 g 

Kalium 173 mg 

Magnesium 17 mg 

Kalzium 16 mg 

Vitamin A 10 µg 

Vitamin C 19 mg 

Vitamin B1 80 µg 

Vitamin B6 75 µg 

Kalorien 59 kcal 

4.4.2 Mango 

Die Mango (Mangifera indica) ist eine Pflanzenart aus der Gattung Mangos (Man-

gifera) innerhalb der Familie Sumachgewächse (Anacardiaceae). Schon vor mehr als 

4000 Jahren wurden in Indien Mangos kultiviert, die sich dort zur Nationalfrucht entwi-

ckelt haben. Inzwischen hat sich die Mango im tropischen und subtropischen Raum 

ausgebreitet und wird auch in Südeuropa angebaut (Gartenjournal, 2018). Zu den be-

kanntesten Mango Sorten gehört auch die in dieser Arbeit verwendete Kent Mango.  

Neben dem Kalzium, Eisen und Vitamin C enthalten Mangos einen hohen Gehalt an 

Provitamin A (Müllner, 2018). Tabelle 6 zeigt die Inhaltstoffe der Mango pro 100 g. 

Weitere Informationen sind in Arendt (2018) zu finden. 

Tabelle 6: Inhaltsstoffe von Mango pro 100 g (Nährwertrechner, 2018) 

Inhaltsstoffe frische 
Mango 

pro 100 g 

Wassergehalt 83 % 

Protein 1 g 

Kohlenhydrate 13 g 

Fett 0,5 g 

Kalium 190 mg 

Magnesium 18 mg 

Kalzium 12 mg 

Vitamin A 462 µg 

Vitamin C 38700 µg 

Vitamin B1 45 µg 

Vitamin B6 130 µg 

Kalorien 60 kcal 
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4.5 Weitere Versuchsbedingungen und -parameter 

Bevor mit den Hauptversuchen begonnen wurde, mussten das Ende der Versuche 

festgelegt werden, der Einfluss der Trocknungsparameter auf die Proben untersucht 

werden und, daraus abgeleitet, der Versuchsraum festgelegt werden. Außerdem sollte 

betrachtet werden, wie sich Produkte in den beiden unterschiedlichen Trocknungspro-

zessen im Schranktrockner und im Einzelschichttrockner verhalten. Dafür wurden die 

Produktfeuchteverläufe der beiden Trocknungsprozesse verglichen. Zudem wurde er-

mittelt, welche komplizierten chemischen Analysen durch andere Messungen ersetzt 

werden können.  

4.5.1 Definition Versuchsende  

Die UNECE hat Standards herausgegeben, die definieren, ab welcher Produktfeuchte 

ein Produkt als trocken gilt. Dies ist für Mangos eine Produktfeuchte xwb von 15 % und 

für Ananas von 20 % (UNECE Standard DDP-25, 2018; UNECE Standard DDP-28, 

2018). Zur Vereinfachung des weiteren Vorgehens, wurde die Ziel-Produktfeuchte für 

alle Proben auf xwb,end = 15 % festgelegt. Die Versuche konnten beendet werden, wenn 

diese Feuchte erreicht wurde. Außerdem wurde eine Wasseraktivität der Produkte von 

aw ≤  0,4 angestrebt (vergleiche Kapitel 2.2). Damit geprüft werden konnte, ob dies 

bei einer Produktendfeuchte von 15 % realisierbar ist, wurden die Sorptionsisothermen 

der Mangos und der Ananas erfasst (vergleiche Kapitel 4.5.4).  

Die Produktfeuchte wird im Prozess nicht direkt erfasst, sondern nachträglich über die 

Masse der Produkte und die Trockensubstanz berechnet (vergleiche Kapitel 4.5.3). 

Die Werte der Produktfeuchte lagen daher während der Trocknung nicht vor. Anhand 

von Ergebnissen aus Vorversuchen und der erfassten Masse der Produkte konnte die 

ungefähre Trocknungsdauer bis zum Erreichen der Ziel-Produktfeuchte abgeschätzt 

werden. Am Einzelschichttrockner war dies aufgrund der kontinuierlichen Erfassung 

der Masse sehr gut möglich, am Schranktrockner war es schwerer. Um zu vermeiden, 

dass Versuche vor Erreichen der Produktfeuchte von 15 % beenden werden, wurden 

alle Proben übertrocknet. Nachdem die Produktfeuchten zu jedem Zeitpunkt ermittelt 

waren, wurden alle Daten, die nach Erreichen der Ziel-Produktfeuchte (Zeitpunkt t1) 

aufgenommen wurden, verworfen. Dies ist in Abbildung 50 gezeigt.  
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Abbildung 50: Verwendete Daten Prinzip, angepasst nach Schelle et al. ( 2019) 

Aus den verwendeten Daten konnte die prozentuale Trocknungsdauer definiert wer-

den: 0 % der Dauer entspricht dem Start der Trocknung (frische Probe), 100 % dem 

Erreichen von xwb = 15 % zum Zeitpunkt t1. Mit dieser prozentualen Trocknungsdauer 

kann die Trocknungskinetik von Versuchen mit unterschiedlichen Trocknungsdauern 

verglichen werden.  

4.5.2 Einfluss der Trocknungsparameter 

Lufttemperatur, Luftgeschwindigkeit und Luftfeuchtigkeit können als Trocknungspara-

meter gesteuert werden. Ein weiterer wesentlicher Trocknungsfaktor ist die Scheiben-

dicke des Trockenguts, die in dieser Arbeit konstant bei 4 mm gehalten wird. In Vor-

versuchen erwies sich diese Dicke als optimal bezüglich Trocknungsdauer und Pro-

benmenge für die Qualitätsuntersuchungen.  

Die konvektive Trocknung von Obst erfolgt in der Regel bei einer Lufttemperatur von 

50 °C bis 90 °C, einer Luftfeuchtigkeit von 10 % bis 40 % und einer Luftgeschwindig-

keit von 1 m/s bis 4 m/ s (Maroulis et al., 2018). 

Bei der Literaturrecherche zur Untersuchung des Einflusses der Trocknungsparameter 

auf die Trocknung der Scheiben wurden Quellen verwendet, bei denen mit anderen 

Scheibendicken als 4 mm gearbeitet wurde. Der Einfluss von Lufttemperatur, Luftge-

schwindigkeit und Luftfeuchtigkeit auf den Trocknungsverlauf ist aber ähnlich, unab-

hängig von der Scheibendicke.  
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Lufttemperatur 

Die Lufttemperatur ist der wichtigste Faktor im Trocknungsprozess. Generell führt eine 

Erhöhung der Lufttemperatur zu einer Verkürzung der Trocknungszeit (Thieme, 2015; 

Villa-Corrales et al., 2010). Abbildung 51 zeigt die Abhängigkeit der Trockenzeit von 

3 mm dicken Mango-Scheiben mit unterschiedlichen Lufttemperaturen zwischen 50 °C 

und 70 °C. Wie in der Abbildung zu erkennen ist, nimmt die Produktfeuchte, hier dar-

gestellt als normierter Feuchtegrad x/x0, mit steigender Trocknungstemperatur deutlich 

schneller ab. 

 

Abbildung 51: Einfluss Trocknungstemperatur auf die Trocknungsdauer von Mangos (Villa-

Corrales et al., 2010) 

Luftfeuchtigkeit 

Abbildung 52 zeigt die Abhängigkeit der Trocknungskurven von der relativen Luft-

feuchte im Trockner bei Scheibendicken von 6 mm bei gleichbleibender Lufttempera-

tur und -geschwindigkeit. Die Trocknungsdauer bei einer Luftfeuchte von nur 20 % ist 

mit 4,72 Stunden um 57 % kürzer als die bei 80 % Luftfeuchte. Aufgrund der hohen 

Feuchte in der Luft kann das Wasser aus dem Produkt weniger gut an die Umgebungs-

luft abgegeben werden.  
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Abbildung 52: Einfluss relative Luftfeuchte rH auf die Trocknungsdauer von Mangos 

(Thieme, 2015) 

Luftgeschwindigkeit 

Abbildung 53 zeigt die Abhängigkeit der Trockenzeit von Mango-Scheiben (6 mm) mit 

drei unterschiedlichen Luftgeschwindigkeiten von 0,5 m/s, 1m/s und 1,5 m/s bei glei-

cher Temperatur und Luftfeuchte. Der Trocknungsprozess dauert knapp 6 Stunden bei 

einer Luftgeschwindigkeit von 0,5 m/s und gut 2,5 Stunden bei einer Luftgeschwindig-

keit von 1,5 m/s (Thieme, 2015). Dies entspricht einer Zeitersparnis von 55 %. Grund 

dafür ist die Abhängigkeit des Wärme- und Stoffübergangs von der Luftgeschwindig-

keit.  
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Abbildung 53: Einfluss Luftgeschwindigkeit v auf die Trocknungsdauer von Mangos (Thieme, 

2015) 

4.5.3 Überprüfung der Trocknungskinetik  

Während der Versuche mit unterschiedlichen Prozessparametern und in unterschied-

lichen Trocknungsprozessen sollte garantiert sein, dass sich die Produktfeuchten der 

Früchte typisch verhalten (vergleiche Kapitel 2.2). Dies weist auf stabile Trockenpro-

zesse und eine richtige Messdatenerfassung hin.  

Die Änderung der Produktfeuchten über die Trocknungsdauer wurden für beide Trock-

nungsverfahren untersucht. Verglichen wurden Versuche mit einer relativen Luft-

feuchte von 19 % und einer Lufttemperatur von 64 °C, da diese Versuche als „Zent-

rumspunkt“ des Versuchsplans in jedem Trockner viermal durchgeführt wurden (ver-

gleiche Abbildung 61 und Versuchsplan im Anhang) Für diese acht Versuche wurden 

die Produktfeuchten miteinander verglichen. 

Es ist wichtig zu wissen, dass im Einzelschichttrockner zu jedem Zeitpunkt der Trock-

nung immer dieselbe Probe (z.B. Mangoscheibe) untersucht wurde; Temperatur und 

Feuchte wurden somit immer an der jeweils selben Produktscheibe erfasst. Am 

Schranktrockner hingegen wurde mit zerstörenden Messmethoden gearbeitet. Daher 

wurde zu jedem Zeitpunkt ein ähnliches Produkt untersucht (Sorte, Charge, Tro-

ckungsdauer) aber nicht dasselbe. Hierdurch können Abweichungen zustande kom-

men.  

Die Kurven am Einzelschichttrockner wurden mit einem Messwert pro Minute kontinu-

ierlich aufgenommen. Im Schranktrockner konnte nur alle 30 Minuten eine Probe ge-

nommen werden. Die Verläufe zwischen den Messpunkten wurden in einer ersten Nä-

herung linear geschätzt. Der Zielwert der Produktfeuchte von xwb = 15 % konnte im 
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Einzelschichttrockner daher sehr genau erreicht werden, im Schranktrockner eher 

grob.  

Vergleichsgröße war die Produktfeuchte auf Nassbasis xwb, sowie die normierte Pro-

duktfeuchte auf Trockenbasis xdb,norm. In der Literatur wird analog für xwb auch das Kür-

zel U und für xdb X verwendet (Krischer et al., 1992). In dieser Arbeit werden aus-

schließlich xwb und xdb als Bezeichnung der Feuchten genutzt. Zur Kontrolle, ob die 

vorgegebene Endfeuchte (vgl. Kapitel 2.1) erreicht ist, wurde die Produktfeuchte auf 

Nassbasis xwb verwendet. Bei der normierten Produktfeuchte auf Trockenbasis xdb,norm 

wurde der Einfluss des Zustands der frischen Produkte (Schwankungen bei Produkt-

feuchte zum Start der Versuche) miteinbezogen. Dies war besonders bei Versuchen 

im Schranktrockner wichtig, da dort zu jedem Zeitpunkt eine andere Produktprobe un-

tersucht wurde.  

Die Berechnungen sind in Gleichung (10) und Gleichung (11) respektive gezeigt (Kri-

scher et al., 1992). 

𝑥𝑤𝑏 𝑖𝑛 % =  
𝑚𝑤

𝑚𝑔𝑒𝑠
 ∙  100% =  

𝑚𝑤

𝑚𝑤 + 𝑚𝑇𝑆
 ∙  100% =  

𝑚𝑔𝑒𝑠 − 𝑚𝑇𝑆

𝑚𝑔𝑒𝑠
 ∙  100% (10) 

𝑥𝑑𝑏,𝑛𝑜𝑟𝑚  =

𝑚𝑤

𝑚𝑇𝑆

𝑥𝑑𝑏,0
 =  

𝑚𝑔𝑒𝑠 − 𝑚𝑇𝑆

𝑚𝑇𝑆

𝑥𝑑𝑏,0
 (11) 

mit  mW  Masse des Wassers im Produkt 

mges  Gesamtmasse des Produktes (Wasser und Trockensubstanz) 

mTS  Masse der Trockensubstanz im Produkt 

xdb,0  Produktfeuchte auf Trockenbasis des frischen Produkts 

Voraussetzung zur Berechnung von xdb,norm und xwb ist die Ermittlung des Trockensub-

stanzgehaltes (mTS). Dazu wurden die frischen und getrockneten Proben gewogen (ca. 

1-3 g), in einem Labor-Klimaschrank der Firma Thermo Scientific Heraeus für 48 h bei 

70 °C getrocknet und wieder gewogen. Anschließend wurden die Proben erneut für 

2 h getrocknet und erneut das Gewicht ermittelt. Der Unterschied zwischen den beiden 

Wäge-Ergebnissen durfte 0,003 g nicht überschreiten. Das beschriebene Vorgehen 

basiert auf dem „Leitfaden zu objektiven Testmethoden zur Bestimmung der Qualität 

von Obst und Gemüse sowie Trocken- und getrockneten Erzeugnissen“ der OECD zur 

Bestimmung des Trockensubstanz-Gehalts mittels Labor-Referenzmethode (OECD, 

2005). 
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Der Trockensubstanzgehalt der Probe konnte, wie in Gleichung (12) gezeigt, aus den 

Werten vor und nach der 48 h-Trocknung berechnet werden (OECD, 2005): 

𝑇𝑟𝑜𝑐𝑘𝑒𝑛𝑠𝑢𝑏𝑠𝑡𝑎𝑛𝑧𝑔𝑒ℎ𝑎𝑙𝑡 𝑖𝑛 % =  100% −  
𝑚1 − 𝑚2

𝑚1
 ∙  100% (12) 

mit  𝑚1  Masse vor der 48 h-Trocknung in g 

 𝑚2  Minimale Masse nach 48 h oder 50 h-Trocknung in g 

Die Verläufe der Produktfeuchten xdb,norm bis zur Endfeuchte von xwb = 15 % über der 

Trocknungsdauer sind in Abbildung 54 und 55 gezeigt. 

 

Abbildung 54: Verlauf normierte Produktfeuchte Mango für ϑLuft = 64°C und rH = 19 % 

 

Abbildung 55: Verlauf normierte Produktfeuchte Ananas für ϑLuft = 64°C und rH = 19 % 
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Der Verlauf der normierten Produktfeuchte auf Trockenbasis xdb,norm über der Zeit ist, 

für die beiden Trockner einzeln betrachtet, typisch (vergleiche Abbildung in Kapitel 

2.2). Zudem zeigt sich, dass sich Versuche sehr gut reproduzieren lassen. Zum Errei-

chen der Endfeuchte benötigen Produkte, die im Schranktrockner getrocknet werden, 

durchschnittlich etwa 170 Minuten, also 70 %, länger als solche, die im Einzelschicht-

trockner (etwa 100 Minuten) getrocknet werden. Das Verhalten von Ananas und Man-

gos ist dabei gleich. 

4.5.4 Optimierung Parameterbereich 

Zu Beginn der Arbeit wurde ein großer Parameterbereich untersucht, vor allem bezüg-

lich unterschiedlicher Luftgeschwindigkeiten und –feuchten, sowie hoher Trocknungs-

temperaturen bis 94°C. Da der Einfluss von Luftgeschwindigkeit und Luftfeuchte im 

Vergleich zur Lufttemperatur eher klein war, wurde eine der beiden Größen konstant 

gehalten. Am Schranktrockner besteht keine Möglichkeit die Luftgeschwindigkeit zu 

verändern, es sollte jedoch ein gemeinsamer Versuchsplan für beide Trockner ver-

wendet werden. Daher wurde die Geschwindigkeit am Einzelschichttrockner bei einem 

mittleren Wert von 1 m/s konstant gehalten; die Luftfeuchte wurde weiter als Einfluss-

größe verwendet und variiert. Weiter wurde entschieden, keine Versuche mit Lufttem-

peraturen über 80 °C durchzuführen. Die Auswertung vorangegangener Versuche mit 

Temperaturen von bis zu 94 °C hatten gezeigt, dass bei über 80 °C ein unerwünscht 

starker Abbau von Vitamin C und starke Farbänderungen stattfinden.  

Um die maximale Luftfeuchte zu finden, bei der die geforderte Produktendfeuchte von 

15 % noch erreicht wird, wurden Sorptionsisotherme von Mangos und Ananas erfasst. 

Hierfür wurde am IATF ein Klimaschrank BED 240 der Firma Binder umgebaut. Details 

zur Aufnahme der Sorptionsisothermen und zur Anlage sind in Dietsche (2017) zu fin-

den. An den Sorptionsisothermen konnte ebenfalls abgelesen werden, ob die Proben 

bei der Ziel-Produktfeuchte xwb,end von 15 % die gewünschte Wasseraktivität aw von 

unter 0,4 erreichen können (vergleiche Kapitel 2.2).  

Anhand der erfassten Daten wurden mit einem GAB-Modell (Guggenheim-Anderson-

de Boer Modell) für beide Produkte die Sorptionsisothermen für die minimale und ma-

ximale geplante Lufttemperatur entwickelt. Abbildung 56 zeigt die Messpunkte (Punkte 

für 40 °C Lufttemperatur und Dreiecke für 80 °C) für Ananas und die daraus entwickel-

ten Sorptionsisotherme aus dem GAB-Modell (durchgezogene Linie für 40 °C Lufttem-

peratur und gestrichelte Linie für 80 °C). Hierbei ist die Produktfeuchte auf Trockenba-

sis xdb in Anhängigkeit der Wasseraktivität aw aufgetragen. 
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Abbildung 56: Sorptionsisotherme MD2 Ananas, 40 °C und 80 °C , 

Die Ergebnisse in der Literatur bestätigen diese Kurven (Talla et al., 2005; Herman et 

al., 1999; Caparino et al., 2013).  

Die für das Erreichen der Endfeuchte kritische Sorptionsisotherme der Ananas lag bei 

einer Lufttemperatur von 40 °C. Dieses Ergebnis entspricht der Literatur. Im Vergleich 

mit der Sorptionsisotherme der Mangos wurde daher nur diese Lufttemperatur unter-

sucht (siehe Abbildung 57). Ausschlaggebend dafür war die Beobachtung, dass für die 

Zielendfeuchte xwb,end von 15 % bei einer Wasseraktivität von maximal den geforderten 

0,4 (vergleiche Kapitel 2.2) für höhere Temperaturen stets erreicht werden konnte. In 

diesem Zusammenhang wurde die Lufttemperatur von 40°C als minimale Lufttempe-

ratur für die Hauptversuche gewählt. 
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Der Vergleich zwischen Mangos und Ananas bei 40 °C ist in Abbildung 57 gezeigt.  

 

Abbildung 57: Sorptionsisotherme Kent Mango und MD2 Ananas, 40 °C 

Die Sorptionsisotherme für Ananas war somit kritischer für das Erreichen der End-

feuchte, als die für Mangos. Da ein einziger Versuchsplan für beide Produkte entwi-

ckelt werden sollte, wurde die Sorptionsisotherme für Ananas bei einer Lufttemperatur 

von 40 °C gewählt. Diese wurde zusätzlich als Produktfeuchte auf Nassbasis xwb in 

Anhängigkeit der Wasseraktivität aw dargestellt, da auf die Endfeuchte xwb von 15 % 

getrocknet werden sollte. Dies ist in Abbildung 58 gezeigt.  

 

Abbildung 58: Sorptionsisotherme auf Nassbasis Kent Mango und MD2 Ananas, 40 °C 

Aus dieser Sorptionsisotherme konnte die maximale Wasseraktivität, mit der die End-

Produktfeuchte xwb,end von 15 % noch erreicht wird, abgelesen werden. Diese lag bei 
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etwa 0,3, was einer relativen Luftfeuchte von 30 % entspricht. Eine Wasseraktivität von 

0,3 liegt außerdem unterhalb des Zielwerts von aw = 0,4, bei dem alle getrockneten 

Produkte ausreichend stabil sind (vgl. Kapitel 2.2).  

4.5.5 Chemische Analysen von Zuckern, Säuren und Vitamin C 

In vorherigen Arbeiten am IATF und an der Hochschule Ravensburg-Weingarten wur-

den umfangreiche chemische Analysen an getrockneten Mangos und Ananas durch-

geführt (Arendt, 2018). Untersucht wurden Ascorbinsäure (Vitamin C), Zucker, organi-

sche Säuren und Polyphenole. Hierbei wurden sogenannte Schädigungsdiagramme 

entwickelt, mit denen optimale Trocknungsprozesse für den Erhalt von Inhaltsstoffen 

ausgewählt werden können. Im Zuge der dort durchgeführten Untersuchungen wurde 

gezeigt, dass bestimmte chemische Eigenschaften stark mit andern Qualitätskriterien 

korrelieren. Diese Korrelation gibt es vor allem zwischen Vitamin C und Farbe sowie 

gesamtlöslichen Feststoffen und Zuckergehalt (Arendt, 2018).  

Vitamin C und Farbabstand ΔE 

Arendt (2018) konnte einen Zusammenhang zwischen Vitamin C-Gehalt und Farbab-

stand ΔE76 zeigen. Dieser Verlauf ist für Mangos in Abbildung 59 zu sehen. 

 

Abbildung 59: Schädigungsdiagramm Mangos (Arendt, 2018) 
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Abbildung 60 zeigt dasselbe Verhalten für Ananas. 

 

Abbildung 60: Schädigungsdiagramm Ananas (Arendt, 2018) 

Für die Messung des Vitamin C-Gehalts waren in der Arbeit von Arendt (2018) die 

frischen und getrockneten Produkte nach der europäischen Norm EN 14130 vorberei-

tet worden. Jedes Ergebnis war auf den Trockenmassegehalt bezogen worden, um 

eine hohe Vergleichbarkeit der Ergebnisse zu gewährleisten. Das genaue Vorgehen 

bei der Vitamin C-Gehalt-Bestimmung ist in Arendt (2018) erklärt.  

In dieser Arbeit wurde der Farbabstand als Indikator für eine Änderung des Vitamin C-

Gehalts verwendet. Dadurch werden die Proben durch die Messung nicht zerstört und 

es sind keine langwierigen Aufschlüsse nötig, wodurch die Messung des Farbabstan-

des ein sehr sauberes Verfahren darstellt, da keine Chemikalien zum Einsatz kommen. 

Zucker und gesamtlösliche Feststoffe 

Die Trockensubstanz reifer Früchte besteht mehrheitlich aus Kohlenhydraten, wie Zu-

ckern Glukose, Fruktose und Saccharose (Herrmann, 1983). Die Änderung der Zu-

ckermengen in Abhängigkeit der Trocknungsparameter war von Arendt (2018) mit ei-

nem UV/Vis-Spektrometer untersucht worden. Die Trocknung und die Probenvorbe-

reitung war dabei dieselbe wie bei der Untersuchung des Vitamin C-Gehalts.  

Arendt (2018) konnte dabei zeigen, dass die Restgehalte an Glukose und an Fruktose 

den selben Trend aufweisen: sie nehmen mit steigender Trocknungstemperatur zu. 

Der Saccharosegehalt verhält sich umgekehrt und nimmt mit steigender Temperatur 

ab.  

In Mangos und Ananas macht die Saccharose den größten Anteil am Gesamtzucker 

aus. Da außerdem der Zucker den mit Abstand größten Anteil der gesamtlöslichen 

Feststoffe ausmacht, kann der Gehalt an gesamtlöslichen Feststoffen als Ersatzgröße 
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für den Zuckergehalt in Prozent verwendet werden (Bundessortenamt, 2013; OECD, 

2005). 

Säuren und pH-Wert 

Zudem wurde die quantitative analytische Messung von einzelnen Säuren durch die 

Erfassung des pH-Werts ersetzt. So konnte die in den Vorversuchen aufwendige Pro-

benvorbereitung und die Analyse mittels Ionenchromatographie (IC) ersetzen werden 

und ein einfaches, umweltfreundliches und damit günstigeres Verfahren angewandt 

werden. 

4.5.6 Bedeutung für die Versuchsdurchführung 

Die Versuche sollten an beiden Trocknern beim Erreichen einer Produktfeuchte xwb 

von 15 % beendet werden. Besonders für Trocknungsprozesse im Schranktrockner 

war es schwierig genaue Trocknungsdauern hierfür vorherzusagen. Grund hierfür war 

die fehlende kontinuierliche Gewichtserfassung, die beim Einzelschichttrockner zur 

Abschätzung der aktuellen Produktfeuchte, beziehungsweise deren Änderung, gege-

ben ist. Daher wurden alle Produkte absichtlich übertrocknet. Für die Auswertung wur-

den nur Daten, die bis zum Erreichen der Endfeuchte xwb,end erfasst wurden, verwendet 

(siehe Abbildung 50). 

Durch eine Optimierung des Parameterbereichs konnte bei der geforderten Anzahl an 

Versuchen der zu untersuchende Bereich besser abgedeckt werden. Hierfür wurde der 

Einfluss der einzelnen Trocknungsparameter auf den Prozess betrachtet und die An-

zahl der zu ändernden Parameter auf zwei (Lufttemperatur und Luftfeuchte) begrenzt. 

Zusätzlich wurde die optimierte, maximale Lufttemperatur mit 80 °C definiert Mittels 

der erfassten Sorptionsisothermen konnte festgelegt werden, bei welcher relativen 

Luftfeuchte und welcher Lufttemperatur der gewünschte Endfeuchtegehalt der Pro-

dukte von xwb = 15 % noch erreicht werden kann. Da ein Produkt mit einer Wasserak-

tivität von unter 0,4 zudem als sicher gilt, wurden für die Versuchsplanung eine maxi-

male relative Luftfeuchte von 30 % (entsprechend aw = 0,3) und eine minimale Luft-

temperatur von 40°C festgelegt. Der auf diesen Erkenntnissen entwickelte Versuchs-

plan ist im Anhang und Abbildung 61 gezeigt. Durch diese neuen Erkenntnisse konnte 

ein großer, dreidimensionaler Parameterbereich auf einen kompakten zweidimensio-

nalen Raum mit enger Abdeckung reduziert werden. 

Bei der Untersuchung der Produktfeuchteverläufe konnte gezeigt werden, dass sich 

die Produkte in beiden Trocknungsprozessen typisch verhalten und die Prozesse re-

produzierbar sind. Dies lässt auf eine stabile Messtechnik, Probenvorbereitung und 

Datenanalyse schließen.  

Für die weiteren Untersuchungen chemischer Qualitätseigenschaften in der vorliegen-

den Arbeit kann zudem aufgrund der Ergebnisse von Arendt (2018) von Farbänderun-

gen auf Änderungen im Vitamin C-Gehalt und von Änderungen im Gehalt an gesamt-

löslichen Feststoffen und auf Änderungen im Zuckergehalt rückgeschlossen werden. 
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4.6 Versuchsdurchführung 

Im Anhang ist ein Überblick über alle verwendeten Untersuchungen und die verwen-

deten Messverfahren gegeben. Im Detail sind diese in den jeweiligen Kapiteln erklärt. 

Erfasst wurden Produktfeuchte, Trockensubstanzgehalt, Masse, Oberflächentempera-

tur, Gesamtlösliche Feststoffe, pH-Wert, Arbeit, Federkonstante, Farbe (L*, a*, b*, ΔE) 

und Spektren. 

Die Versuche wurden nach dem vorab erstellten Versuchsplan durchgeführt. Der ge-

samte, mit Statistik-Software erstellte Versuchsplan ist im Anhang zu finden.  

Abbildung 61 zeigt die Versuchspunkte im Parameterbereich. Der dreieckige Bereich 

links unten in Abbildung 61 ist mit der verwendeten Anlage nicht umsetzbar. Um die 

Lücke im Versuchsplan auszugleichen, wird dies dem Programm mitgeteilt. Vom Pro-

gramm werden dann Versuche an der Grenze zum technisch umsetzbaren Bereich 

und mehr Versuche im restlichen Parameterbereich vorgegeben. Der Zentrumspunkt 

des Versuchsplans (Lufttemperatur 64 °C und relative Luftfeuchte 19 %) wird außer-

dem mehrfach wiederholt (Versuchsnummer 7, 10, 11, 15).  

 

Abbildung 61: Parameterbereich 

4.6.1 Probenvorbereitung 

Für die Trocknungsversuche mit Ananas wird pro Versuch eine Ananas verwendet. 

Dabei wird immer dieselbe Sorte aus demselben Land gewählt (MD2 Golden Ananas, 

Costa-Rica). Außerdem wird darauf geachtet, dass die in Kapitel 2.1 erwähnten Min-

destanforderungen erfüllt sind und die Ananas immer eine ähnliche Farbe, Geruch und 

Konsistenz haben.  

Die Ananas wird in Scheiben geschnitten. In Vorversuchen wurde die Dicke der Schei-

ben auf 4 mm festgelegt. Damit die Scheibendicke exakt gleich ist, wird eine Graeff 
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C20EU Schneidemaschine eingesetzt. Mit einem Stanzer von 20 mm Durchmesser 

werden gleich große Proben ausgestanzt (Abbildung 62). Zwei größere Scheiben 

(d = 70 mm) werden für die Untersuchung der Farbe im Einzelschichttrockner und der 

Oberflächentemperatur im Schranktrockner verwendet.  

 

Abbildung 62: Probenvorbereitung Ananas und Mango 

Die Scheiben werden zur Vermeidung von Inkonsistenzen in der Verteilung der Proben 

gemischt. Dieser Schritt ist entscheidend, da Ananas und Mangos Sonnenseiten und 

Schattenseiten haben, zwischen denen die Vitamingehalte stark variieren können, und 

Ananas an der Spitze einen niedrigeren Zuckergehalt als an der Unterseite aufweisen. 

Etwa 100 g Produkt werden abgewogen und in den vorgeheizten Einzelschichttrock-

ner auf ein schwarzes Grillnetz gelegt (siehe Skizze in Abbildung 63). Durch die Ver-

wendung des Netzes ist die Handhabung der Proben leichter, außerdem wird ein Fest-

kleben der Scheiben im Trockner vermieden. Die Hauptversuche werden für jedes 

Produkt einzeln durchgeführt.  
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Abbildung 63: Vorbereitete Proben Einzelschichttrockner 

Das Pyrometer misst die Oberflächentemperatur ϑO, die für die Vorhersage von Qua-

litätseigenschaften mittels maschinellen Lernens verwendet wird. Eine kleine Menge 

der frischen Produkte wird direkt für die Bestimmung der gesamtlöslichen Feststoffe in 

°Brix, des pH-Werts, der Produktfeuchte und der Farbe der frischen Proben verwendet.  

Bei den Experimenten mit Mangos werden zwei Mangos der Sorte Kent pro Lauf ver-

wendet, da Mangos kleiner als Ananas sind. Die Proben der beiden Mangos werden 

durchmischt. Auch hier wird darauf geachtet, dass immer Produkte derselben Sorte 

aus demselben Land (Kent aus der Dominikanischen Republik) und mit denselben Ei-

genschaften bezüglich Farbe, Festigkeit und Geruch verwendet werden. Die Vorberei-

tung der Mangoscheiben verläuft gleich wie bei der Ananas.  

Für die Untersuchungen im Schranktrockner werden immer zehn Scheiben Mango auf 

ein rechteckiges, schwarzes, nummeriertes Netz und vier auf ein schwarzes, quadra-

tisches, nummeriertes Netz gelegt (vgl. Abbildung 64). Alle Produktgruppen werden 

vor dem Platzieren in den Schranktrockner gewogen. Eine große Scheibe wird für die 

Oberflächentemperaturmessung verwendet. Durch die Nummerierung kann jedes Pro-

benset immer eindeutig zugeordnet werden (Gewicht, Trocknungsdauer). 
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Abbildung 64: Vorbereitete Proben Schranktrockner 

Die zehn Scheiben werden für die Berechnung des Feuchtegehalts, die Rehydrierung 

und die Untersuchung der chemischen Eigenschaften verwendet, die vier restlichen 

für die Farbmessung und die Messungen am Texture Analyzer. Zum Trocknen werden 

die Netze gleichmäßig auf der mittleren Ebene des Schranktrockners verteilt.  

4.6.2 Trocknung  

Sobald sich die Prozessparameter am Einzelschichttrockner eingependelt haben, wer-

den die Proben hineingelegt und die Trocknung gestartet. Die Datenerfassung (Ober-

flächentemperatur, Lufttemperatur, Luftfeuchte, Probenmasse, optische Messungen) 

erfolgt dann automatisch. Der Trocknungsprozess dauert so lange, bis sich das Ge-

wicht der Proben für eine halbe Stunde um weniger als ± 0,1 g ändert. Die Proben 

werden nach Ende der Trocknung nochmals auf der Präzisionswaage gewogen, dann 

werden zwei Scheiben für die Bestimmung der Endfeuchte verwendet. 

Im Schranktrockner werden die Proben ebenfalls in den Trockner platziert, sobald sich 

Luftfeuchte und -temperatur eingependelt haben. Wenn alle Proben gleichmäßig im 

Trockner verteilt sind, wird mit einem Infrarot-Thermometer (testo 805i) die Oberflä-

chentemperatur zum Zeitpunkt 0 erfasst. Alle 30 Minuten wird die Oberflächentempe-

ratur gemessen und danach ein rechteckiges Netz mit zehn Proben und ein quadrati-

sches Netz mit vier Proben entnommen. Der verwendete Schranktrockner besitzt 

keine Wägeeinrichtung zur Erfassung der Abnahme der Masse und damit der Produkt-

feuchte. Daher werden die Scheiben nach der Entnahme auf einer Präzisionswaage 

gewogen. Dann werden die Proben für die chemischen Untersuchungen und die Pro-

ben für die Farbmessung bei -22 °C in der Gefriertruhe gelagert, bis sie rehydriert und 

analysiert werden. Die mechanischen Untersuchungen am Texture Analyzer werden 

sofort durchgeführt. Über die Massen kann zu jedem Probenentnahmezeitpunkt abge-

schätzt werden, ab wann sich das Gewicht nicht mehr ändert und die Proben trocken 

sind. Sicherheitshalber wird ein „Puffer“ von 30 Minuten dazugerechnet.  
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4.6.3 Produktfeuchtebestimmung 

Die Produktfeuchte wurde anhand der erfassten Probenmassen und der Trockensub-

stanz mit den in Kapitel 4.5.3 beschriebenen Gleichungen (10)-(12) berechnet. So er-

hält man für jeden Messzeitpunkt in jedem Trockner eine eindeutige Produktfeuchte. 

4.6.4 Erfassung weiterer Qualitätskriterien  

Die weiteren Qualitätsuntersuchungen lassen sich in die Kategorien „optisch“, „mecha-

nisch“ und „chemisch“ unterteilen. Die detaillierte Vorgehensweise und Messtechnik 

für die Erfassung der einzelnen Kriterien ist nachfolgend erklärt. 

Rehydrierung 

Da die chemischen Analysen mit Fruchtsaft oder Püree durchgeführt werden mussten, 

wurden die getrockneten Produkte vor den Messungen rehydriert. Rehydrierung be-

schreibt den Prozess der Wiederbefeuchtung eines getrockneten Produkts. Für einen 

stabilen einheitlichen Rehydrierungsprozess wurde das Verhalten von Mangos und 

Ananas während der Rehydrierung untersucht. Hierzu wurden die chemischen Pro-

zesse in Pflanzenzellen theoretisch betrachtet. Außerdem wurde in Experimenten un-

tersucht, wie Rehydrierungsprozesse von Mango- und Ananasscheiben auszusehen 

haben, um geeignete Produkte für die chemischen Analysen zu erhalten. Ausgehend 

von der Theorie und den Untersuchungsergebnissen konnte eine endgültige Vorge-

hensweise für die Rehydrierung für chemische Analysen definiert werden: Für alle 

Obstsorten war die längste Rehydrierungszeit optimal. In den Versuchen wurden Zei-

ten bis 150 min untersucht, es wurde jedoch empfohlen, noch höhere Dauern zu ver-

wenden. Daher wurde die Rehydrierungszeit für die endgültigen Versuche auf 180 min 

festgesetzt. Als Rehydrierungstemperatur wurde eine Temperatur von 20 °C als Opti-

mum gefunden.  

Da überprüft werden sollte, ob es einen Stofftransport zwischen Zellinnerem und Re-

hydrierungswasser gibt, wurde festgelegt, bei allen Versuchen sowohl den Saft der 

rehydrierten Proben als auch das zur Rehydrierung verwendete Wasser zu untersu-

chen. In der Auswertung werden die Messwerte daher immer mit dem Zusatz „rehy-

driertes Produkt“ oder „Rehydrierungswasser“ versehen. 

Chemische Eigenschaften 

Die zu untersuchenden Messgrößen waren der pH-Wert und der Gehalt an gesamt-

löslichen Feststoffen. Der Gehalt an gesamtlöslichen Feststoffen (TSS = Total Soluble 

Solids) gibt dabei die Menge an gelösten Feststoffen, wie zum Beispiel Zuckermole-

külen, in einem Fluid an. Der Messwert wird in °Brix angegeben. 1 °Brix entspricht 

dabei 1 g Saccharose in 100 g Lösemittel (Arendt, 2018). 
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Für die Messungen des Gehalts an gesamtlöslichen Feststoffen der Mangos und Ana-

nas wird ein digitales Handrefraktometer DR101-60 der Firma Krüss Optronic verwen-

det. Das Gerät besitzt eine automatische Temperaturkompensation und ist besonders 

für reife und saftige Früchte geeignet. Die Angabe des Messwerts am Refraktometer 

in °Brix entspricht dabei dem Gehalt an gesamtlöslichen Feststoffen in %. 

Zur Bestimmung des Gehalts an gesamtlöslichen Feststoffen werden alle gefrorenen 

Proben für 3 Stunden bei Raumtemperatur in 20 ml Wasser rehydriert. Dann werden 

die Produktscheiben mit einer mit Baumwolltüchern ausgelegten Handpresse ausge-

presst. Vermessen wird dann der Saft der rehydrierten Proben, sowie das Rehydrie-

rungswasser. Dazu werden jeweils einige Tropfen Probe auf das Prisma des Refrak-

tometers gegeben und nach einer kurzen Temperaturangleichung vermessen (Ma-

tissek et al., 2014; OECD, 2005). 

Die Probenvorbereitung hierfür ist in Abbildung 65 gezeigt: Links und in der Mitte sind 

die Proben im Rehydrierungswasser gezeigt, rechts das Auspressen der rehydrierten 

Proben mit der Handpresse. 

 

Abbildung 65: Probenvorbereitung Rehydrierung 

Zur Messung des pH-Wertes wird ein WTW pH 110 Messgerät mit SenTix 41 Sonde 

verwendet. Es arbeitet nach dem potentiometrischen Messverfahren. Die in dieser Ar-

beit verwendete Messsonde ist eine Glaselektrode, die vor der Messung mit Lösungen 

bekannten pH-Werts kalibriert wurde. Für die pH-Messungen werden dasselbe Rehyd-

rierungswasser und derselbe Saft der rehydrierten Proben verwendet, wie für die Mes-

sungen des Gehalts an gesamtlöslichen Feststoffen. Beim Vermessen des pH-Werts 

der Mangos wird statt des Safts der rehydrierten Proben das gesamte Püree der rehy-

drierten Frucht verwendet, weil nicht genügend Flüssigkeit ausgequetscht werden 

konnte.  
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Optische Eigenschaften 

Dem Schranktrockner werden alle 30 Minuten Proben für die Farbanalyse entnom-

men, die dann eingefroren werden, um eine weitere Farbveränderung auszuschließen. 

Alle Messungen werden dann gebündelt (mehrere Proben an einem Tag) durchge-

führt. Dazu lässt man jeweils zwei Scheiben über eine definierte Zeit bei Raumtempe-

ratur auftauen und vermisst sie am Farbmessplatz. Gemessen werden mit dem Spekt-

rometer die Spektren, sowie die L*, a* und b* Werte. Hieraus werden dann ΔL*, Δa*, 

Δb* und die Farbabstände ΔE76 und ΔE00 berechnet. Der Messplatz ist in Abbildung 

66 gezeigt.  

 

Abbildung 66: Messaufbau Farbmessplatz mit Dom 

Der Messplatz verfügt über einen Dom zur diffusen, indirekten Beleuchtung, einen 

Kranz an warm- und kaltweißen LEDs und einen schwarzen Hintergrund. Der Dom ist 

nach dem Prinzip einer Ulbricht-Kugel aufgebaut. Er ist innen mit einer Schicht Dif-

fusormaterial bedeckt, wodurch das Licht bis zu 98 % reflektiert wird (OceanOptics, 

2019).  
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Der LED-Ring ist im Schnitt in Abbildung 67 gezeigt. 

 

Abbildung 67: Dom mit LED Ring 

In einer Höhe von 530 mm Abstand zum Produkt ist die Messspitze des Spektrometers 

(Ocean Optics USB2000+) mit Objektiv und Glasfaser angebracht. Mit diesem können 

das Spektrum, sowie L*, a* und b* Werte erfasst werden. Es handelt sich dabei um ein 

universelles UV-Vis-NIR Spektrometer (200 nm bis 1100 nm) für Absorption-, Trans-

mission-, Reflexion-, sowie Emissionsmessungen (OceanOptics, 2019). Zur genauen 

Positionierung der Proben in der Mitte des Doms wird eine Halogenlampe HL-2000 an 

die Messseite der Glasfaser angeschlossen, die Mango- oder Ananasscheiben werden 

genau in den entstandenen Lichtkreis in der Mitte des Doms platziert.  

Am Einzelschichttrockner sind eine RGB-Kamera, die multispektrale Flächenkamera 

und das Ocean Optics USB2000+ Spektrometer eingebaut. Die RGB-Kamera ist eine 

uEye C GV-5260 CP der Firma IDS mit einem 2,30 MPixel 1/1.2" Sony CMOS Sensor 

und Global-Shutter. Sie hat eine Framerate von 46 fps und eine Auflösung von 

1920 x 1200 px. Die multispektrale Flächenkamera wurde bereits in Kapitel 4.2 im De-

tail beschrieben. Alle drei optischen Messeinrichtungen werden von einem MATLAB 

Programm angesteuert. Die Datenerfassung für RGB-Kamera, multispektrale Flächen-

kamera und Spektrometer erfolgt nahezu gleichzeitig. Alle 3,3 Minuten werden die Bil-

der und Spektren erfasst, dabei dauert die Datenerfassung 20 Sekunden, dann wird 

nach 3 Minuten die nächste Ansteuerung vorgenommen. Die Auswertung der Daten 

erfolgt ebenfalls mit einem selbst entwickelten MATLAB Programm. Details hierzu sind 

in Zirkler (2018) zu finden.  
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Mechanische Eigenschaften 

Als mechanische Eigenschaften wurden Kraft-Weg Kurven am Texture Analyzer auf-

genommen.  

Auf die Probenauflage wird auf zwei Keile eine Scheibe Produkt gelegt. Dadurch ent-

steht eine definierte Auflagefläche von zwei Linien. Von oben fährt ein dritter Keil auf 

das Produkt herab; sobald ein Kontakt auftritt, wird die benötigte Kraft über den zu-

rückgelegten Weg erfasst. Die Texturmessung kann dabei in zwei Abschnitte geteilt 

werden (vgl. Abbildung 68): Im ersten Abschnitt liegt das Produkt nur auf den zwei 

unteren Kanten auf und wird gebogen (Abbildung 68 links und Mitte). Diese Biegekraft 

wird in N/mm angegeben. Im zweiten Abschnitt liegt das Produkt auf den Schrägen 

der Keile auf und wird weiter zerquetscht (Abbildung 68 rechts). Hier liegt Flächen-

pressung vor, gemessen wird die Festigkeit in N/mm². Beendet wurde der Versuch 

immer bei Erreichen der Maximalkraft von 15 N.  

 

Abbildung 68: Messung Texture Analyzer 

Aus den aufgezeichneten Kraft-Weg Diagrammen (Abbildung 69) kann man sehr gut 

erkennen, ob die Produkte weich und frisch, gummiartig und halbgetrocknet oder 

spröde und trocken sind: Die Kurve der frischen Probe zeigt einen langsamer anstei-

genden Verlauf, als die beiden anderen Kurven. Dies ist auf die weiche Konsistenz der 

frischen Proben zurückzuführen. Die Kurven der spröden und der gummiartigen Pro-

ben ähneln sich vom Verlauf. An den Brüchen im Produkt, die sich durch Unstetigkei-

ten in der Kurve äußern, lässt sich eindeutig die spröde Probe erkennen. 
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Abbildung 69: Kraft-Weg Diagramme für Ananas 

Für die Auswertung wurden drei Vergleichsgrößen festgelegt. Da der Verlauf der Kur-

ven über die ersten 2 mm Weg relativ stabil ist, aber von der Konsistenz der Proben 

(weich, gummiartig, fest) abhängt, wurde die Steigung, also die Federkonstante, als 

erste Vergleichsgröße genommen. Diese wird nach Gleichung (13) berechnet. 

𝐷 =  
∆𝐹

∆𝑠
=  

𝐹2𝑚𝑚

2𝑚𝑚
 (13) 

mit F  Gemessene Kraft 

F2mm  Gemessene Kraft an der Stelle 2 mm 

 s  Weg 

Die zweite verwendete Größe war die verrichtete Arbeit über die gesamte Strecke 

Wges. Diese entspricht der Fläche unter der gesamten Kraft-Weg-Kurve und kann mit 

Gleichung (14) berechnet werden. 

𝑊𝑔𝑒𝑠  =  ∫ 𝐹

𝑠𝑔𝑒𝑠

0

𝑑𝑠 (14) 

mit sges  Gesamtstrecke 

Dritte Größe war die spezifische Arbeit über die gesamte Strecke Wspez. Diese ent-

spricht der verrichteten Arbeit über die gesamte Strecke geteilt durch die Gesamtstre-

cke (Gleichung (15)): 

𝑊𝑠𝑝𝑒𝑧  =  
𝑊𝑔𝑒𝑠

𝑠𝑔𝑒𝑠
 (15) 
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5 Ergebnisse der Versuche im Einzelschichttrockner 

Aus den Erkenntnissen der Literaturrecherche, den Erfahrungen mit der multispektra-

len Flächenkamera und den Ergebnissen aus Kapitel 4 sollte eine Methode zur Vor-

hersage von Qualitätskriterien aufgrund weniger Messgrößen entwickelt werden.  

In einem ersten Ansatz wurden die Daten der Versuche mit Excel und MATLAB zu-

sammengefasst und grafisch dargestellt. Dies ermöglicht es, schnell und unkompliziert 

zwei Größen miteinander zu vergleichen, auch drei Vergleichsgrößen können in 3D-

Grafiken dargestellt werden. Komplexe Zusammenhänge zwischen mehr als drei Grö-

ßen sind schwer darstellbar. Sollen zusätzlich Fehler betrachtet werden, kommt die 

händische, grafische Betrachtung und Interpretation an ihre Grenzen. Daher wurde 

zusätzlich auf rechnergestützte Auswertungen zurückgegriffen. Mit HeuristicLab wur-

den Random Forests aufgebaut und die Zusammenhänge zwischen der Produkt-

feuchte xwb und den Prozessgrößen für die Modellbildung untersucht. 

Tabelle 7 zeigt die für die Modellbildung verwendeten Prozessgrößen.  

Tabelle 7: Prozessgrößen für die Modellbildung 

Messgröße  

Lufttemperatur ϑ 

Relative Luftfeuchte rH 

Oberflächentemperatur ϑO 

Kanäle der multispektralen Flächenkamera 

Trocknungsdauer t  

Unter Verwendung verschiedener Einflussgrößen wurden unterschiedliche Modelle 

zur Vorhersage der Qualitätskriterien gebildet. Dann wurde verglichen, welche Modelle 

die besten Ergebnisse lieferten. Die Nummerierung der Modelle erfolgte dabei laufend. 

Gewählt wurden jeweils einmal alle Einflussgrößen, einmal ausschließlich die Kanäle 

der MSFK, sowie verschiedene Kombinationen aus MSFK Kanälen und anderen Ein-

flussgrößen, die in vorherigen Modell gute Ergebnisse geliefert hatten. Beispielsweise 

waren bei der Vorhersage der Produktfeuchte in Mangos (Tabelle 8) in Model 2 Kanäle 

10, 2 und 6 die stärksten Einflussgrößen, daher wurden diese für Modell 4 verwendet.  

Dieses Vorgehen wurde bei allen Vorhersagen angewandt. 

5.1 Vorhersage von Qualitätseigenschaften für Mangos  

Tabelle 8 zeigt, welche Daten für die Vorhersage der Produktfeuchte der Mangos ver-

wendet wurden, welches Bestimmtheitsmaß R² der Testdaten dabei erzielt wurde und 

die wichtigsten Einflussgrößen.  
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Hierbei bedeutet: 

 MSFK: zwölf Kanäle multispektrale Flächenkamera 

 MSFK n: Kanal n der multispektralen Flächenkamera 

 t: Trocknungsdauer in min 

 ϑO: Oberflächentemperatur in °C 

 ϑL: Lufttemperatur Soll in °C 

 rH: relative Luftfeuchte in % 

Tabelle 8: Einflussgrößen Vorhersage Produktfeuchte xwb Mango (Einzelschichttrockner) 

Mo-
dell-
num-
mer 

Untersuchte Einfluss-
größen für das Modell 

Bestimmtheitsmaß 
R² Testdaten 

Wichtigste Einflussgrößen 
(der Stärke des Einflusses 
nach) 

1 MSFK alle Kanäle, t, ϑO, 

ϑL, rH 
0,99 t, ϑO, ϑL, MSFK 10 

2 MSFK alle Kanäle 0,91 MSFK 10, MSFK 2, MSFK 6 

3 MSFK alle Kanäle, ϑO, ϑL, 

rH 
0,99 ϑO, ϑL, MSFK 10, rH 

4 MSFK 10, MSFK 2, 
MSFK 6 

0,74 MSFK 10, MSFK 6, MSFK 2 

5 MSFK 10, MSFK 2, 
MSFK 6, ϑO, ϑL, rH 

0,98 ϑO, ϑL, MSFK 10, MSFK 2, rH 

6 t, ϑO, ϑL, rH 0,98 t, ϑO, ϑL, rH 

Bei der Verwendung aller Daten (Modell 1) als Eingangsgrößen für das Modell wurde 

ein Bestimmtheitsmaß R² von 0,99 erreicht. Die wichtigsten Einflussgrößen waren in 

diesem Modell die Trocknungsdauer t, gefolgt von der Oberflächentemperatur des Pro-

dukts ϑO, der Lufttemperatur des Trockners ϑL, sowie Kanal 10 der multispektralen Flä-

chenkamera.  

Wurde die Vorhersage ohne die Kanäle der multispektralen Flächenkamera (Modell 6) 

gemacht, sank das Bestimmtheitsmaß R² von 0,99 auf 0,98. Für die Qualität des Mo-

dells ist dies ein eindeutiger Unterschied. Den größten Einfluss der einzelnen Größen 

hatte in diesem Fall ebenfalls die Trocknungsdauer t, gefolgt von der Oberflächentem-

peratur des Produkts ϑO, und der Lufttemperatur des Trockners ϑL, sowie der relativen 

Luftfeuchte des Trockners rH als Größe mit dem geringsten Einfluss.  

Eine ausschließliche Verwendung der Kanäle der multispektralen Flächenkamera für 

die Vorhersage (Modell 2) führte zu einem Bestimmtheitsmaß R² von 0,91, während 

eine Vorhersage der Produktfeuchte ohne die Trocknungsdauer (Modell 3) ebenfalls 

zu einem sehr hohen Bestimmtheitsmaß R² von durchschnittlich 0,99 führt. In Modell 3 

waren die Haupteinflussgrößen die Oberflächentemperatur des Produkts ϑO, die Luft-

temperatur des Trockners ϑL, Kanal 10 der multispektralen Flächenkamera, sowie die 

relative Luftfeuchte des Trockners rH, in Modell 4 waren es Kanäle 10, 2 und 6 der 

multispektralen Flächenkamera. Wurden nur die drei einflussstärksten Kanäle der mul-

tispektralen Flächenkamera verwendet (Modell 4), ergab sich ein deutlich geringeres 

Bestimmtheitsmaß R² von 0,74. Benutzte man bei der multispektralen Flächenkamera 

nur die drei einflussstärksten Kanäle, aber zusätzlich die Stellgrößen des Trockners 
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und die Oberflächentemperatur (Modell 5), wurde ein Bestimmtheitsmaß R² von 0,98 

erreicht. Wichtigste Einflussgrößen in diesem Modell waren die Oberflächentempera-

tur des Produkts ϑO, die Lufttemperatur des Trockners ϑL, sowie Kanal 10 und Kanal 2 

der multispektralen Flächenkamera. 

In Abbildung 70 sind die Ergebnisse bei der Vorhersage mit den Kanälen der MSFK 

(Modell 2) sowie das Ergebnis des besten Modells bei Verwendung aller Eingangsgrö-

ßen (Modell 1) grafisch dargestellt. Auf der x-Achse sind jeweils die gemessenen 

Werte aufgezeichnet, auf der y-Achse die durch das Modell vorhergesagten. Die hel-

leren Punkte sind die Trainingsdaten und die dunklen die Daten des Tests. Je näher 

alle Werte an der Gerade y = x liegen, desto besser ist das Modell für die Vorhersage 

geeignet und desto höher das Bestimmtheitsmaß R². Eindeutig erkennbar ist, dass 

sich bei Verwendung der MSFK-Daten, der Prozessdaten und der Oberflächentempe-

ratur die Streuung der Daten verringert und die Vorhersage verbessert. 

 

Abbildung 70: Vergleich Vorhersage und Messung xwb Mango (Einzelschichttrockner), links 

Modell 2, rechts Modell 1 

Beste Ergebnisse für die Vorhersage der Produktfeuchte xwb wurden erreicht, wenn 

Stellgrößen des Trockners, wie Lufttemperatur ϑL oder relative Luftfeuchte rH, weitere 

Prozessdaten wie die Trocknungsdauer t und die Oberflächentemperatur ϑL, sowie die 

Daten der multispektralen Flächenkamera verwendet wurden. Die Modelle, die aus-

schließlich mit Daten der multispektralen Flächenkamera gebildet wurden, sagten die 

Feuchtigkeit weniger gut vorher, erzielten jedoch insgesamt immer noch sehr gute Vor-

hersagewerte. Erkennbar ist dies anhand der Verteilung der grafischen Darstellung in 

Abbildung 70 sowie der Bestimmtheitsmaße R². Da die Stellgrößen im Prozess fix ein-

gestellt werden und die anderen Prozessdaten einfach messbar sind, ist die Umset-

zung der Vorhersage aufgrund dieser Modelle unkompliziert. Der zusätzliche Einbau 

und Betrieb der multispektralen Flächenkamera lohnt sich, um Produktfeuchten sehr 

genau (R² = 0,99) vorhersagen zu können. Dies ist vor allem dann sinnvoll, wenn eine 

vorgeschriebene Endfeuchte möglichst präzise erreicht werden soll. Es bietet sich aber 

eine „Verkleinerung“ der Kamera an, bei der nur der einflussstärkste Kanal 10 verwen-

det wird. Aufgrund der Messdaten aus Stellgrößen, Prozessdaten und multispektraler 
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Flächenkamera kann auf diese Werte mit dem entwickelten Modell zu jedem Zeitpunkt 

auf den Produktfeuchtegehalt rückgeschlossen werden. 

5.2 Vorhersage von Qualitätseigenschaften für Ananas 

Da Ananas, anders als Mangos, keine homogene Oberfläche besitzen, wurden die 

Daten der multispektralen Flächenkamera vorverarbeitet. Hierfür wurde ein Software-

filter entwickelt. Erst dann wurden die Daten der multispektralen Flächenkamera mit 

den Qualitätseigenschaften verknüpft. 

5.2.1 Softwarefilter für uneinheitliche Oberflächen 

Wenn die Oberfläche eines Produktes nicht homogen ist, sondern eine starke Struktur 

oder Farbunterschiede aufweist, bietet die multispektrale Flächenkamera einen gro-

ßen Vorteil im Vergleich zu Punkt-Spektrometern: bestimmte Bereiche von Interesse 

können analysiert werden, während andere, für die Auswertung irrelevante Bereiche, 

ignoriert werden können. Abbildung 71 zeigt die Bereiche von Interesse bei Mangos 

und Ananas. Durch die starke Struktur der Ananas bilden sich bei der Trocknung Täler. 

Diese werfen Schatten und verfälschen damit die Farbwerte. Werden nur die Bereiche 

von Interesse untersucht, so werden die Messwerte genauer.  

 

Abbildung 71: Relevante Messbereiche verschiedene Produkte 

Mit einem hierfür entwickelten MATLAB Programm wurden die Bereiche von Interesse 

herausgefiltert und nur diese für die Auswertung analysiert. 

Bestimmung des Helligkeitsschwellwerts 

In MATLAB wird in einem ersten Schritt der Schwellwert bestimmt, ab dem die Daten 

der multispektralen Flächenkamera untersucht werden sollen. Hierfür werden für das 

jeweils letzte Bild der multispektralen Flächenkamera eines Versuches, also zum Ende 

der Trocknungsdauer, entsprechend dem mit der stärksten Schattenbildung, der L*-, 

a*- und b*-Wert berechnet. Der L*-Wert wird dann, wie in Abbildung 72 gezeigt, ange-

passt, bis die Schatten herausgefiltert sind und nur noch relevante Bereiche ausge-

wertet werden.  
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Abbildung 72: Einstellung Schwellwert Maske Ananas 

Erstellung und Anwendung der Maske  

Mit dem Schwellwert der Helligkeit L* wird die Maske erstellt. Pixelweise werden Be-

reiche als „relevant“ (weiß) oder „nicht relevant“ (schwarz) deklariert. Die entstandene 

Maske ist in Abbildung 73 gezeigt. Links ist dabei der zu untersuchende Bereich vor 

Verwendung der Maske zu sehen, rechts der relevante Bereich nach Anwendung der 

Maske. 

 

Abbildung 73: Softwarefilter Maske Ananas (rechts), auf den Auswertungsbereich (links) an-

gewandt 

Auswertung der multispektralen Bilder  

Im Haupt-Auswerteprogramm werden alle Pixel innerhalb der Maske aller multispekt-

ralen Kanäle ausgewertet.  
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Die Ergebnisse nach Anwendung des Filters können wie gewohnt zur spektralen Re-

konstruktion oder zur Vorhersage von Produkteigenschaften mit Random Forest ver-

wendet werden. 

Validierung rekonstruierte Spektren 

Zur Validierung des Softwarefilters für die Ananas wurden rekonstruierte Spektren mit 

und ohne Softwarefilter verglichen.  

Abbildung 74 zeigt die Änderung der rekonstruierten Spektren für Versuch 1 der Ana-

nas. „t0 oF“ ist dabei die Kurve des Spektrums ohne Softwarefilter zum Startzeitpunkt, 

„tEnd oF“ die des Spektrums ohne Filter beim Ende des Versuchs. Analog dazu zeigen 

die Kurven „t0 mF“ und „tEnd mF“ die Spektren mit Filter zum Start beziehungsweise 

am Ende des Versuchs.  

 

Abbildung 74: Vergleich Spektren mit und ohne Software-Filter 

Es ist eindeutig zu erkennen, dass die Reflexion mit Filter immer größer ist, als die 

ohne Filter. Dies war zu erwarten, da nur die helleren Bereiche von Interesse analysiert 

werden. Der Verlauf der Kurven mit oder ohne Filter ist zum jeweiligen Zeitpunkt jedoch 

derselbe.  

Im weiteren Verlauf der Untersuchungen, insbesondere bei der Modellbildung mit Ran-

dom Forest, wurde mit den gefilterten Spektraldaten der multispektralen Flächenka-

mera gearbeitet.  
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5.2.2 Auswertung mit Random Forest  

Wie bei der Vorhersage der Produktfeuchte von Mangos wurde auch bei Ananas mit 

Random Forests gearbeitet. Die Details zur Vorgehensweise sind in Kapitel 4.3 be-

schrieben.  

Bei der Auswertung der Ananas-Versuche wurde für die Modellbildung die Daten der 

multispektralen Flächenkamera, Prozessdaten, Oberflächentemperatur und Trock-

nungsdauer verwendet.  

Tabelle 9 zeigt, welche Daten für die Vorhersage der Produktfeuchte von Ananas ver-

wendet wurden, welches Bestimmtheitsmaß R² der Testdaten dabei erzielt werden 

konnte und die wichtigsten Einflussgrößen mit absteigender Relevanz.  

Tabelle 9: Einflussgrößen Vorhersage Produktfeuchte xwb Ananas 

Mo-
dell-
num-
mer 

Untersuchte Einfluss-
größen für das Modell 

Bestimmtheitsmaß 
R² Testdaten 

Wichtigste Einflussgrößen 
(der Stärke des Einflusses 
nach) 

1 MSFK alle Kanäle, t, ϑO, 

ϑL, rH 
0,98 t, ϑO, ϑL, MSFK 10, MSFK 2 

2 MSFK alle Kanäle 0,90 MSFK 10, MSFK 2, MSFK 12 

3 MSFK alle Kanäle, ϑO, ϑL, 

rH 
0,97 ϑO, ϑL, MSFK 5, MSFK 10, 

MSFK 8 
4 MSFK 2, MSFK 10, 

MSFK 12 
0,86 MSFK 10, MSFK 12, MSFK 2 

5 MSFK 2, MSFK 10, 
MSFK 12, t, ϑO, ϑL, rH 

0,98 t, ϑO, ϑL, MSFK 10, MSFK 2 

6 t, ϑO, ϑL, rH 0,95 t, ϑO, ϑL, rH 

Die Verwendung aller Daten (Modell 1) brachte für die Vorhersage das beste Ergebnis 

mit dem höchsten Bestimmtheitsmaß von 0,98. Die wichtigsten Einflussgrößen in Mo-

dell 1 waren der Stärke des Einflusses nach die Trocknungsdauer t, die Oberflächen-

temperatur des Produkts ϑO, die Lufttemperatur des Trockners ϑL, sowie Kanäle 10 und 

2 der multispektralen Flächenkamera. Wurden ausschließlich die Daten der multi-

spektralen Flächenkamera verwendet (Modell 2), so sank das Bestimmtheitsmaß R² 

auf 0,90. 

Wurden alle Eingangsgrößen außer der Trocknungsdauer t verwendet (Modell 3), so 

betrug das Bestimmtheitsmaß 0,97 und die stärksten Einflüsse kamen von der Ober-

flächentemperatur des Produkts ϑO, der Lufttemperatur des Trockners ϑL, sowie Kanal 

5, Kanal 10 und Kanal 8 der multispektralen Flächenkamera. 

Bei Verwendung der drei wichtigsten Kanäle der multispektralen Flächenkamera lag 

das Bestimmtheitsmaß bei 0,86 (Modell 4). Benutzte man nur die drei einflussstärksten 

Kanäle aber zusätzlich die Stellgrößen des Trockners, die Trocknungsdauer und die 

Oberflächentemperatur (Modell 5), wurde ein Bestimmtheitsmaß R² von 0,98 erreicht. 
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Wichtigste Einflussgrößen in diesem Modell waren die Trocknungsdauer t, die Ober-

flächentemperatur des Produkts ϑO, die Lufttemperatur des Trockners ϑL, sowie Kanal 

10 und Kanal 2 der multispektralen Flächenkamera.  

Wurde die Vorhersage ohne die Kanäle der multispektralen Flächenkamera (Modell 6) 

gemacht, sank das Bestimmtheitsmaß R² von 0,98 auf 0,95. Den größten Einfluss der 

einzelnen Größen hatte in diesem Fall ebenfalls die Trocknungsdauer t, gefolgt von 

der Oberflächentemperatur des Produkts ϑO, und der Lufttemperatur des Trockners ϑL, 

sowie der relativen Luftfeuchte des Trockners rH als Größe mit dem geringsten Ein-

fluss.  

In Abbildung 75 ist der Zusammenhang zwischen vorhergesagten und gemessenen 

Werten grafisch gezeigt. Links ist dabei die Vorhersage mit den Kanälen der MSFK 

dargestellt (Modell 2), rechts anhand der MSFK-Kanäle, der Oberflächentemperatur, 

der Trocknungsdauer und der Prozessparameter (Modell 1). Helle Punkte sind wieder 

Trainingsdaten, dunkle Testdaten. Zu erkennen ist, dass das Hinzunehmen der Pro-

zessdaten und der Oberflächentemperatur die Streuung der Daten verringert und die 

Vorhersage verbessert.  

 

Abbildung 75: Vergleich Vorhersage und Messung xwb Ananas (Einzelschichttrockner), links 

Modell 2, rechts Modell 1 

Beste Ergebnisse für die Vorhersage der Produktfeuchte xwb der Ananas konnten er-

reicht werden, wenn Stellgrößen des Trockners, wie Lufttemperatur ϑL oder relative 

Luftfeuchte rH, Prozessdaten wie die Trocknungsdauer t und die Oberflächentempe-

ratur ϑL, sowie die Daten der multispektralen Flächenkamera verwendet wurden. Dies 

waren Modell 1 und Modell 6. Wurden ausschließlich die Daten der multispektralen 

Flächenkamera genutzt, war die Vorhersage der Feuchtigkeit weniger gut, insgesamt 

waren die Vorhersage trotzdem noch sehr gut. Zu erkennen ist dies ebenfalls in der 

grafischen Darstellung. Da die Stellgrößen im Prozess fix eingestellt werden und die 

Prozessdaten einfach messbar sind, ist die Umsetzung der Vorhersage aufgrund die-

ser Modelle simpel. Wie schon bei der Mango gezeigt wurde, lohnt sich der zusätzliche 
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Einbau und Betrieb der multispektralen Flächenkamera, um Produktfeuchten sehr ge-

nau (R² = 0,98) vorhersagen zu können. Es bietet sich aber auch bei der Ananas eine 

Vereinfachung der Kamera an, bei der nur die einflussstärksten Kanäle verwendet 

werden. Aufgrund der Messdaten aus Stellgrößen, Prozessdaten und multispektraler 

Flächenkamera, kann auf diese Werte anhand des entwickelten Modells zu jedem Zeit-

punkt auf den Produktfeuchtegehalt rückgeschlossen werden.
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6 Ergebnisse der Versuche im Schranktrockner 

Im Einzelschichttrockner ist die multispektrale Flächenkamera aufgebaut, an den Ein-

satz im Trocknungsprozess angepasst und überprüft worden. Die Vorhersage der Pro-

duktfeuchte aufgrund der Kanäle der multispektralen Flächenkamera hat sehr gut funk-

tioniert. Die Anwendung sollte in einem zweiten Trocknungsprozess getestet werden, 

hierfür wurde ein Schranktrockner verwendet.  

6.1 Kanäle der multispektralen Flächenkamera  

Da alle Versuche parallel im Einzelschichttrockner und Schranktrockner durchgeführt 

wurden (gleiche Obstproben und Umgebungsbedingungen) und der Aufbau im 

Schranktrockner einbautechnisch nicht möglich war, konnte die multispektrale Flä-

chenkamera Kamera selbst nicht für eine direkte Messung im Schranktrockner ver-

wendet werden. Mit einem Modell wurden die Kanäle aus den mit dem Spektrometer 

am externen Farbmessplatz erfassten Spektren simuliert. Da das Spektrometer bei der 

Aufnahme von Spektren über den gesamten Messbereich mittelt, ist dies nur an sehr 

uniformen Oberflächen möglich.  

Abbildung 76 zeigt das Vorgehen der Simulation der MSFK-Kanäle.  

 

Abbildung 76: Simulation MSFK Kanäle 
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Anhand des bekannten Transmissionsverhaltens der Vorsatzfilter, sowie den Sensiti-

vitäten des Sensors in der RGB-Kamera, können die Spektren der zwölf Kanäle be-

rechnet werden (links in Abbildung 76). Um zusätzlich das Verhalten der Kamera selbst 

(also nicht nur des Sensors und des Objektivpakets) einzubeziehen, wird je Kanal ein 

elektronischer Verstärkungsfaktor eingerechnet. Dieser wird mit den im Einzelschicht-

trockner erfassten „wahren“ MSFK-Daten für jeden Kanal abgeschätzt. Ergebnis der 

Modellbildung sind die zwölf spektralen Empfindlichkeitskurven der multispektralen 

Flächenkamera.  

Aus dem Signal des Spektrometers und den zuvor aufgenommenen Weiß- und 

Schwarzreferenzen wird für jeden Messzeitpunkt ein Reflexionsspektrum berechnet 

(rechts in Abbildung 76). Wird das Integral des Produkts von Empfindlichkeit der Ka-

mera und Reflexionsspektrum der Probe über die Wellenlänge gebildet, erhält man für 

jeden Kanal zu jedem Zeitpunkt den simulierten Wert der multispektralen Flächenka-

mera: 

𝑀𝑆𝐹𝐾𝑖  =  ∫ (𝐸𝑖(𝜆) ∗ 𝑅(𝜆)

850𝑛𝑚

450𝑛𝑚

) 𝑑𝜆 (16) 

mit  Ei  Empfindlichkeit der MSFK je Kanal 

R  Reflexion der Probe 

λ  Wellenlänge 

Zur Kontrolle wurden die gemessenen Werte der multispektralen Flächenkamera über 

den simulierten Werten desselben Versuchs im Einzelschichttrockner aufgetragen. 

Dies ist in Abbildung 77 gezeigt. 

 

Abbildung 77: Vergleich gemessene und simulierte MSFK Daten 
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Der Großteil der Werte liegt auf der Gerade y = x (gestrichelt) und das Bestimmtheits-

maß ist mit R² = 0,997 sehr hoch. Dies bedeutet, dass die simulierten Daten die ge-

messenen Werte sehr gut wiedergeben (vergleiche Kapitel 4.3.). 

Aufgrund dieser Ergebnisse können die simulierten Spektren für die weitere Auswer-

tung am Schranktrockner verwendet werden. 

6.2 Vorhersage von Qualitätseigenschaften am Schranktrockner 

Am Schranktrockner wurden nur Qualitätseigenschaften von Mangos untersucht, da 

die Verwendung der simulierten MSFK-Kanäle für strukturierte Oberflächen wie Ana-

nas nicht geeignet ist.  

Tabelle 10 und Tabelle 11 geben einen Überblick über die Ziel- und Prozessgrößen 

der Modellbildung. Die Modellbildung wurde mit Random Forest durchgeführt. 

Tabelle 10: Zielgrößen für die Modellbildung (Schranktrockner) 

Zielgröße 

Produktfeuchte xwb 

Zuckergehalt beziehungsweise Gehalt an gesamtlöslichen Feststoffen TSS rehydriertes 
Produkt 
Zuckergehalt beziehungsweise Gehalt an gesamtlöslichen Feststoffen TSS Rehydrierungs-
wasser  
pH-Wert Produkt 

pH-Wert Rehydrierungswasser 

Änderung von L*, Δa*, Δb*, ΔE00 

Mechanische Eigenschaften 

 

Tabelle 11: Prozessgrößen für die Modellbildung (Schranktrockner) 

Prozessgröße 

Lufttemperatur ϑL 

Relative Luftfeuchte rH 

Oberflächentemperatur ϑO 

Kanäle der multispektralen Flächenkamera 

Trocknungsdauer t  
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Produktfeuchte  

In Tabelle 12 ist gezeigt, welche Daten für die Vorhersage der Produktfeuchte xwb der 

Mangos aus dem Schranktrockner verwendet wurden, welches Bestimmtheitsmaß R² 

der Testdaten dabei erzielt wurde und welches die wichtigsten Einflussgrößen waren. 

Tabelle 12: Einflussgrößen Vorhersage Produktfeuchte xwb Mango (Schranktrockner) 

Mo-
dell-
num-
mer 

Untersuchte Einfluss-
größen für das Modell 

Bestimmtheitsmaß 
R² Testdaten 

Wichtigste Einflussgrößen 
(der Stärke des Einflusses 
nach) 

1 MSFK alle Kanäle 0,70 MSFK 4, MSFK 2, MSFK 5, 
MSFK 10 

2 MSFK alle Kanäle, t, ϑO, 

ϑL, rH 
0,89 t, ϑO, ϑL, MSFK 3 

3 t, ϑO, ϑL, rH 0,94 t, ϑO, ϑL 

Wurden nur die zwölf simulierten Kanäle der multispektralen Flächenkamera zur Vor-

hersage der Produktfeuchte verwendet, so konnte ein Bestimmtheitsmaß von 

R² = 0,70 erreicht werden (Modell 1). Wenn die Prozessparameter Trocknungsdauer 

t, Lufttemperatur ϑL, Luftfeuchte rH und Oberflächentemperatur ϑO mit ins Modell ge-

nommen wurden, konnte das Bestimmtheitsmaß auf R² = 0,89 erhöht werden (Mo-

dell 2). Allerdings kann am Schranktrockner die Produktfeuchte auch ausschließlich 

mit den Prozessparametern vorhergesagt werden. In Modell 3 wurde dabei sogar das 

höchste Bestimmtheitsmaß mit R² = 0,94 erreicht.  

Die Ergebnisse für die Vorhersage aufgrund der Kanäle der multispektralen Flächen-

kamera (Modell 1), sowie über die Kanäle und die Prozessparameter (Modell 2) sind 

grafisch in Abbildung 78 gezeigt.  
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Auf der x-Achse sind jeweils die gemessenen Werte aufgezeichnet, auf der y-Achse 

die vom Modell vorhergesagten Werte. Die hellen Punkte sind die Trainingsdaten, die 

dunklen die Testdaten. Je näher die Punkte an der Diagonalen liegen, desto besser ist 

die Vorhersage. 

 

Abbildung 78: Vergleich Vorhersage und Messung xwb (Schranktrockner), links Modell 1, 

rechts Modell 2 

Das Ergebnis für die Vorhersage anhand der MSFK-Kanäle zeigt dabei eine deutliche 

Streuung. Außerdem kann das Modell für Produktfeuchten unter 25 % die Feuchte 

nicht vorhersagen. Beides wird besser, wenn die Prozessparameter für die Vorhersage 

mitverwendet werden (Abbildung 78 rechts). Dann ist eine Vorhersage mit einem Be-

stimmtheitsmaß R² von 0,89 möglich. 

Gesamtlösliche Feststoffe  

Bei der Untersuchung der gesamtlöslichen Feststoffe TSS wie auch des pH-Werts 

wurden das rehydrierte Produkt und das Rehydrierungswasser einzeln analysiert. Für 

die Vorhersage des Gehalts an gesamtlöslichen Feststoffen des rehydrierten Produkts 

konnten nur sehr geringe Bestimmtheitsmaße von etwa R² = 0,1 gefunden werden. 

Daher erfolgte die Modellbildung ausschließlich für die gesamtlöslichen Feststoffe des 

Rehydrierungswassers. 

Tabelle 13 zeigt den Einfluss der einzelnen Größen auf das Modell und das Be-

stimmtheitsmaß R² der Testdaten für die gesamtlöslichen Feststoffe des Rehydrie-

rungswassers der Mango-Proben. 
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Tabelle 13: Einflussgrößen Vorhersage gesamtlösliche Feststoffe TSS Rehydrierungswasser 

Mangos  

Mo-
dell-
num-
mer 

Untersuchte Einfluss-
größen für das Modell 

Bestimmtheitsmaß 
R² Testdaten 

Wichtigste Einflussgrößen 
(der Stärke des Einflusses 
nach) 

1 MSFK alle Kanäle 0,64 MSFK 4, MSFK 3, MSFK 2, 
MSFK 6 

2 MSFK alle Kanäle, t, ϑO, 

ϑL, rH 
0,81 t, ϑO, rH, ϑL, MSFK 6, MSFK 2 

3 t, ϑO, ϑL, rH 0,70 t, ϑO, rH, ϑL 

Für die Vorhersage der gesamtlöslichen Feststoffe im Rehydrierungswasser wurde 

das beste Ergebnis erzielt, wenn alle Werte verwendet wurden (Modell 2). Hier konnte 

ein Bestimmtheitsmaß R² von 0,81 erreicht werden. Die wichtigsten Einflussgrößen 

waren die Trocknungsdauer t und die Oberflächentemperatur des Produkts ϑO. Wur-

den nur die simulierten Kanäle der multispektralen Flächenkamera verwendet (Mo-

dell 1), konnte ein Bestimmtheitsmaß R² von 0,64 erreicht werden. Wenn nur die Pro-

zessparameter für die Vorhersage verwendet wurden konnte ein Bestimmtheitsmaß 

R² von 0,70 erreicht werden (Modell 3).  

Die Ergebnisse für die Vorhersage mit den Kanälen der multispektralen Flächenka-

mera (Modell 1), sowie über die Kanäle und Prozessparameter (Modell 2) sind in Ab-

bildung 79 grafisch gezeigt. Die vorhergesagten Werte sind dabei über den gemesse-

nen Werten aufgetragen.  

 

Abbildung 79: Vergleich Vorhersage und Messung TSS, links Modell 1, rechts Modell 2 

Trainingsdaten (heller Punkte) wie auch Testdaten (dunklere Punkte) sind bei hohen 

und bei niedrigen TSS-Werten mit dem Modell schwer vorhersagbar. Dies ist daran 

erkennbar, dass es zwar Messwerte unterhalb von 5 % und über 9 % gibt, aber keine 

vorhergesagten Werte.  

Die Vorhersage der gesamtlöslichen Feststoffe im Rehydrierungswasser ist mit den 

Modellen gut möglich. Die Verwendung der multispektralen Flächenkamera zusätzlich 
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zu den Prozessgrößen bringt dabei einen Mehrwert, was am höheren Bestimmtheits-

maß R² von Modell 2 im Vergleich zu Modell 3 zu erkennen ist.  

Farbänderungen  

Die folgenden Tabellen zeigen die Ergebnisse für Δa*, Δb* und ΔE00. Die Be-

stimmtheitsmaße der Vorhersagen für ΔL* waren niedrig (R²<0,30), daher wurden de-

ren Vorhersagemodelle nicht weiter betrachtet. 

In Tabelle 14 sind die Einflussgrößen und die Qualität der Vorhersage für Δa* zu se-

hen.  

Tabelle 14: Einflussgrößen Vorhersage Δa* Mangos  

Mo-
dell-
num-
mer 

Untersuchte Einfluss-
größen für das Modell 

Bestimmtheitsmaß 
R² Testdaten 

Wichtigste Einflussgrößen 
(der Stärke des Einflusses 
nach) 

1 MSFK alle Kanäle 0,91 MSFK 7, MSFK 5, MSFK 2 

2 MSFK alle Kanäle, t, ϑO, 

ϑL, rH 
0,93 MSFK 7, t, ϑO 

3 t, ϑO, ϑL, rH 0,40 t, ϑO, rH 

Die besten Ergebnisse werden erreicht, wenn alle Eingangsgrößen verwendet werden 

(Modell 2). Das Bestimmtheitsmaß R² ist dabei mit 0,93 sehr hoch. Auch wenn nur die 

Kanäle der multispektralen Flächenkamera verwendet werden (Modell 1), kann ein Be-

stimmtheitsmaß R² von 0,91 für die Vorhersage erreicht werden. Wird die multispekt-

rale Flächenkamera zur Vorhersage nicht mitverwendet ist das Bestimmtheitsmaß R² 

mit 0,40 gering. Die Ergebnisse sind ebenfalls in Abbildung 80 gezeigt. Dabei ist links 

die Vorhersage anhand der Kanäle der multispektralen Flächenkamera gezeigt (Mo-

dell 1) und rechts die Vorhersage, wenn zusätzlich die Prozessparameter verwendet 

wurden (Modell 2).  

 

Abbildung 80: Vergleich Vorhersage und Messung Δa*, links Modell 1, rechts. Modell 2 
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Die enge Verteilung in Abbildung 80 zeigt, dass die vorhergesagten Werte und die 

gemessenen Werte sehr gut übereinstimmen. Dies ist für beide Modelle der Fall und 

zeigt sich ebenfalls in den hohen Bestimmtheitsmaßen R².  

Tabelle 15 zeigt die Modelle für die Vorhersage von Δb*.  

Tabelle 15: Einflussgrößen Vorhersage Δb Mangos  

Mo-
dell-
num-
mer 

Untersuchte Einfluss-
größen für das Modell 

Bestimmtheitsmaß 
R² Testdaten 

Wichtigste Einflussgrößen 
(der Stärke des Einflusses 
nach) 

1 MSFK alle Kanäle 0,58 MSFK 10, MSFK 4, MSFK 5, 
MSFK 3 

2 MSFK alle Kanäle, t, ϑO, 

ϑL, rH 
0,56 ϑL, ϑO, MSFK 10 

Die Vorhersage von Δb* ist bei ausschließlicher Verwendung der Kanäle der multi-

spektralen Flächenkamera (Modell 1) gleich gut, wie wenn die Prozessparameter für 

die Modellbildung mitgenutzt werden (Modell 2). Bei beiden Vorhersagen sind die Be-

stimmtheitsmaße von unter R² = 0,60 gering. Eine Vorhersage ohne die Kanäle der 

multispektralen Flächenkamera war daher nicht möglich.  

In Abbildung 81 sind die Ergebnisse grafisch dargestellt. Links sind die Ergebnisse bei 

Verwendung von Modell 1 zu sehen, rechts die Ergebnisse für Modell 2.  

 

Abbildung 81:Vergleich Vorhersage und Messung Δb*, links Modell 1, rechts Modell 2 

Neben den geringen Bestimmtheitsmaßen R² ist in Abbildung 81 eine große Streuung 

der Testdaten (dunkle Punkte) im Vergleich zu den Trainingsdaten (helle Punkte) zu 

erkennen. Dies ist ein Hinweis auf Overfitting und könnte durch eine weitere Optimie-

rung der Modellbildung vielleicht verbessert werden. 
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In Tabelle 16 sind die Ergebnisse der Vorhersage von ΔE00 gezeigt  

Tabelle 16: Einflussgrößen Vorhersage ΔE00 Mangos  

Mo-
dell-
num-
mer 

Untersuchte Einfluss-
größen für das Modell 

Bestimmtheitsmaß 
R² Testdaten 

Wichtigste Einflussgrößen 
(der Stärke des Einflusses 
nach) 

1 MSFK alle Kanäle 0,47 MSFK 10, MSFK 1, MSFK 7 

2 MSFK alle Kanäle, t, ϑO, 

ϑL, rH 
0,61 t, ϑO, MSFK 6, MSFK 2 

3 t, ϑO, ϑL, rH 0,41 t, ϑO, rH 

Die Verwendung der Prozessparameter zusätzlich zu den Kanälen der multispektralen 

Flächenkamera (Modell 2) verbessert die Vorhersage im Vergleich zur alleinigen Ver-

wendung der Kanäle der MSFK (Modell 1) eindeutig. Die Vorhersage nur unter Ver-

wendung der Kanäle der MSFK führt zu niedrigen Bestimmtheitsmaßen R², genauso 

wie die Vorhersage ohne Verwendung der MSFK-Kanäle. 

In Abbildung 82 sind die Ergebnisse bei der Vorhersage über die Kanäle der MSFK 

(Modell 1), sowie das Ergebnis der Vorhersage mit den Kanälen und den Prozesspa-

rametern (Modell 2) grafisch dargestellt. 

 

Abbildung 82:Vergleich Vorhersage und Messung ΔE00, links Modell 1, rechts Modell 2 

Die beste Vorhersage von ΔE00 wurde erreicht, wenn alle Kanäle der multispektralen 

Flächenkamera, die Prozessparameter, die Trocknungsdauer und die Oberflächen-

temperatur verwendet wurden. Die Testdaten streuen bei der Vorhersage von ΔE00 

stärker als die Trainingsdaten. 

pH-Wert 

Bei der Vorhersage der pH-Werte konnten mit Bestimmtheitsmaßen R² von 0,15 keine 

sinnvollen Ergebnisse erreicht werden. Dies bedeutet, dass sich der pH-Wert durch 

die Trocknung nicht ändert, was die Messergebnisse bestätigt. 
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Mechanische Eigenschaften 

Bei der Vorhersage der mechanischen Eigenschaften der Mangos konnten mit Be-

stimmtheitsmaßen R² von generell unter 0,10 keine sinnvollen Ergebnisse erreicht 

werden. Lediglich bei der Vorhersage der spezifischen Arbeit Wspez wurden mit einem 

Bestimmtheitsmaß von R² = 0,30 etwas bessere Ergebnisse erzielt.
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7 Vergleich und Diskussion 

Zur Bewertung der Ergebnisse der Arbeit werden die Ergebnisse der einzelnen Trock-

nungsprozesse besprochen und miteinander verglichen. Außerdem werden vergleich-

bare Untersuchungen in der Literatur betrachtet und es wird auf mögliche Fehler sowie 

Grenzen des Systems eingegangen.  

7.1 Ergebnisse im Einzelschichttrockner 

Es konnte gezeigt werden, dass sich die mit Random Forest gefundenen Modelle am 

Einzelschichttrockner sehr gut eignen, um die Produktfeuchte von Mangos und Ana-

nas aufgrund weniger Messgrößen vorherzusagen.  

Für Mangos konnten Produktfeuchten mit einem Bestimmtheitsmaß R² von bis zu 0,99 

vorhergesagt werden. Dabei konnte der Umfang an nötigen Messgrößen minimiert 

werden. Bei Verwendung der einflussstärksten Kanäle der multispektralen Flächenka-

mera, der relativen Luftfeuchte rH, der Lufttemperatur des Trockners ϑL, sowie der 

Oberflächentemperatur des Produkts ϑO für die Modellbildung konnten Bestimmtheits-

maße R² von 0,98 erreicht werden. Ein noch höheres Bestimmtheitsmaß R² von 0,99 

konnte erzielt werden, wenn zusätzlich die restlichen Kanäle der multispektralen Flä-

chenkamera verwendet wurden. Wurden nur die Kanäle der multispektralen Flächen-

kamera verwendet, lag das Bestimmtheitsmaß R² immer noch bei 0,91. Dabei waren 

alle für die besten Modelle verwendeten Messgrößen entweder fixe Stellgrößen des 

Trockners (ϑL und rH), einfach messbare Prozessgrößen (ϑO und t) oder Kanäle der 

multispektralen Flächenkamera. Dies bedeutet, dass mit einfachen Messmethoden 

und der zusätzlichen Verwendung weniger Kanäle der multispektralen Flächenkamera 

sehr gute Modelle zur Vorhersage der Produktfeuchte zu jedem Zeitpunkt gebildet 

werden können.  

Für die Auswertung der Trocknungsversuche mit Ananas wurden die Daten der multi-

spektralen Kamera vorverarbeitet. Mit einem Softwarefilter wurde eine Maske erstellt, 

mit deren Hilfe nur relevante Bereiche des Produkts ausgewertet werden konnten. 

Dies ist ein großer Vorteil der multispektralen Flächenkamera, da, im Gegensatz zu 

Punkt-Spektrometern, genau Bereiche von Interesse ausgewertet werden können. 

Anhand der vorverarbeiteten Daten konnten für die Vorhersage der Produktfeuchte der 

Ananas sehr gute Ergebnisse erzielt werden. Bezüglich der Produktfeuchte konnten 

Vorhersagen mit Wahrscheinlichkeiten (Bestimmtheitsmaß R²) von bis zu 0,98 ge-

macht werden. Wie bei der Vorhersage der Produktfeuchte für Mangos, konnte auch 

bei Ananas der Umfang an nötigen Messgrößen minimiert werden. Bei der Vorhersage 

der Produktfeuchte konnten bei Verwendung der drei einflussstärksten Kanäle der 

multispektralen Flächenkamera, der relativen Luftfeuchte rH, der Lufttemperatur des 

Trockners ϑL, sowie der Oberflächentemperatur des Produkts ϑO für die Modellbildung 

Bestimmtheitsmaße R² von 0,98 erreicht werden. Wurden nur die Kanäle der multi-

spektralen Flächenkamera verwendet, lag das Bestimmtheitsmaß R² bei 0,90. Dies 
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bedeutet, dass auch für Ananas-Scheiben mit einfachen Messmethoden und der zu-

sätzlichen Verwendung weniger Kanäle der multispektralen Flächenkamera sehr gute 

Modelle zur Vorhersage der Produktfeuchte gebildet werden können.  

7.2 Ergebnisse im Schranktrockner 

Die Kombination aus multispektraler Flächenkamera und maschinellem Lernen sollte 

in einem weiteren Trocknungsprozess angewandt werden. Am Schranktrockner wur-

den Produktfeuchte, Gehalt an gesamtlöslichen Feststoffen, pH-Wert, Farbe und me-

chanische Eigenschaften vorhergesagt.  

Die Produktfeuchte konnte mit einem Bestimmtheitsmaß R² von 0,70 vorhergesagt 

werden, wenn die zwölf Kanäle der multispektralen Flächenkamera verwendet wurden. 

Wurden zusätzlich die Prozessparameter Lufttemperatur, Luftfeuchte, Oberflächen-

temperatur und Trocknungsdauer verwendet, konnte das Modell eindeutig verbessert 

werden. Das Bestimmtheitsmaß R² lag bei 0,89. Bei der Vorhersage anhand der Ka-

näle der multispektralen Flächenkamera zeigt sich eine Lücke des Modells bei niedri-

gen Produktfeuchten. Diese wird geschlossen, wenn die weiteren Eingangsgrößen 

hinzugenommen werden. Die beste Vorhersage konnte gemacht werden, wenn aus-

schließlich die Prozessparameter, die Trocknungsdauer und die Oberflächentempera-

tur für das Modell genutzt wurden. Dies zeigt einen starken Einfluss der Trocknungs-

dauer am Schranktrockner. Sollte nur die Produktfeuchte vorhergesagt werden, wäre 

es in diesem Fall nicht nötig gewesen, die multispektrale Flächenkamera zu nutzen.  

Der Gehalt an gesamtlöslichen Feststoffen konnte für die rehydrierten Mangos selbst 

nicht vorhergesagt werden, die Bestimmtheitsmaße lagen bei etwa 0,1. Bei der Vor-

hersage des Gehalts an gesamtlöslichen Feststoffen im Rehydrierungswasser konnte 

ein Bestimmtheitsmaß R² von 0,81 erreicht werden, wenn die Kanäle der multispekt-

ralen Flächenkamera und die Prozessdaten genutzt wurden. Wurden nur die Kanäle 

der multispektralen Flächenkamera verwendet, betrug das Bestimmtheitsmaß R² 0,64. 

Hier zeigt sich ebenfalls eine Lücke bei der Vorhersage von niedrigen oder sehr hohen 

Werten. Die Nutzung der Kamera in Kombination mit der Erfassung einfach messbarer 

Größen bietet einen deutlichen Mehrwert.  

Bei der Vorhersage der Farbe mit den Kanälen der multispektralen Flächenkamera 

konnten Bestimmtheitsmaße von 0,47 (ΔE00), 0,58 (Δb*) und 0,91 (Δa*) erreicht wer-

den. Die Vorhersage von ΔL* führte zu sehr niedrigen Bestimmtheitsmaßen R² und 

zeigte eine starke Streuung der Daten. Wurden zusätzlich zu den Kanälen der multi-

spektralen Flächenkamera die Prozessdaten genutzt, konnten die Bestimmtheitsmaße 

für ΔE00 und Δa* auf 0,61 beziehungsweise 0,93 erhöht werden. Für Δb* lag das Be-

stimmtheitsmaß dann bei R² = 0,56. Die Vorhersage der Vitamin C-Retention über die 

Änderung des Farbabstands ΔE ist mit diesen Messungen nur begrenzt möglich, da 

das Bestimmtheitsmaß von 0,61 für die Vorhersage von ΔE00 nicht sehr hoch ist. Die 

Ergebnisse dieser Arbeit bestätigen die Ergebnisse von Arendt (2018) somit nicht. Es 

muss aber beachtet werden, dass der Versuchsbereich in dieser Arbeit, im Vergleich 
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zu vorher durchgeführten Untersuchungen von Arendt (2018), auf denen die Verbin-

dung zwischen Vitamin C-Retention und Änderung des Farbabstands ΔE aufbaut, op-

timiert und dadurch reduziert worden war. Starke Änderungen in Farbe und Vitamin C-

Gehalt traten bei Arendt (2018) bei Temperaturen über etwa 65 °C auf, in dieser Arbeit 

wurden im Bereich über 65 °C nur wenige Versuche durchgeführt. 

Die Vorhersage der pH-Werte sowie der mechanischen Eigenschaften war nur mit 

sehr geringen Bestimmtheitsmaßen R² von maximal 0,30 möglich. 

7.3 Vergleich mit Literaturwerten 

Die Ergebnisse optischer Untersuchungen von Obst und Gemüse lassen sich nicht 

immer direkt vergleichen, da die Unterschiede in Verfahren, Produktsorten, Vorberei-

tung, Verarbeitung, Analyse und Auswertung groß sind. Dies muss beim Vergleich der 

Ergebnisse dieser Arbeit mit Ergebnissen aus der Literatur stets beachtet werden. Fo-

kus liegt dabei auf der Verwendung von hyperspektraler und multispektraler Bildge-

bung während der Trocknung. Wenn keine anderen Quellen vorlagen, wurde auch Li-

teratur zu frischen Produkten betrachtet.  

Einige Quellen haben als Größe für die Qualität der Vorhersage nicht das Be-

stimmtheitsmaß R² verwendet, sondern den Korrelationskoeffizienten r. Für die linea-

rer Regression ist der Zusammenhang zwischen den beiden Größen in Gleichung (17) 

gezeigt (Faes, 2020) 

𝑅² =  𝑟 ∙ 𝑟 (17) 

R² und r liegen immer zwischen 0 und 1 beziehungsweise -1 und 1. Das Bestimmtheits-

maß ist somit immer kleiner als der Korrelationskoeffizient; ein r von 0,90 resultiert 

beispielsweise in einem R² von 0,81. Die einfache Umrechnung aus Gleichung (17) 

gilt nicht für alle Fälle. Da nicht immer alle Daten und Berechnungsmechanismen für 

die einzelnen Quellen vorlagen, konnte das wahre Bestimmtheitsmaß nicht einfach 

berechnet werden. Um trotzdem einen Vergleich zwischen den Ergebnissen dieser 

Arbeit und der Literatur zu ermöglichen wurde folgende Annahme getroffen: Je näher 

Bestimmtheitsmaß oder Korrelationskoeffizient der Ergebnisse an 1 liegen, desto bes-

ser war die Vorhersage. Dabei wären Ergebnisse mit einem R² von 0,80 beispielsweise 

besser als solche mit einem r von ebenfalls 0,80. 

Produktfeuchte 

Die Produktfeuchte ist die Größe, die mittels spektraler Messungen am häufigsten un-

tersucht und vorhergesagt wurde.  

So konnten Pu et al. (2015) durch Verwendung der hyperspektralen Bildgebung bei 

Wellenlängen zwischen 880 nm und 1720 nm die Produktfeuchte in Mangos während 

der Mikrowellen-Trocknung vorhersagen. Dabei konnte durch Regression der partiel-

len kleinsten Quadrate ein Bestimmtheitsmaß von R² = 0,995 erreicht werden. 



Vergleich und Diskussion  105 

 

Mozaffari et al. (2017) verwendeten Laser-Bildgebung mit drei Wellenlängen (650 nm, 

780 nm und 880 nm) zur Vorhersage der Produktfeuchte in Äpfeln während der Trock-

nung bei 50 und 70 °C, sowie Luftgeschwindigkeiten von 1 m/s und 1,4 m/s. Anhand 

der drei Wellenlängen wurde die Produktfeuchte mit einer Korrelation von r = 0,98 vor-

hergesagt. 

Liu et al. (2016) haben Karotten bei der Trocknung (60 °C) mit multispektralen Bildge-

bungssystemen im Bereich von 405 nm bis 970 nm vermessen und dabei die Produkt-

feuchte untersucht. Die Vorhersage fand mit einer Regression der partiellen kleinsten 

Quadrate (PLS), Least Squares-Support Vector Machines (LS-SVM) und Back Propa-

gation Neural Networks (BPNN) statt. Vorhergesagt werden konnte die Feuchte mittels 

PLS mit einem Bestimmtheitsmaß von R² = 0,95, mittels LS-SVM von R² = 0,98 und 

mittels BPNN von R² = 0,99. Zur Vorhersage wurden 19 Wellenlängen verwendet. 

In der Arbeit von Huang et al. (2014) wurden Sojabohnen bei der Mikrowellen-Vakuum-

Trocknung mit hyperspektraler Bildgebung zwischen 400 nm und 1000 nm untersucht. 

Mit einer partiellen Regression wurde die Produktfeuchte vorhergesagt. Bei der Vor-

hersage konnten Korrelationen von r = 0,97 erreicht werden. Verwendet wurden für 

die Vorhersage 94 Wellenlängen. 

Crichton et al. (2018) haben hyperspektrale Bildgebung bei Wellenlängen von 400 nm 

bis 1000 nm bei der Trocknung von Äpfeln zur Vorhersage der Produktfeuchte ver-

wendet. Die Äpfel wurden dabei zwischen 50 °C und 70 °C getrocknet. Die Be-

stimmtheitsmaße lagen bei R² = 0,99 für die Produktfeuchte bei der Verwendung von 

drei Wellenlängen (540 nm, 817 nm und 977 nm) für die Vorhersage. 

Die Untersuchungen von Guthrie et al. (1997) befassen sich mit der Vorhersage der 

Trockensubstanz in frischen Mangos durch Spektralanalysen im nahinfraroten Bereich 

bei 760 nm bis 2500 nm. Mit einer multiplen linearen Regression konnte bei der Vor-

hersage mit vier Wellenlängen ein Bestimmtheitsmaß von R² = 0,90 und bei Verwen-

dung einer angepassten Regression der partiellen kleinsten Quadrate ein Be-

stimmtheitsmaß von R² = 0,98 erreicht werden. 

Das Bestimmtheitsmaß der vorliegenden Arbeit bei Verwendung von Random Forests 

im Einzelschichttrockner lag bei Ananas bei R² = 0,98 und bei Mangos bei R² = 0,99. 

Bei der Ananas wurden als Größen für die beste Vorhersage mit Random Forest drei 

relevante Kanäle der multispektralen Flächenkamera, sowie Trocknungsdauer t, Ober-

flächentemperatur ϑO, Lufttemperatur ϑL, und relative Luftfeuchte rH verwendet. Bei den 

Mangos waren dies Oberflächentemperatur ϑO, Lufttemperatur ϑL, relative Luftfeuchte 

rH, sowie alle Kanäle der multispektralen Flächenkamera für ein Bestimmtheitsmaß 

von R² = 0,99. Wurden nur drei relevante Kanäle der multispektralen Flächenkamera, 

sowie Oberflächentemperatur ϑO, Lufttemperatur ϑL, relative Luftfeuchte rH verwendet, 

konnte für die Mangos ein Bestimmtheitsmaß von R² = 0,98 erreicht werden, für die 

Ananas lag es bei R² = 0,90. 
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Am Schranktrockner lag das Bestimmtheitsmaß der Vorhersage anhand der Kanäle 

der simulierten multispektralen Flächenkamera bei R² = 0,70. Die beste Vorhersage 

am Schranktrockner war nur abhängig von Trocknungsdauer t, Oberflächentemperatur 

ϑO, Lufttemperatur ϑL (R² =0,94). 

Die Ergebnisse am Einzelschichttrockner passen sehr gut zu den erwähnten Untersu-

chungen in der Literatur. Die Ergebnisse am Schranktrockner liegen etwas unter den 

Erwartungen.  

In Tabelle 17 ist der Vergleich zusammenfassend gezeigt. 

Tabelle 17: Vergleich Ergebnisse mit der Literatur Produktfeuchte xwb 

Quelle Produkt Bestimmtheits-
maß R² 

Korrelations-
koeffizient r 

Eingangsgrö-
ßen zur Vor-
hersage 

(Pu et al., 2015) Mangos bei der 
Trocknung 

0,995   

(Mozaffari et al., 
2017) 

Äpfel bei der 
Trocknung 

 0,98 3 Wellenlängen 

(Liu et al., 2016) Karotten bei der 
Trocknung 

0,95 
0,98 
0,99 * 

 19 Wellenlän-
gen 

(Huang et al., 
2014) 

Sojabohnen bei 
der Trocknung 

 0,97 94 Wellenlän-
gen 

(Crichton et al., 
2018) 

Äpfel bei der 
Trocknung 

0,99  3 Wellenlängen 

(Guthrie et al., 
1997) 

Frische Mangos 0,90 
0,98 * 

 4 Wellenlängen 

Vorliegende Ar-
beit 

Mangos bei der 
Trocknung 

0,91 (EST) 
0,99 (EST)  
 
0,70 (ST) 
0,94 (ST) ** 

 12 Kanäle 
12 Kanäle plus 
ϑO, ϑL, rH 
12 Kanäle 
t, ϑO, ϑL 

Ananas bei der 
Trocknung  

0,98 
 
0,90 

 12 Kanäle plus 
t, ϑO, ϑL,  

12 Kanäle 

* unterschiedliche R² aufgrund unterschiedlicher Vorhersage-Methoden  

** unterschiedlicher Trockner: EST=Einzelschichttrockner, ST= Schranktrockner 

Gesamtlösliche Feststoffe  

Guthrie et al. (1997) untersuchten die Möglichkeit zur Vorhersage des Gehalts an ge-

samtlöslichen Feststoffen in °Brix in frischen Ananas durch Spektralanalysen im nah-

infraroten Bereich bei 760 nm bis 2500 nm. Die Vorhersage erfolgte mit einer multiplen 

linearen Regression, hierbei wurde ein Bestimmtheitsmaß von R² = 0,75 erreicht und 

mit einer angepassten Regression der partiellen kleinsten Quadrate mit einem Be-

stimmtheitsmaß von R² = 0,91. Zur Vorhersage wurden lediglich vier Wellenlängen 

verwendet. 
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In der Arbeit von Schmilovitch et al. (2000) wurden eine multiple lineare Regression 

(MLR), Hauptkomponentenanalyse (PCA) und Regression der partiellen kleinsten 

Quadrate (PLS) verwendet, um den Gehalt an gesamtlöslichen Feststoffen in frischen 

Mangos anhand von Spektren zwischen 1200 nm und 2400 nm vorherzusagen. Die 

besten Ergebnisse mit einem Korrelationskoeffizienten von r = 0,93 wurden mit der 

multiplen linearen Regression erreicht. 

Peng et al. (2008) haben den Gehalt an gesamtlöslichen Feststoffen in frischen Äpfeln 

mit hyperspektraler Bildgebung im Wellenlängenbereich von 400 nm bis 1000 nm mit-

tels 23 Wellenlängen vorhergesagt. Mit einer angepassten Lorentz‘schen Verteilungs-

funktion konnte ein Korrelationskoeffizient von r = 0,88 erreicht werden. 

Die Untersuchungen von Fan et al. (2016) befassen sich mit der Verwendung von hy-

perspektraler Bildgebung im Bereich von 400 nm bis 1000 nm und einer kombinierten 

Regression der partiellen kleinsten Quadrate zur Vorhersage des Gehalts an gesamt-

löslichen Feststoffen in frischen Äpfeln. Dabei wurde bei Verwendung von 66 Wellen-

längen zur Vorhersage eine Korrelation von r = 0,91 erreicht. 

Hernández Gómez et al. (2006) untersuchten Spektren im Bereich von 400 nm bis 

2350 nm zur Vorhersage des Gehalts an gesamtlöslichen Feststoffen in °Brix in fri-

schen Mandarinen. Dabei wurden die Regression die partiellen kleinsten Quadrate und 

die Hauptkomponentenregression verwendet, mit denen eine Korrelation von r = 0,94 

erreicht werden konnte. 

Bei der Untersuchung der gesamtlöslichen Feststoffe wurden in dieser Arbeit teils hö-

here, teils niedrigere Bestimmtheitsmaße erreicht, als in der betrachteten Literatur. Für 

die Mangos lagen die Bestimmtheitsmaße mit Random Forest R² um 0,10 im Produkt 

und bei maximal R² = 0,81 im Rehydrierungswasser. Die verwendeten Größen zur 

Vorhersage waren für das Produkt, wie auch das Rehydrierungswasser alle Kanäle 

der multispektralen Flächenkamera, sowie Trocknungsdauer t, Oberflächentemperatur 

ϑO, Lufttemperatur ϑL und relative Luftfeuchte rH. Wurden nur die Kanäle der multi-

spektralen Flächenkamera zur Modellbildung verwendet, konnte ein Bestimmtheits-

maß von R² = 0,64 erreicht werden. 

 

 

 

 

 

 

 



108   Vergleich und Diskussion 

 

Zusammenfassend ist der Vergleich in Tabelle 18 gezeigt. 

Tabelle 18: Vergleich Ergebnisse mit der Literatur gesamtlösliche Feststoffe TSS 

Quelle Produkt Bestimmtheits-
maß R² 

Korrelations-
koeffizient r 

Eingangsgrö-
ßen zur Vor-
hersage 

(Guthrie et al., 
1997) 

Frische Ananas 0,75 
0,91 * 

 4 Wellenlängen 

(Schmilovitch et 
al., 2000) 

Frische Mango  0,93  

(Peng et al., 
2008) 

Frische Äpfel  0,88 23 Wellenlän-
gen 

(Fan et al., 
2016) 

Frische Äpfel  0,91 66 Wellenlän-
gen 

(Hernández 
Gómez et al., 
2006) 

Frische Manda-
rinen 

 0,94  

Vorliegende Ar-
beit 

Mangos bei der 
Trocknung 

0,64 
0,81 

 12 Kanäle 
12 Kanäle plus 
t, ϑO, rH, ϑL, 

* unterschiedliche R² aufgrund unterschiedlicher Vorhersage-Methoden  

Farbänderungen  

Xie et al. (2014) untersuchten die Vorhersage der Produktfarbe und Trocknungsdauer 

von Teeblättern während der Trocknung mithilfe hyperspektraler Bildgebung bei 

380 nm bis 1030 nm. Dabei wurden verschiedene Methoden des maschinellen Ler-

nens für die Vorhersage der Farbe verwendet; durch die Verwendung von Least 

Squares-Support Vector Machines konnten die Blätter für die Vorhersage der Trock-

nungsdauer klassifiziert werden. Dabei wurden folgende Korrelationen erreicht: r zwi-

schen 0,90 und 0,93 für ΔL*, r zwischen 0,62 und 0,97 für Δa*, r zwischen 0,90 und 

0,94 für Δb*, sowie r zwischen 0,71 und 1 für die Klassifizierung nach Trocknungs-

dauer. Es wurden 496 Eingangswerte verwendet und 6 bis 48 relevante Wellenlängen 

zur Vorhersage der Daten. 

In der Arbeit von Crichton et al. (2018) wurde die hyperspektrale Bildgebung bei Wel-

lenlängen von 400 nm bis 1000 nm zur Vorhersage der Produktfarbe bei der Trock-

nung von Äpfeln bei 50 °C und 70 °C angewandt. Die Bestimmtheitsmaße der Vorher-

sage lagen bei R² =0,96 für a* bei der Verwendung von nur zwei Wellenlängen 

(543 nm und 966 nm) sowie R² =0,80 für b* bei der Verwendung von fünf Wellenlängen 

(510 nm, 664 nm, 714 nm, 914 nm und 969 nm). 

Huang et al. (2014) betrachteten Sojabohnen bei der Mikrowellen-Vakuum-Trocknung 

mit hyperspektraler Bildgebung zwischen 400 nm und 1000 nm. Mit der Regression 

der partiellen kleinsten Quadrate wurde die Farbe (ΔE) vorhergesagt. Bei der Vorher-

sage der Farbe konnten Korrelationen von r = 0,86 erreicht werden, verwendet wurden 

hierfür 94 Wellenlängen. 
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Cozzolino et al. (2004) verwendeten ein Spektrophotometer zur Vorhersage der Farbe 

in Trauben aus Spektren mit Wellenlängen zwischen 400 nm und 1100 nm. Mit der 

Regression der partiellen kleinsten Quadrate wurde die Farbe der ganzen Trauben mit 

R² = 0,50 und der homogenisierten Trauben mit R² = 0,92 vorhergesagt.  

Die Vorhersage der Farbe mit Random Forest, sowie der Änderung im Vitamin C-Ge-

halt über den Farbabstand ΔE, lieferte in dieser Arbeit Bestimmtheitsmaße von 0,91 

(Δa*), 0,58 (Δb*) beziehungsweise 0,47 (ΔE00), wenn die Kanäle der multispektralen 

Flächenkamera verwendet wurden. Wurden zusätzlich die Prozessparameter für die 

Vorhersage genutzt, betrug das Bestimmtheitsmaß R² 0,93 (Δa*), 0,56 (Δb*) bezie-

hungsweise 0,61 (ΔE00). Die Ergebnisse dieser Arbeit sind damit teils schlechter, teils 

besser, als die Ergebnisse, die in der Literatur gefunden wurden. 

Der Vergleich mit den Literaturwerten ist in Tabelle 19 gezeigt.  

Tabelle 19: Vergleich Ergebnisse mit der Literatur Farbänderungen 

Quelle Produkt Bestimmtheits-
maß R² 

Korrelations-
koeffizient r 

Eingangsgrö-
ßen zur Vor-
hersage 

(Xie et al., 
2014) 

Teeblätter bei 
der Trocknung 

 0,90-0,93 (ΔL*) 
0,62-0,97 (Δa*) 
0,90-0,94 (Δb *) 
0,71-1 (Klassifi-
zierung nach 
Trocknungs-
dauer) 

6-48 Wellenlän-
gen 

(Crichton et al., 
2018) 

Äpfel bei der 
Trocknung  

0,96 (a*) 
0,80 (b*) 

 2 Wellenlängen 
5 Wellenlängen 

(Huang et al., 
2014) 

Sojabohnen bei 
der Trocknung 

 0,86 (ΔE) 94 Wellenlän-
gen 

(Cozzolino et 
al., 2004) 

Frische, ganze 
Trauben 

0,50   

Frische homo-
genisierte Trau-
ben 

0,92   

Vorliegende Ar-
beit 

Mangos bei der 
Trocknung 

0,91 (Δa*) 
0,93 (Δa*) 
 
0,58 (Δb*) 
0,56 (Δb*) 
 
0,47 (ΔE00) 
0,61 (ΔE00) 

 12 Kanäle 
12 Kanäle plus 
t, ϑO, rH, ϑL, 

12 Kanäle 
12 Kanäle plus 
t, ϑO, rH, ϑL, 

12 Kanäle 
12 Kanäle plus 
t, ϑO, rH, ϑL, 
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pH-Wert 

Schmilovitch et al. (2000) untersuchten die Möglichkeit zur Vorhersage des Säurege-

halts in frischen Mangos über Spektren aus dem nahen Infrarot-Bereich zwischen 

1200 nm und 2400 nm. Als Methoden wurden multiple lineare Regression (MLR), 

Hauptkomponentenanalyse (PCA) und Regression der partiellen kleinsten Quadrate 

(PLS) verwendet. Die besten Ergebnisse mit einer Korrelation von r = 0,61 wurden mit 

der multiplen linearen Regression erreicht. 

Die Untersuchungen von Hernández Gómez et al. (2006) betrachten die Verwendung 

von Vis- und NIR-Spektrometrie im Bereich von 400 nm bis 2350 nm zur Vorhersage 

des pH-Werts in frischen Mandarinen. Zur Vorhersage wurden die Regression, die 

partiellen kleinsten Quadrate (PLS) und die Hauptkomponentenregression (PCR) ver-

wendet, mit denen eine Korrelation von r = 0,80 erreicht werden konnte. 

Cozzolino et al. (2004) konnten den pH-Wert in frischen Trauben mit einem Spektro-

photometer bei Wellenlängen zwischen 400 nm und 1100 nm vorhersagen. Mit der 

Regression der partiellen kleinsten Quadrate wurden Bestimmtheitsmaße von 

R² = 0,90 für den pH-Wert in homogenisierten Trauben und R² = 0,60 in ganzen Trau-

ben erreicht. 

Mit einem Bestimmtheitsmaß R² von unter 0,10 konnten in dieser Arbeit die pH-Werte 

anhand der Änderungen im Spektrum und der Prozessgrößen nicht vorhergesagt wer-

den.  

Der Vergleich ist in Tabelle 20 zusammengefasst.  

Tabelle 20: Vergleich Ergebnisse mit der Literatur pH-Wert  

Quelle Produkt Bestimmtheits-
maß R² 

Korrelations-
koeffizient r 

Eingangsgrö-
ßen zur Vor-
hersage 

(Schmilovitch et 
al. 2000) 

Frische Mangos   0,61  

(Hernández 
Gómez et al., 
2006)  

Frische Man-
darnen 

 0,80  

(Cozzolino et 
al., 2004) 

Frische, ganze 
Trauben 

0,60   

Frische homo-
genisierte Trau-
ben 

0,90   

Vorliegende Ar-
beit 

Mangos bei der 
Trocknung 

Unter 0,10  12 Kanäle plus 
t, ϑO, rH, ϑL, 

* unterschiedliche R² aufgrund unterschiedlicher Vorhersage-Methoden  
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Mechanische Eigenschaften 

Die Untersuchungen von Schmilovitch et al. (2000) betrachteten die Verwendung von 

Spektren aus dem nahen Infrarot-Bereich zwischen 1200 nm und 2400 nm zur Vor-

hersage der Festigkeit frischer Mangos. Mit der multiplen linearen Regression konnte 

eine Korrelation von r = 0,82 erreicht werden. 

Hernández-Gómez et al. (2006) untersuchten Spektren im Bereich von 400 nm bis 

2350 nm mit Vis- und NIR-Spektrometrie zur Vorhersage der Festigkeit frischer Man-

darinen. Dabei wurden mithilfe der Regression die partiellen kleinsten Quadrate und 

die Hauptkomponentenregression zur Vorhersage der Kompressionskraft eine Korre-

lation von r = 0,83 erreicht.  

In der Literatur wurde ausschließlich frisches Obst untersucht, während in der vorlie-

genden Arbeit Änderungen während der Trocknung von Obst betrachtet wurden. Dies 

könnte die niedrigen Bestimmtheitsmaße bei der Vorhersage mechanischer Kriterien 

mittels Random Forest erklären, die mit Werten von maximal R² = 0,30 weit unter de-

nen der genannten Ergebnisse aus bisherigen Studien liegen.  

Tabelle 21 gibt einen Überblick über die Ergebnisse aus der Literatur und der vorlie-

genden Arbeit. 

Tabelle 21: Vergleich Ergebnisse mit der Literatur Mechanische Eigenschaften 

Quelle Produkt Bestimmtheits-
maß R² 

Korrelations-
koeffizient r 

Eingangsgrö-
ßen zur Vor-
hersage 

(Schmilovitch et 
al., 2000) 

Frische Mangos   0,82  

(Hernández-
Gómez et al., 
2006) 

Frische Manda-
rinen  

 0,83  

Vorliegende Ar-
beit 

Mangos bei der 
Trocknung 

Unter 0,30  12 Kanäle plus 
t, ϑO, rH, ϑL, 

 

Bewertung des Vergleichs 

Bei der Vorhersage der Produktfeuchte von Mangos und Ananas im Einzelschicht-

trockner waren die Ergebnisse dieser Arbeit vergleichbar mit denen aus der Literatur, 

bei der Vorhersage der Produktfeuchte von Mangos im Schranktrockner wurden hin-

gegen geringere Bestimmtheitsmaße erreicht.  

Die Vorhersage des Gehalts an gesamtlöslichen Feststoffen im Rehydrierungswasser 

der Mangos war mit gleich hohen Bestimmtheitsmaßen R² wie in der Literatur möglich, 

die der Farbe teils mit besseren, teils mit schlechteren. Bei den mechanischen Eigen-

schaften, dem Gehalt an gesamtlöslichen Feststoffen im rehydrierten Produkt und 

beim pH-Wert waren die Literaturwerte besser. 
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Bei der Bewertung ist zu beachten, dass meist mit anderen Verfahren, Produkten, 

Messmethoden oder mit frischen Produkten gearbeitet wurde. Außerdem wurde in der 

vorliegenden Arbeit ein neu entwickeltes optisches Messsystem genutzt und nicht nur 

ein Kriterium untersucht, sondern viele gleichzeitig. Mit diesem Hintergrund sind die 

teilweise abweichenden Ergebnisse in dieser Arbeit erklärbar.  

7.4 Fehlerbetrachtung 

Für hochwertige und verwendbare Ergebnisse müssen äußere Einflussgrößen so weit 

wie möglich ausgeschlossen werden und die Fehler der Messegräte, des Prozesses 

und der Programme bekannt sein. In den nachfolgenden Kapiteln werden mögliche 

Fehlerquellen gezeigt und beschrieben, wie deren Einfluss auf die Messergebnisse 

minimiert wurde.  

Random Forests sind aufgrund ihres Aufbaus mit vielen unterschiedlichen Entschei-

dungsbäumen sehr fehlerresistent.  

7.4.1 Äußere Einflussgrößen 

In Tabelle 22 sind mögliche äußere Einflussgrößen aufgelistet und es wird gezeigt, mit 

welchen Maßnahmen eine Beeinflussung der Messung durch diese Größen vermieden 

wurde: 

Tabelle 22: Äußere Einflussgrößen und Maßnahmen zur Vermeidung 

Einflussgröße Maßnahme 

Umgebungstemperatur Messung in geschützter Kammer, direkt am Austritt des Luft-
stroms (EST*) bzw. direkt neben dem Produkt (ST*) 

Relative Luftfeuchte der Um-
gebung 

Messung in geschützter Kammer, direkt am Austritt des Luft-
stroms (EST) bzw. direkt neben dem Produkt (ST) 

Erhitzen der optischen 
Messsysteme (inkl. Pyrome-
ter) 

Separat gekühlte und isolierte Messkammer (EST) bzw. ex-
terne Messung (ST) 

Erhitzen der Beleuchtung Direkte Kühlung der Beleuchtung (EST) bzw. externe Mes-
sung (ST) 

Einfluss der frischen Pro-
dukte 

Eingangsprüfung (optisch/ haptisch) und Bezug von Messda-
ten auf frische Probe 

Einfluss der Position der 
Scheiben im Trockner 

Immer gleiche Positionierung der Proben  

Verlust von Probenmasse Vorsichtiges Handling und regelmäßige Gewichtskontrolle 

Verunreinigung von Proben Hygienisches Arbeiten 

Genereller Umwelteinfluss Standardisiertes Vorgehen für alle Arbeitsschritte und Proto-
kollieren aller Abweichungen 

* EST= Einzelschichttrockner, ST=Schranktrockner 

7.4.2 Kreuzvalidierung 

Bei der Auswertung der Daten muss weiter darauf geachtet werden, dass alle Mess-

größen unabhängig voneinander sind. Vor allem bezieht sich dies auf den Faktor Zeit. 
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Hier muss klar sein, dass zeitunabhängige Größen auch wirklich zeitunabhängig sind. 

Dies bedeutet, dass beispielsweise die Lufttemperatur am Trockner über die gesamte 

Trocknungsdauer gleich bleibt. 

Generell sollte diese Abhängigkeit zwischen verschiedenen Parametern oder von der 

Zeit durch die Randomisierung des Versuchsplans ausgeschlossen werden. Durch 

diese Durchmischung der Versuche wird verhindert, dass kontinuierliche äußere oder 

Prozessänderungen einen großen Einfluss auf die Qualität haben. Da aber Verläufe 

über einen Versuch miteinander verglichen werden, sollte außerdem noch kreuzvali-

diert werden. Das bedeutet, dass die selbe Art an Vorhersage, beispielsweise Regres-

sion der partiellen kleinsten Quadrate für den Gehalt an gesamtlöslichen Feststoffen 

des Produkts, mit einem verschiedenen Teil der Trainingsdaten gemacht wird 

(EliteDataScience, 2019). Das Vorgehen ist grafisch in Abbildung 83 gezeigt. In jedem 

Durchgang wird genau gleich vorgegangen, nur wird jedes Mal ein anderer Satz an 

Daten zur Vorhersage genutzt. Im Optimalfall ist die Qualität der Ergebnisse immer 

gleich.  

 

Abbildung 83: Prinzip Kreuzvalidierung 

Bei der Verwendung von Random Forest in HeuristicLab war keine Kreuzvalidierung 

nötig, da dies im Programm integriert ist.  

7.4.3 Overfitting 

Ein Problem, das beim maschinellen Lernen auftreten kann, ist das sogenannte Over-

fitting, oder Überanpassung. Dies bedeutet, dass das Modell scheinbare Datenzusam-

menhänge erkennt, die es so gar nicht gibt (EliteDataScience, 2019; Affenzeller, 

2019). Dies ist in Abbildung 84 gezeigt. Das erste Modell sagt den wahren Zusammen-

hang zu ungenau vorher (Underfitting), das letzte Modell erkennt Zusammenhänge, 

wo in der Realität keine sind (Overfitting). Um gute Ergebnisse zu erhalten, muss das 

Modell jedoch optimal auf den wahren Zusammenhang passen. Dies ist im mittleren 

Modell der Fall (Pedregosa, 2019).  
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Abbildung 84: Underfitting, wahrer Zusammenhang und Overfitting, nach Pedregosa (2019) 

Erkannt werden kann Overfitting daran, dass bei den Trainingsdaten sehr gute Vor-

hersage-Ergebnisse erreicht werden, die Ergebnisse der Testdaten jedoch sehr 

schlecht sind. Vermieden werden kann es durch Vereinfachen des Modells, so können 

beispielsweise die Iterationsschritte reduziert werden (Affenzeller, 2019).  

7.5 Übergeordnete Diskussion 

Am Einzelschichttrockner konnte die Produktfeuchte mit einer sehr hohen Wahrschein-

lichkeit (Bestimmtheitsmaße zwischen 0,98 und 0,99) richtig vorhergesagt werden. Es 

hat sich gezeigt, dass die Verwendung der Random Forests in Kombination mit der 

multispektralen Flächenkamera für die Vorhersage der Produktfeuchte in Mangos und 

Ananas sehr gut geeignet ist. Bei Ananas wurden die Daten dabei mittels Softwarefil-

tern vorbearbeitet, um nur Bereiche von Interesse zu untersuchen. Dies stellt einen 

großen Vorteil der multispektralen Flächenkamera im Vergleich zu RGB-Kameras und 

Spektrometern dar, da sie Pixel für Pixel arbeitet, aber gleichzeitig Spektralinformatio-

nen erfasst.  

Im Praxistest am Schranktrockner wurden bei der Vorhersage Bestimmtheitsmaße R² 

zwischen 0,70 und 0,94 für die Produktfeuchte und 0,61 und 0,93 für andere Kriterien 

erreicht. Die Produktfeuchte, die in beiden Prozessen vorhergesagt wurde, kann im 

Schranktrockner aufgrund der Daten der simulierten multispektralen Flächenkamera 

nur mit einem Bestimmtheitsmaß R² von 0,70 vorhergesagt werden, während am Ein-

zelschichttrockner ein Bestimmtheitsmaß R² von 0,91 für Mangos und ein Be-

stimmtheitsmaß R² von 0,90 für Ananas erreicht wurde. Beim Schranktrockner wurde 

das beste Ergebnis mit einem Bestimmtheitsmaß R² von 0,94 sogar erreicht, wenn nur 

Trocknungsdauer, Prozessdaten und Oberflächentemperatur verwendet wurden.  

Damit ist die Vorhersage von Qualitätseigenschaften anhand der Kanäle der multi-

spektralen Flächenkamera im Schranktrockner insgesamt schwächer als im Einzel-

schichttrockner. Es wurde genauer untersucht, woran dies liegen kann. In Random 

Forest ist das Bestimmtheitsmaß R² der Testdaten die Größe, an der die Güte der 



Vergleich und Diskussion  115 

 

Vorhersage festgemacht wird. Ein niedriges Bestimmtheitsmaß bedeutet aber erst ein-

mal, dass mit maschinellem Lernen aus den verwendeten Eingangsgrößen kein gutes 

Modell zur Vorhersage der Zielgrößen gebildet werden konnte. Die Ursachen hierfür 

können vielfältig sein: Die gewählten Qualitätskriterien ändern sich nicht wie erwartet, 

die Messmethoden sind zur Erfassung der Änderungen nicht geeignet, die Daten-

menge ist zu gering oder die Daten sind ungleichmäßig verteilt. Außerdem kann ein 

niedriges Bestimmtheitsmaß R² ganz einfach bedeuten, dass bestimmte Kriterien nicht 

optisch erfasst werden können. Je mehr „Schwächen“ das Vorgehen hat, desto unsi-

cherer werden die Vorhersagen. 

Für den Anwender in der Praxis ist ein hohes R² nötig, um Qualitätskriterien mit hoher 

Sicherheit aus den Messdaten der multispektralen Flächenkamera abzuleiten. Für die 

Wissenschaft kann ein niedriges R² ein Mehrwert sein, da Zusammenhänge weiter 

erforscht werden müssen. Da es in dieser Arbeit es teils sehr gute und teils weniger 

gute Vorhersagen gab, ist die weitere Erforschung des Zusammenhangs zwischen 

Qualitätskriterien und Spektraländerungen und der Verwendung von maschinellem 

Lernen nötig, um den Einsatz der Verfahren in der Praxis möglich zu machen. 

Mögliche Ursachen für niedrige Bestimmtheitsmaße sind in Tabelle 23 aufgelistet.  

Tabelle 23: Fehlerquellen und mögliche Ursachen Schranktrockner 

Fehlerquelle Mögliche Ursachen 

Mangos  Sehr einheitliche Oberflächen, wenig Änderungen  
Dünne Scheiben wenig geeignet für Texturanalyse der halbtro-
ckenen Proben 

Trocknung  Manche Eigenschaften ändern sich durch die Trocknung nicht 
Mechanische Eigenschaften ändern sich stark, sind aber mit 
dem angewendeten Analyseverfahren nicht erfassbar 

Gewählte Parameter Enger Parameterraum, daher wenig extreme Änderungen 

Schranktrockner Geringe Probenmenge 
Kaum kontinuierliche Datenerfassung 
Untersuchung immer unterschiedlicher Proben (natürliche Va-
riabilität von Agrarprodukten, Reifegrad usw.) 

verwendete chemische oder 
mechanische Analysen  

Manche Größen ändern sich durch die Trocknung nicht  
Rehydrierung ist aufwendig und fehleranfällig 
Gewählte mechanische Kenngrößen sind evtl. nicht geeignet 
um Proben mit sich ändernder Konsistenz zu untersuchen  

12 Kanäle der MSFK  Externer Messplatz ist fehleranfälliger, abhängig von Umge-
bungsbedingungen 
Manche Änderungen können nicht optisch erfasst werden 

Auswertung in Random Fo-
rest  

Ungleich verteilte Daten 
Zu wenig Daten 

Andere Größerer Einfluss der Trocknungsdauer am Schranktrockner 
Viel Handling der Proben, viele Fehlermöglichkeiten 
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Einfluss Trocknungsprozesse und Probenentnahme  

Am Einzelschichttrockner wird zu jedem Zeitpunkt immer genau dieselbe Probe unter-

sucht. Da im Schranktrockner mit zerstörenden Messverfahren gearbeitet wird, muss 

zu jedem Zeitpunkt eine andere Probe untersucht werden. Diese ist zwar ähnlich 

(Charge, Trocknungsparameter, Dicke, …) aber nicht zu 100 % gleich (natürliche Va-

riabilität von Agrarprodukten, Reifegrad, …). Daher ist die Streuung im Schranktrock-

ner selbst bei perfektem Messgerät sicher größer und die Bestimmtheitsmaße R² sind 

zwangsläufig kleiner als am Einzelschichttrockner.  

Zudem ist der Probenumfang am Einzelschichttrockner mit etwa 30 bis 60 Messpunk-

ten pro Versuch und 530 Messwerten insgesamt größer als am Schranktrockner (5-15 

Messpunkte pro Versuch; 128 Messwerte insgesamt). Je größer die Menge an Daten 

ist, desto besser ist das Modell in Radom Forest und desto weniger fehleranfällig die 

Vorhersage.  

Aufgrund des sehr engen Versuchsraums ergaben sich für Mangos bei den meisten 

Kriterien keine extremen Veränderungen. Zum Austesten der Möglichkeiten der Kom-

bination aus multispektraler Flächenkamera und maschinellem Lernen, wäre ein grö-

ßerer Versuchsraum bei einem Produkt, das sich stärker ändert, aufschlussreicher.  

Abhängigkeit von der Trocknungsdauer  

Die Ergebnisse im Schranktrockner zeigen eine starke Abhängigkeit von der Trock-

nungsdauer. Dieses Verhalten ist auch in Random Forest zu sehen: Die Modelle wer-

den eindeutig besser, wenn zusätzlich zu den Kanälen der MSFK die Trocknungs-

dauer als Eingangsgröße verwendet wird. Der Vergleich ist in Abbildung 85 gezeigt: 

Links sind die vorhergesagten Daten über den gemessenen Daten der Produktfeuchte 

bei Modellbildung ohne die Trocknungsdauer zu sehen, rechts mit der Trocknungs-

dauer.  

 

Abbildung 85: Vorhersage der Produktfeuchte ohne und mit Trocknungsdauer 
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Für die Vorhersage der Produktfeuchte muss die Zeit als Eingangsgröße hinzugenom-

men werden. Dasselbe Verhalten ist beim Gehalt gesamtlöslichen Feststoffen und 

dem Farbabstand ΔE00 zu erkennen. Auch bei der Vorhersage der Produktfeuchte im 

Einzelschichttrockner werden die Modelle besser, wenn zusätzlich zu den Kanälen der 

multispektralen Flächenkamera die Lufttemperatur, die Luftfeuchte, die Trocknungs-

dauer und die Oberflächentemperatur genutzt werden. Allerdings sind die Ergebnisse 

der Vorhersage ohne Verwendung der Prozessgrößen am Einzelschichttrockner bes-

ser als am Schranktrockner.  

Datengrundlage und fehlende Zusammenhänge 

Random Forest kann auch zu geringe oder einseitige Daten nicht uneingeschränkt 

ausgleichen oder Zusammenhänge finden, wenn es keine gibt. Beispielsweise ist der 

pH-Wert unabhängig von der Trocknungsdauer oder optischen Änderungen. Dies zeigt 

sich in der Unmöglichkeit Änderungen im pH-Wert über Spektraländerungen vorher-

zusagen. Die Ergebnisse der Vorhersage mit Random Forest belegen die Literatur und 

die Messungen in dieser Arbeit.  

Mechanische Eigenschaften können durch Random Forest ebenfalls nicht vorherge-

sagt werden, hier scheint die Messmethode am Texture Analyzer in Kombination mit 

den gewählten Kenngrößen zur Erfassung der Änderungen von weich über gummiartig 

zu hart in dünnen Scheiben ungeeignet zu sein. 

7.6 Verwendung und Ausblick  

Der Einsatz des entwickelten neuartigen Multispektralkamerasystems in Kombination 

mit maschinellem Lernen birgt viele Chancen für die Verwendung in der Trocknungs-

technik und der Lebensmittelverarbeitung. Als zwölf-kanalige Kamera kann die neue 

multispektrale Flächenkamera zur gleichzeitigen Vorhersage der Produktfeuchte, der 

Farbe und chemischen Eigenschaften der Produkte verwendet werden. Die Erfassung 

der spektralen Informationen geschieht dabei nicht, wie beispielsweise bei Punkt-

Spektrometern, über die gesamte vermessene Fläche gemittelt, sondern Pixel für Pi-

xel. Da der Messbereich frei an beliebige Formen angepasst werden kann, können 

auch stark strukturierte Objektoberflächen gemessen und analysiert werden, ohne In-

formationen zu verlieren. Dies ist beispielsweise bei Früchten mit Kernen, die während 

der Trocknung ihre spektralen Eigenschaften nicht ändern, wie beispielsweise Kiwis, 

oder bei Schattenwurf, wie bei der Trocknung von Ananas, wichtig. Bildbereiche als 

solche können, wie in der folgenden Abbildung 86 gezeigt, zur Analyse einfach ein- 

oder ausgeblendet werden.  
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Abbildung 86: Anwendungsbeispiele Softwarefilter 

Ein weiterer Vorteil des entwickelten Systems ist, dass sich das Produkt beim Messen 

nicht bewegen muss. So ist es möglich, immer genau dieselben Stellen derselben Pro-

ben zu betrachten und sehr exakte Untersuchungsergebnisse zu bekommen. Außer-

dem ist ein starres System stabiler, da keine verschleißenden, beweglichen Teile vor-

handen sind. Zudem ist die produzierte Datenmenge gering, was für schnellere Mes-

sungen genutzt werden kann.  

In der Trocknungstechnik kann die Möglichkeit, Informationen aus wenigen, relevanten 

Bilddaten vorherzusagen genutzt werden, um Trocknungsprozesse zu stoppen, so-

bald die Produkte einen bestimmten Feuchtigkeitsgehalt erreichen. Durch diese Trock-

nung auf den exakt gewünschten Endzustand kann Zeit und Energie gespart werden. 

Außerdem können Produkte mit höherer Qualität erzeugt werden.  

Nach entsprechenden Voruntersuchungen lässt sich das System multispektrale Flä-

chenkamera mit Objektivpaket plus maschinelles Lernen auf andere Eigenschaften, 

Prozesse und Produkte übertragen. In Voruntersuchen muss das Modell für die Vor-

hersage entwickelt werden. So wird untersucht, welche Kanäle der multispektralen 

Flächenkamera relevant sind und welche zusätzlichen Prozessdaten erfasst werden 

müssen, damit auf die gewünschten Qualitätskriterien geschlossen werden kann. Zur 

Bestimmung des Zustands der Produkte zu jedem Zeitpunkt während der Trocknung 

im Prozess müssen die Lufttemperatur, Luftfeuchte, Trocknungsdauer, Oberflächen-

temperatur und die relevanten Kanäle der multispektralen Flächenkamera erfasst wer-

den. Das Vorgehen, die Messtechnik und die Methoden des maschinellen Lernens 

sind aus den Untersuchungen der vorliegenden Arbeit bekannt und können für weitere 

Untersuchungen einfach übernommen werden. Daher handelt es sich bei der Anpas-

sung auf andere Produkte und Verfahren hauptsächlich um Mess- und Analysearbeit.  

Kameras mit den relevanten Kanälen können in Solartrocknern zur Messung von Qua-

litätskriterien verwendeten werden. Da nur wenige Größen erfasst werden, ist der Auf-

bau robust und kann auch von wenig erfahrenem Personal bedient werden. Da eine 
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stabile Beleuchtung garantiert und diese, wie auch das Kamerasystem, gleichbleiben-

den Temperaturbedingungen ausgesetzt sein muss, bietet sich ein modulares System 

an. Dieses kann komplett mit den nötigen Beleuchtungs-, Mess- und Kühlsystemen 

ausgestattet sein und könnte flexibel an den Messort gebracht werden. Mit einem PC 

werden die Daten erfasst und der Prozess überwacht. Bei Erreichen der gewünschten 

Endfeuchte kann die Trocknung beendet werden. Abbildung 87 zeigt schematisch ein 

solches System. 

 

Abbildung 87: Transportierbares Messsystem 

Auf diese Weise können Trocknungsprozesse optimiert und zum Beispiel früher als 

bisher beendet werden. Dies führt zu einem geringeren Verbrauch an Energie, sowie 

geringeren Trocknungsdauern bei garantiert hoher Produktqualität. 

Alternativ können zentrale Messorte aufgebaut werden, die von vielen Kleinbauern ge-

nutzt werden. Trocknen Einzelbauern ihre Ernte aktuell selbst, dann verfahren sie so, 

wie sie es für richtig halten oder wie es tradiert wurde. Die Bauern können die Trock-

nungsqualität dabei nicht direkt bestimmen, sie „hoffen“, dass das Trocknen gelungen 

ist. Bei schlecht getrockneten Lebensmitteln kann ein Teil verderben. Wird hingegen 

sicherheitshalber übertrocknet, werden Zeit und Energie verschwendet, Vitamine so-

wie andere wichtige Nährstoffe abgebaut und der Geschmack der Produkte verändert. 

Durch Einrichten einer zentralen Messstation mit einem vereinfachten Multispektral-

Messsystem können Bauern ihre getrockneten Lebensmittel auf Qualität untersuchen 

lassen und erfahren, wie gut lagerfähig ihre Produkte sind. Damit haben sie zwei Vor-

teile: Erstens können sie sich mit anderen Bauern austauschen, die bessere Trock-

nungsergebnisse haben. Somit wird die Fähigkeit gut trocknen zu können schnell ver-

breitet und die eigenen Trocknungsprozesse werden ständig verbessert. Zweitens 

müssen schlecht getrocknete Produkte nicht verderben, weil bekannt ist, dass sie 
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keine gute Lagerfähigkeit haben. So können sie rechtzeitig verspeist, anderweitig ver-

arbeitet oder nachgetrocknet werden.  

Eine weitere Anwendung bietet sich in Prozessen an, in denen bestimmte Inhaltstoffe 

vorgegebene Sollwerte nicht unter- oder überschreiten dürfen, aber nicht in den Pro-

zess eingegriffen werden kann. Bei der Verarbeitung von Obst können wertvolle In-

haltsstoffe abgebaut werden; die in dieser Arbeit entwickelte Kombination von multi-

spektraler Bildanalyse und maschinellem Lernen ermöglicht es diesen Abbau zu über-

wachen und die Trocknung zu stoppen, bevor ein vorgegebener Minimalwert unter-

schritten wird. Zu Automatisierung der Prozesse bietet es sich an, das System in einen 

Regelkreis einzubauen. Dies ist sowohl von Seiten der multispektralen Flächenkamera 

als auch von Random Forest mit wenig Aufwand möglich.  

In industriellen Anwendungen werden multi- oder hyperspektrale Analysesysteme oft 

für Sortieraufgaben verwendet, bei denen entschieden wird, ob ein Produkt „gut“ oder 

„schlecht“ ist. Beispielsweise können Nuss und Schale voneinander getrennt oder 

beim Getreidehandling zwischen Getreidekörnern und Verunreinigungen unterschie-

den werden (Ebert, 2019; PerceptionPark, 2019). Dabei handelt es sich um Klassifika-

tionsprobleme, die untersuchten Produkte werden in Klassen eingeteilt. Die Kombina-

tion aus multispektraler Flächenkamera und maschinellem Lernen, insbesondere mit 

Random Forest, hingegen, kann auch für Regressionsaufgaben verwendet werden. 

Das bedeutet, dass aus den erfassten Daten zu jedem Zeitpunkt auf den eindeutigen 

Zustand im Produkt und nicht nur auf eine Kategorie geschlossen werden kann. Dies 

lässt eine weitaus detailliertere Interpretation der erfassten Daten zu. 

Aufgrund der vier versetzten Objektive ist es in Zukunft zudem möglich, ein dreidimen-

sionales Bild zu erhalten. Dies kann für weitere Untersuchungen bezüglich der Struktur 

und des Volumens von Produkten genutzt werden. 

Ein weiterer Vorteil des entwickelten Messsystems ist die Tatsache, dass nicht sicht-

bare Änderungen in Produkten in großer Menge erfasst und Zusammenhänge zwi-

schen Produkteigenschaften, Spektralinformationen und Prozesseinstellungen er-

kannt werden können. Hieraus können neue Erkenntnisse zu Reaktionen in Produkten 

gewonnen und ähnliches Verhalten verschiedener Produkte gesammelt erfasst wer-

den. Jeder laufende Prozess, in dem die multispektrale Flächenkamera und maschi-

nelles Lernen zusammen eingesetzt werden, liefert dabei neue Informationen und ver-

bessert die Modelle.  

Die Methoden des maschinellen Lernens, insbesondere Random Forest, haben sich 

als sehr geeignet erwiesen, um Zusammenhänge zwischen Produkteigenschaften und 

den Messungen der multispektralen Flächenkamera zu finden. Ein umfassenderer Ein-

satz des maschinellen Lernens in der Qualitätsüberwachung der Lebensmittelverar-

beitung wäre daher sinnvoll. Die Untersuchung der Anwendung in dieser Arbeit führt 

aber auch in diesem Bereich bereits zu einem wissenschaftlichen Fortschritt. 
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Probleme bestanden in der vorliegenden Arbeit zudem beim Übertragen des Prinzips 

multispektrale Flächenkamera und maschinelles Lernen auf einen anderen Trock-

nungsprozess. Die Güte der Vorhersage war am Schranktrockner eindeutig niedriger 

als am Einzelschichttrockner. Die Gründe hierfür wurden in dieser Arbeit ebenfalls un-

tersucht und sind teilweise bekannt. Für eine Anwendung in der Industrie bedarf es 

daher einer genauen Anpassung der multispektralen Flächenkamera auf den Trock-

nungsprozess, einer ausreichend großen Datenmenge und sehr guter chemischer 

Analysen.  

Da es sich bei der multispektralen Flächenkamera um ein komplett neu entwickeltes 

Prinzip handelt und auch die Kombination mit Random Forest neu ist, wurde erwartet, 

dass Grenzen in der Anwendung auftreten würden. Trotzdem ist das Prinzip der mul-

tispektralen Flächen Kamera in Kombination mit maschinellem Lernen generell geeig-

net, um den Zustand von Produkten im Prozess vorherzusagen. 

7.7 Fazit 

Geht man zurück zu den eingangs gestellten Forschungsfragen, zeigt sich folgendes: 

Die erste Frage, ob es möglich ist, ein multispektrales Flächenkamerasystem zu ent-

wickeln, mit dem verschiedene Qualitätsänderungen während der Trocknung von Obst 

und Gemüse erfasst werden können, lässt sich positiv beantworten. Die multispektrale 

Flächenkamera ist geeignet, Änderungen in den Spektren anhand der 12 Kanäle zu 

erfassen und daraus die wahren Spektren zu rekonstruieren. Mit diesen Informationen 

kann auf Änderungen verschiedener Qualitätskriterien rückgeschlossen werden. Hier-

für werden Methoden des maschinellen Lernens verwendet. Dies beantwortet die 

zweite Forschungsfrage: Inwiefern können Methoden des maschinellen Lernens in 

Kombination mit dem neuen Kamerasystem verwendet werden, um Qualitätskriterien 

und deren Änderungen anhand weniger Messwerte im Prozess vorherzusagen? Mit-

hilfe der mit Random Forest entwickelten Modelle ist es eindeutig möglich, Änderun-

gen der Qualitätskriterien während des Trocknungsprozesses anhand der mit der mul-

tispektralen Flächenkamera erfassten Spektren vorherzusagen.
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8 Zusammenfassung 

Bei der Trocknung von Obst und Gemüse ist das Ziel, trockene Produkte von hoher 

Qualität zu erhalten. Untersuchungen zur Qualität und Inhaltsstoffen sollen dabei 

schnell und im besten Fall zerstörungsfrei erfolgen. Vor diesem Hintergrund wurden in 

der vorliegenden Arbeit Qualitätsuntersuchungen vor, während und nach der Trock-

nung durchgeführt. Ziel war es, Verbindungen zwischen Spektraländerungen und Än-

derungen der anderen Qualitätseigenschaften der Produkte zu finden und mit maschi-

nellem Lernen Modelle zu bilden, um diese Eigenschaften aufgrund weniger Messgrö-

ßen vorhersagen zu können. Dies kann in Zukunft sowohl aufwändige, zerstörende 

Einzelprüfungen ersetzen, als auch, bedingt durch das bildgebende Verfahren, 100 % 

Prüfungen ermöglichen. 

Das Vorgehen ist in Abbildung 88 dargestellt: 

 

Abbildung 88: Aufbau und Ergebnisse Arbeit 

Auf Basis einer RGB-Kamera wurde mit vier Objektiven mit vier verschiedenen Vor-

satzfiltern eine neuartige multispektrale Flächenkamera entwickelt (1) und auf den 

Trocknungsprozess im Einzelschichttrockner angepasst. Der Aufbau mit vier Objekti-

ven mit Vorsatzfiltern ist stabil, flexibel und robust. Das Kamerasystem erlaubt es, Bil-

der aufzunehmen und gleichzeitig Spektralinformationen für jedes Pixel zu erfassen. 

In Trocknungsversuchen mit Mangos und Ananas im Einzelschichttrockner wurde die 

Produktfeuchte erfasst (2), gleichzeitig wurden mit der multispektralen Flächenkamera 
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Bilder der Proben aufgenommen. Mit maschinellem Lernen konnten Modelle entwickelt 

werden, die den Zusammenhang zwischen den Eingangsgrößen „Antwort der Kanäle 

der MSFK“ und „Prozesseigenschaften“ (Lufttemperatur, Luftfeuchte, Trocknungs-

dauer und Oberflächentemperatur) und der vorherzusagenden Produkteigenschaft 

(Produktfeuchte) beschreibt (3). Mit den Modellen wurden aus weiteren Messpunkten 

der Eingangsgrößen die entsprechenden Produktfeuchten vorhergesagt. Das System 

multispektrale Flächenkamera plus maschinelles Lernen wurde auf einen weiteren 

Trocknungsprozess im Schranktrockner angewandt. Dort wurden weitere mechani-

sche und chemische Produkteigenschaften, sowie die Farbe vorhergesagt.  

Im unteren Teil von Abbildung 88 ist die spektrale Rekonstruktion dargestellt (5). Mit 

wenigen Stützstellen der multispektralen Flächenkamera, den zwölf Kanälen, können 

Spektren sehr genau rekonstruiert werden (Abbildung 88 unten links).  

Mit den mit Random Forest gefundenen Modellen konnten Qualitätskriterien mit hoher 

Güte vorhergesagt werden. So wurden für die Vorhersage der Produktfeuchte von 

Mangos im Einzelschichttrockner Bestimmtheitsmaße R² von bis zu 0,99 erreicht. Da-

bei wurde auch der Umfang an für die Vorhersage nötigen Größen minimiert. Für die 

Vorhersage der Produktfeuchte konnten bei ausschließlicher Verwendung der ein-

flussstärksten Kanäle der multispektralen Flächenkamera und der leicht messbaren 

Größen relative Luftfeuchte, Lufttemperatur des Trockners, sowie Oberflächentempe-

ratur des Produkts ein Bestimmtheitsmaß R² von 0,98 erreicht werden. Wurden ledig-

lich die Kanäle der multispektralen Flächenkamera für die Vorhersage der Produkt-

feuchte verwendet, betrug das Bestimmtheitsmaß immer noch R² 0,91. 

Für die Auswertung der Versuche mit Ananas wurden die Daten der multispektralen 

Kamera vorverarbeitet. Bildverarbeitungsmethoden wie Softwarefilter ermöglichten es, 

nur relevante Bereiche des Produkts auszuwerten. Dunkle Fasern und Schatten wurde 

ausgeblendet und nicht für die Auswertung berücksichtigt. Dies ist ein großer Vorteil 

der multispektralen Flächenkamera gegenüber Punkt-Spektrometern, die immer auch 

Bereiche von geringem Interesse mitmessen, wodurch deren Messungen an Aussa-

gekraft verlieren. Dank der Bildverarbeitung und dem nachgeschalteten Random-Fo-

rest-Ansatz konnten für die Vorhersage der Qualitätskriterien der Ananas gute Ergeb-

nisse erzielt werden. Für die Produktfeuchte der Ananas wurde mit einem Be-

stimmtheitsmaß R² von bis zu 0,98 eine sehr hohe Prognosegüte erreicht. Dies war 

möglich, wenn ausschließlich die einflussstärksten Kanäle der multispektralen Flä-

chenkamera und leicht messbare Größen, wie die relative Luftfeuchte und die Lufttem-

peratur des Trockners sowie die Oberflächentemperatur des Produkts und die Trock-

nungsdauer zur Modellbildung verwendet wurden. Wenn nur die Kanäle der multi-

spektralen Flächenkamera für die Vorhersage der Produktfeuchte verwendet wurden, 

betrug das Bestimmtheitsmaß R² 0,90. 

Im Schranktrockner konnte die multispektrale Flächenkamera nicht direkt eingebaut 

werden. Daher wurde ein Modell zur Berechnung der Antworten der Kanäle aus den 

gemessenen Spektren entwickelt. Dieses ist für Proben mit einheitlicher Oberfläche, 

wie Mangos, anwendbar. Bestimmtheitsmaße R² von 0,70 (nur Kanäle der MSFK), 
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0,94 (nur Trocknungsdauer, Prozessparameter, Oberflächentemperatur) beziehungs-

weise 0,89 (alle Eingangsgrößen) wurden bei der Vorhersage der Produktfeuchte von 

Mangos bei der Trocknung im Schranktrockner erreicht. Bei der Vorhersage des Ge-

halts an gesamtlöslichen Feststoffen im Rehydrierungswasser der im Schranktrockner 

getrockneten Mangos wurden Bestimmtheitsmaße von 0,64 bei Verwendung der Ka-

näle der multispektralen Flächenkamera und 0,81 bei Verwendung der Kanäle, der 

Trocknungsdauer, der Prozessgrößen und der Oberflächentemperatur erreicht. Die 

Farbe konnte ausschließlich über die Kanäle der multispektralen Flächenkamera mit 

Bestimmtheitsmaßen von 0,91 (Δa*), 0,58 (Δb*) und 0,47 (ΔE00) vorhergesagt werden. 

Bei zusätzlicher Verwendung der Prozessgrößen, Trocknungsdauer und Oberflächen-

temperatur betrug das Bestimmtheitsmaß 0,93 (Δa*), 0,56 (Δb*) und 0,61 (ΔE00). Bei 

der Vorhersage der mechanischen Eigenschaften, der pH-Werte, sowie des Gehalts 

an gesamtlöslichen Feststoffen in den rehydrierten Mango-Proben konnten nur ge-

ringe Bestimmtheitsmaße erreicht werden. Eine Vorhersage dieser Kriterien über die 

verwendeten Eingangsgrößen ist mit Random Forest nicht möglich.  

Die gefundenen Korrelationen zwischen Vorhersagedaten aus dem Modell und Mess-

daten im Schranktrockner zeigten ein, im Vergleich zur Produktfeuchte im Einzel-

schichttrockner, niedrigeres Bestimmtheitsmaß R². Das lag vor allem am weitaus ge-

ringeren Probenumfang, sowie an der Tatsache, dass im Schranktrockner nie zweimal 

dieselbe Probe (Mangoscheibe) vermessen wurde. Beides war aufgrund des Prozes-

ses nicht anders umsetzbar. Außerdem hat sich im Schranktrockner eine starke Ab-

hängigkeit von der Trocknungsdauer gezeigt.  

Die mit maschinellem Lernen entwickelten Modelle erlauben es anhand weniger, ein-

fach messbarer Größen auf viele andere Werte rückzuschließen. Dieses Vorgehen ist 

in Abbildung 89 gezeigt.  

 

Abbildung 89: Ergebnis der Arbeit 
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Der mit der neuartigen MSFK gemessene spektrale Reflexionsgrad ist dabei eine phy-

sikalische Oberflächeneigenschaft, die beschreibt, wie einfallende Strahlung an einer 

Oberfläche reflektiert wird. Das Reflexionsspektrum kann von einer RGB-Kamera nur 

mithilfe von drei Stützstellen beschrieben werden, was für weiterreichende Aussagen 

zu ungenau ist. Im Vergleich zu Punkt-Spektrometern hat die multispektrale Flächen-

kamera hingegen alle Vorteile einer herkömmlichen RGB-Kamera: Es wird ein Bild 

erzeugt und mit Software-Filtern können Bereiche von Interesse ausgewählt werden. 

Gleichzeitig kann durch spektrale Rekonstruktion für jedes Pixel des erfassten Bildes 

ein Spektrum ausgegeben werden. Mit dem neu entwickelten multispektralen Bildver-

arbeitungssystem ist somit eine geräteunabhängige, ortspezifische spektrale Farb-

messung möglich. 

Die vorliegende Arbeit stellt eine Weiterentwicklung für die Nahrungsmittelindustrie 

dar, da nach einer gewissen Trainingsphase die Produktqualität durch ein robustes 

optisches Verfahren bestimmt werden kann. Hierzu müssen keine Proben zerstört o-

der entnommen, oder der Prozess unterbrochen werden. Es handelt sich dabei um ein 

Messerfahren, bei dem der eigentliche Trocknungsprozess durch die Messung nicht 

gestört oder beeinflusst wird. Durch die Verwendung von multispektraler Flächenka-

mera und maschinellem Lernen können viele Qualitätskriterien auf einmal mit einem 

Messgerät erfasst werden. Das Interesse ist groß, Produkte bei hoher Qualität ohne 

Zusatzstoffe möglichst lange haltbar zu machen und gleichzeitig den Prozess zu jedem 

Zeitpunkt detailliert überwachen und wenn nötig steuern zu können. So kann zum Bei-

spiel auch bei Problemen in der Produktion schnell eingegriffen werden, ohne dass 

ganze Chargen nachträglich entsorgt werden müssen. Zusätzlich stellt das neuentwi-

ckelte Verfahren eine gute Möglichkeit dar, die Ergebnisse der Messung direkt vor Ort 

zur Optimierung und Regulierung des Prozesses einsetzen zu können. Es sind zudem 

keine langwierigen Aufschlüsse, lange Analysezeiten und der Einsatz teurer Analyse-

geräte sowie Chemikalien nötig. 
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9 Summary 

The objective in drying fruit and vegetables is to obtain dry products of high quality. 

Investigations regarding quality and ingredients have to be carried out quickly and in 

the best case non-destructively. Against this background, quality investigations before, 

during and after drying were carried out in the present work. The aim was to find con-

nections between spectral changes and changes of other quality characteristics of the 

products and to build models with machine learning in order to be able to predict these 

characteristics on the basis of a few measured variables. In the future, this can replace 

costly, destructive individual tests and, due to the imaging method, make 100% testing 

possible. 

The procedure is shown in Figure 1: 

 

Figure 1: Structure and results of the overall work 

Based on an RGB camera, a new type of multispectral area scan camera was devel-

oped (1) using four lenses with four different filters and adapted to the drying process 

in the single layer dryer. The construction with four lenses with filters is stable, flexible 

and robust. The camera system allows to take pictures and at the same time to capture 

spectral information for each pixel. In drying trials with mangos and pineapples in a 

single layer dryer, the product moisture content was recorded (2), while at the same 

time images of the samples were taken with the multispectral area scan camera. With 

machine learning, models could be developed which describe the relationship between 
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the input variables "response of the MSFK channels" and "process properties" (air 

temperature, air humidity, drying time and product surface temperature) and the prod-

uct property to be predicted (product moisture) (3). The models were used to predict 

the corresponding product moisture content from further measuring points of the input 

variables. The system multispectral area scan camera plus machine learning was ap-

plied to a further drying process in the cabinet dryer. There, further mechanical and 

chemical product properties and the colour were predicted.  

The spectral reconstruction is shown in the lower part of Figure 1 (5). With a few sup-

port points of the multispectral area scan camera, the twelve channels, spectra can be 

reconstructed very accurately (Figure 1 bottom left).  

With the models found with Random Forest, quality criteria could be predicted with 

high quality. For example, coefficients of determination R² of up to 0.99 were achieved 

for the prediction of the product moisture content of mangos in single layer dryers. The 

range of parameters required for the prediction was also minimized. For the prediction 

of product moisture, a coefficient of determination R² of 0.98 could be achieved by 

exclusively using the most influential channels of the multi-spectral area scan camera 

and the easily measurable variables of relative air humidity, air temperature of the dryer 

and surface temperature of the product. If only the channels of the multispectral area 

scan camera were used to predict the product moisture content, the coefficient of de-

termination R² was 0.91. 

The data of the multispectral camera were pre-processed for the evaluation of the tests 

with pineapple. Image processing methods such as software filters made it possible to 

evaluate only relevant areas of the product. Dark fibres and shadows were faded out 

and not considered for the evaluation. This is a big advantage of the multispectral area 

scan camera compared to point spectrometers, which always measure areas of low 

interest, which makes their measurements less meaningful. Thanks to the image pro-

cessing and the Random Forest approach, good results could be achieved for the pre-

diction of the quality criteria of pineapples. For the product moisture content of the 

pineapple a very high prediction quality was achieved with a coefficient of determina-

tion R² of up to 0.98. This was possible if only the most influential channels of the 

multispectral area scan camera and easily measurable variables such as the relative 

humidity and the air temperature of the dryer as well as the surface temperature of the 

product and the drying time were used for modelling. If only the channels of the multi-

spectral area scan camera were used for the prediction of the product moisture con-

tent, the coefficient of determination R² was 0.90. 

The multispectral area scan camera could not be installed directly in the cabinet dryer. 

Therefore a model was developed to calculate the channel responses from the meas-

ured spectra. This model can be used for samples with a uniform surface, such as 

mangos. Coefficients of determination R² of 0.70 (only channels of the MSFK), 0.94 

(only drying time, process parameters, surface temperature) and 0.89 (all input varia-

bles) were achieved in the prediction of the product moisture content of mangos during 

drying in a cabinet dryer. When predicting the content of total soluble solids in the 
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rehydration water of mangos dried in the cabinet dryer, coefficients of determination of 

0.64 were achieved when using the channels of the multispectral area scan camera 

and 0.81 when using the channels, drying time, process parameters and surface tem-

perature. The colour could be predicted exclusively via the channels of the multispec-

tral area camera with coefficients of determination of 0.91 (Δa*), 0.58 (Δb*) and 0.47 

(ΔE00). With additional use of the process variables, drying time and surface tempera-

ture, the coefficients of determination were 0.93 (Δa*), 0.56 (Δb*) and 0.61 (ΔE00). 

When predicting the mechanical properties, the pH-values as well as the content of 

total soluble solids in the rehydrated mango samples, only low coefficients of determi-

nation could be achieved. A prediction of these criteria via the input variables used is 

not possible with Random Forest.  

The correlations found between prediction data from the model and measurement data 

in the cabinet dryer showed a lower coefficient of determination R² compared to the 

product moisture content in the single layer dryer. This was mainly due to the much 

smaller sample size and the fact that the same product was never measured twice in 

the cabinet dryer. Due to the process, both could not be realized differently. In addition, 

the cabinet dryer showed a strong dependence on the drying time.  

The models developed with machine learning allow to draw many other values on the 

basis of a few easily measurable variables. This procedure is shown in Figure 2.  

 

Figure 2: Result of the work 

The spectral reflectance measured with the new MSFK is a physical surface property 

that describes how incoming radiation is reflected on a surface. An RGB camera can 

only describe the reflection spectrum with the help of three interpolation points, which 

is too imprecise for further-reaching statements. Compared to point spectrometers, 

however, the multispectral area scan camera has all the advantages of a conventional 

RGB camera: an image is generated and software filters can be used to select areas 
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of interest. At the same time, a spectrum can be output for each pixel of the captured 

image by spectral reconstruction. With the newly developed multispectral image pro-

cessing system, a device-independent, location-specific spectral color measurement 

is thus possible. 

The present work marks a further development for the food industry, since after a cer-

tain training phase the product quality can be determined by a robust optical procedure. 

For this purpose, no samples have to be destroyed or taken, and the process does not 

have to be interrupted. By the use of multispectral area scan camera and machine 

learning, many quality criteria can be recorded at once with one measuring device. 

There is a great interest in making products of high quality without additives as durable 

as possible and at the same time being able to monitor the process in detail at any 

time and control it if necessary. For example, it is possible to react quickly to problems 

in production without having to dispose of entire batches afterwards. 
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Anhang 

UNECE Standards für Mangos und Ananas 

Tabelle 24: Gesetzliche Anforderungen an frische Ananas (UNECE, 2018) 

Frische Ananas: Mindestkriterien gemäß UNECE-Norm (Fresh Fruit and Vegetables) 
FFV-49 

ganz, mit oder ohne Krone 

gesund, ohne Fäulnisbefall und andere Mängel 

sauber, praktisch frei von sichtbaren Fremdstoffen 

praktisch frei von Schädlingen 

von frischem Aussehen 

frei von normaler äußerer Feuchtigkeit 

frei von fremdem Geruch und/oder Geschmack  

die Frucht muss einen angemessenen Reifegrad besitzen 

die Früchte dürfen nicht überreif sein 

der Gesamtgehalt an löslicher Trockensubstanz muss mindestens 12 °Brix betragen 

 

Tabelle 25: Gesetzliche Anforderungen an getrocknete Ananas (UNECE, 2018) 

Getrocknete Ananas: Mindestkriterien gemäß UNECE Standard DDP (Dry and Dried 
Produce) 

Qualitätsanforderungen: s. frische Früchte 

Ausnahme: frei von fremdem Geruch und /oder Geschmack 

Feuchtigkeitsgehalte ≤ 20 % bei unbehandelten Ananas, zwischen 20 % und 40 % bei 
behandelten (konservierten) Ananas-Produkten; Feuchtigkeitsgehalte von 26 % bis 
44 % müssen extra gekennzeichnet werden 

 

Tabelle 26: Gesetzliche Anforderungen an frische Mango (UNECE, 2018) 

Frische Mango: Mindestkriterien gemäß UNECE-Norm FFV-45 

ganz gesund, ohne Fäulnisbefall und andere Mängel  

sauber, praktisch frei von sichtbaren Fremdstoffen 

praktisch frei von Schädlingen 

von frischem Aussehen 

frei von schwarzen Flecken oder Spuren, die bis unter die Haut reichen 

frei von ausgeprägten Druckstellen 

frei von anormaler äußerer Feuchtigkeit 

frei von fremdem Geruch und /oder Geschmack 

der Reifegrad muss so sein, dass die Mangos ihren Reifeprozess fortsetzen und einen 
befriedigenden Reifegrad erreichen können 
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Tabelle 27: Gesetzliche Anforderungen an getrocknete Mango (UNECE, 2018) 

Getrocknete Mango: Mindestkriterien gemäß UNECE Standard DDP 25 

Qualitätsanforderungen: s. frische Früchte 

Ausnahme: frei von fremdem Geruch und/ oder Geschmack außer einem leicht salzi-
gen Geschmack 
Feuchtigkeitsgehalte: ≤ 15 % bei unbehandelten Mangos, zwischen 15 % und 35 % 
bei behandelten (konservierten) Ananas-Produkten; Feuchtigkeitsgehalte von 30 % bis 
35 % müssen extra gekennzeichnet werden 
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Fachbegriffe Optik 

Um die Begriffe aus dem Bereich der Optik eindeutig zu klären, werden hier die wich-

tigsten weiteren Komponenten der optischen Systeme und die dazugehörigen Fach-

begriffe kurz erläutert. Weitere Details sind der entsprechenden Fachliteratur zu ent-

nehmen. 

 Linse 

Als Linse bezeichnet man in der Optik transparente Bauelemente aus Glas, Quarz 

oder Kunststoff, die das Licht durch Brechung an ihren Oberflächen ablenken (Wis-

sen.de, 2017). Man unterscheidet zwischen konkaven und konvexen Linsen. Sammel- 

oder Konvexlinsen sind in der Mitte dicker als am Rand und vereinigen parallel einlau-

fende Strahlen in einem Punkt, dem Brennpunkt F. Die Entfernung des Brennpunkts 

von der Linsenmitte ist die Brennweite. Zerstreuungs- oder Konkavlinsen sind in der 

Mitte dünner als am Rand, und brechen parallel einfallende Lichtstrahlen so, dass sich 

die Lichtstrahlen im Raum zerstreuen (LeifiPhysik, 2017). 

 Objektiv  

Ein Objektiv besteht aus einer Kombination von mehreren Linsen, die eine optische 

Abbildung eines Objektes erzeugen. Durch die eingebauten Linsen im Objektiv be-

kommt der Sensor mehr Licht von jedem Punkt des Motives (Pratzner, 2017). 

Die wichtigsten Eigenschaften eines Objektivs sind Lichtstärke und Brennweite. Die 

Lichtstärke gibt die größte einstellbare Blende bzw. die kleinste Blendenzahl eines Ob-

jektivs an, das von Objektivgröße bzw. Durchmesser der Linsen abhängig ist. Je grö-

ßer der Durchmesser der Frontlinse ist, desto größer kann die Blende sein (Pratzner, 

2017). 

Objektive können eine Festbrennweite und konstante Lichtstärke oder einen verstell-

baren Zoombereich mit einer konstanten Lichtstärke haben. Bei einigen Objektiven 

können sowohl Lichtstärke als auch Brennweite eingestellt werden (Pratzner, 2017). 

Es gibt verschiedene Objektivtypen, wie Normalobjektive, Universalobjektive, Makro-, 

Zoom- und Teleobjektive. In der industriellen Bildverarbeitung werden in der Regel 

Festbrennweitenobjektive eingesetzt, da sie bei einem gleichbleibenden Arbeitsab-

stand bessere Ergebnisse liefern (Pratzner, 2017). 

 Blende  

Das Licht eines Objektes wird durch die Blende, eine möglichst kreisrunde Öffnung, in 

die Kamera eingelassen. Die Blende kann in oder hinter dem Objektiv oder der Linse 

angebracht sein. Die Größe der Blendenöffnung k, wie in Gleichung (18) gezeigt, wird 

als Zahlenwert angegeben.  
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Diese ist das Verhältnis der Brennweite f zum Durchmesser D der Öffnung des Objek-

tivs (Pratzner, 2017). 

𝑘 =  
𝑓

𝐷
 (18) 

Die Blende ist meistens im Objektiv eingebaut. Ein Blendenwert von 
𝑓

4
 bei 100 mm 

Brennweite bedeutet also, dass die Blendenöffnung 25 mm beträgt (Pratzner, 2017; 

Schwabe, 2017). 

 Brennweite f  

Die Brennweite f, die in Millimetern angegeben wird, sagt aus, wie groß der Winkel 

zwischen linkem und rechtem oder oberem und unterem Motivrand ist. Das Bild, das 

vom Objektiv projiziert wird, wird mit zunehmender Brennweite immer größer. Da 

gleichzeitig der Bildsensor der Kamera seine Größe nicht verändert, wird lediglich ein 

anderer Bildausschnitt auf den Sensor projiziert. Welcher Bildausschnitt erfasst wird, 

wird durch den sog. Bildwinkel beschrieben (Lindemann, 2017). Bei großen Brennwei-

ten ist der Blickwinkel kleiner, bei kleinen Brennweiten größer (Puchner, 2017). 

 Fokus F  

Der Fokus oder Brennpunkt F ist der Punkt eines abbildenden optischen Geräts, in 

dem sich die Strahlen schneiden, die parallel zur optischen Achse einfallen. Er befindet 

sich im Abstand der Brennweite f auf der optischen Achse. In der Kameratechnik wird 

als Fokussierung bzw. Scharfeinstellung die Anpassung des Kamera-Objektivs an die 

Objektentfernung bezeichnet. Durch korrekte Fokussierung wird das Motiv scharf ab-

gebildet (Wegner, 2017). 

 Belichtungszeit  

Die Zeit, in der der Sensor oder der Film bei der Aufnahme dem Licht ausgesetzt ist, 

wird als Belichtungszeit bezeichnet. Sie kann bei den meisten Kameras auf Werte zwi-

schen 1/8000 und 30 Sekunden eingestellt werden. Eine längere Belichtungszeit be-

deutet einen längeren Lichteinfall auf den Sensor oder Film. Eine Verdopplung der 

Belichtungszeit lässt also doppelt so viel Licht auf den Sensor fallen. Wenn ein Motiv 

z.B. statt einer Sekunde zwei Sekunden belichtet wird, erscheint das Bild “doppelt” so 

hell (Jödicke, 2016). 

 Empfindlichkeit  

Ein wichtiges Leistungsmerkmal bei Kameras ist die Lichtempfindlichkeit. Diese wird 

üblicherweise in Lux (lx) angegeben und entspricht der Beleuchtungsstärke. Die Be-

leuchtungsstärke bestimmt, ob für die Sehaufgabe genügend Licht auf eine Fläche 
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fällt. An einem Sommertag z.B. beträgt die Beleuchtungsstärke bis zu 100000 lx, in 

einer Vollmondnacht 0.1 lx (Jödicke, 2016). 

 Format  

Die Größe eines Sensors wird häufig in Zoll (Inch) oder über die Bilddiagonale ange-

geben. Die Bilddiagonalen liegen normalerweise zwischen 4 mm und 16 mm. So hat 

ein 1-Zoll-Sensor z.B. eine Diagonale von 16 mm. Industrie-Kameras setzen heute bei 

Auflösungen von 640 x 480 Pixeln meistens 1/3“-Sensoren ein, Kameras mit 

1280 x 1024 Pixeln meist 1/2“-Sensoren (VisionDoctor, 2017). 

 Sensor  

Ein Sensor besteht aus mehreren Fotodioden, deren Anzahl von der Auflösung des 

Sensors abhängig ist. Er sitzt hinter dem Objektiv und wandelt die eingehenden Licht-

photonen in Elektronen um. Diese werden von der Kamera als Ladung gespeichert. 

Jede Fotodiode entspricht einem Pixel, wobei die Anzahl der aktiven Pixel die Auflö-

sung der Kamera vorgibt.  

Ein Pixel besteht aus einer Mikrolinse, einem Filter, einer Reihe von Leiterbahnen, 

zwei Elektroden, einer isolierten Oxidschicht und dotiertem Silizium (Puchner, 2017). 

Die Mikrolinsen bündeln möglichst viel Licht zusammen, das auf das Pixel treffen kann. 

Die Leiterbahnen können jedes einzelne Pixel auslesen. Die Elektroden, das Silizium 

und das Silizium-Oxid bilden die eigentlichen lichtempfindlichen Elemente und können 

Helligkeitswerte erfassen. Je mehr Licht auf ein Pixel fällt, desto mehr elektrische La-

dung wird erzeugt, die am Ende der Belichtungszeit ausgelesen werden kann (Puch-

ner, 2017). 

Um Farbinformationen zu erhalten, ist vor jedem Pixel ein Farbfilter platziert, womit 

jeweils eine der drei verschiedenen Pixelfarben rot, grün und blau erzeugt wird. Die 

Filter sind in den meisten Sensoren im sogenannten Bayer-Muster angeordnet (Puch-

ner, 2017). Das menschliche Auge erhält aus dem spektralen Bereich des grünen Lich-

tes die meisten Informationen über Helligkeit, Schärfe sowie Kontrast. Aus diesem 

Grund sind doppelt so viele grüne Pixel in einem Bayer-Sensor vorhanden, wie blaue 

und rote Pixel.  

Die Technik des Bayer-Filters wird bei Farbkamera-Sensoren benutzt, um das einfal-

lende Licht in Spektralfarben zu zerlegen. Die Sensoren können zwischen Farben nicht 

unterscheiden, deshalb wird jede Farbe von einem bestimmten Pixel aufgenommen 

(Lipinski, 2017; EdmundOptics, 2017). 

Generell unterscheidet man bei Kameras zwischen zwei verschiedenen Arten von 

Sensoren: CCD (charge-coupled device) und CMOS (complementary metal-oxide-

semi-conductor) Sensoren. 
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 CCD-Sensoren  

Der Begriff „charge-coupled device“ heißt übersetzt „ladungsgekoppeltes Bauteil“ und 

beschreibt eine elektronische Baugruppe, die in der Lage ist, elektrische Ladungen zu 

transportieren. Dies funktioniert durch den sogenannten inneren Photoelektrischen Ef-

fekt, der durch die Belichtung auf einem Halbleiter entstanden ist. Das einfallende Licht 

überträgt durch den inneren photoelektrischen Effekt seine Energie auf die Elektronen 

des Halbleiters. Diese Ladungen werden mit Hilfe kleiner vertikaler und horizontale 

Schieberegister und einem zentralen A/D-Wandler nach dem „Eimerketten-Prinzip“ 

transportiert (VisionDoctor, 2017). Bei diesem Prinzip bewegen sich Elektronen um 

jeweils eine Pixelposition weiter. Die Elektronen der jeweils letzten Position gelangen 

dabei in die Auslesezeile. Wenn die letzte Position wieder frei ist, werden die Elektro-

nen in den Spalten um eine Pixelposition weiterbewegt. Dieser Vorgang wiederholt 

sich, solange das Licht auf den Sensor eintrifft (Weiprecht, 2017). 

Vorteile von CCD-Sensoren sind eine hohe Empfindlichkeit und geringes Rauschen 

aufgrund besserer Flächennutzung (höherer fill factor), eine geringe Anzahl an Defekt-

pixeln aufgrund der einfachen Struktur, sowie eine große Homogenität der aufgenom-

menen Bilder durch nur einen zentralen A/D-Wandler. Nachteile sind ein langsames 

Auslesen aufgrund des zentralen A/D-Wandlers, Größe und Kosten der Kameras we-

gen des komplexen Aufbaus durch Zusatzelektronik, ein dadurch hoher Stromver-

brauch der gesamten Kamera und Smearing (weiße Streifen im Bild, die bei besonders 

hellen Lichtquellen im Bildbereich auftreten) und Blooming-Effekte (Entstehung eines 

hellen Flecks um eine lokale Überbelichtung) (VisionDoctor, 2017). 

Bei CCD-Sensoren wird hauptsächlich zwischen drei verschiedenen Typen unter-

schieden. Interline Transfer Sensoren besitzen einen elektronischen Shutter, der es 

ermöglicht sehr viele Bilder pro Sekunde und Bilder mit sehr kurzen Belichtungszeiten 

zu erzeugen. Bei diesem Sensortyp befindet sich neben jedem lichtaktiven Pixel eine 

weitere nicht belichtbare Pixeleinheit, die als Speicherzelle fungiert. Diese Speicher-

zelle ist nicht lichtempfindlich, weil sie lichtdicht abgedeckt worden ist. Nach der erfolg-

ten Belichtung werden die Ladungsinhalte in die Speicherzellen verschoben. Von dort 

aus kann die Ladung über die vertikalen und das einzelne horizontale Schieberegister 

ausgelesen werden und am Ende der Kette verstärkt und in Spannung umgesetzt wer-

den (VisionDoctor, 2017). Dieser Sensortyp hat sicher weltweit die größte Verbreitung 

gefunden. Er wird in fast allen kommerziellen Kameras eingesetzt und liefert auch für 

die professionelle Bildverarbeitung sehr gute Ergebnisse. 

Full Frame Transfer Sensoren, deren Sensorfläche komplett lichtaktiv ist, und die 

gerne bei wissenschaftlichen Applikationen eingesetzt werden, besitzen keine vertika-

len Schieberegister. Die Ladungen der Pixel werden bei diesen Sensortypen durch die 

benachbarten Pixelstrukturen bis in ein horizontales Schieberegister verschoben (Vi-

sionDoctor, 2017). 
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Frame Transfer Sensoren besitzen einen Dunkelbereich, der physikalisch gesehen die 

gleiche Struktur wie die lichtaktiven Pixel hat. Nach der Aufnahme wird das Bild aus 

dem Hellbereich rasch in diesen Bereich verschoben. Danach kann das Bild Zeile für 

Zeile über das horizontale Schieberegister ausgelesen, verstärkt und digitalisiert wer-

den (VisionDoctor, 2017). 

 CMOS-Sensoren  

Genau wie CCD-Sensoren basieren CMOS-Sensoren (Complementary Metal Oxide 

Semiconductor) auf dem photoelektrischen Effekt und wandeln die eintreffenden Pho-

tonen in elektrische Ladungen um. Der einzige Unterschied zum CCD-Sensor ist die 

Art der Weiterleitung dieser Information.  

Bei CMOS-Sensoren werden die angesammelten Bildinformationen nicht zu einem 

einzigen Ausleseverstärker verschoben, wie es bei CCD Sensoren der Fall ist. Bei 

CMOS-Sensoren ist jedem einzelnen Bildelement ein Verstärker zugeordnet, der die 

Spannung dem Signalprozessor zur Verfügung stellt (VisionDoctor, 2017). 

Die Umwandlung der Spannungen in Bildinformationen erfolgt für jedes Pixel durch 

eine um die Pixel herum integrierte Auswerteelektronik. Im Vergleich zu CCD-Senso-

ren haben CMOS-Sensoren folgende Vor- und Nachteile: 

Vorteile:  

 geringerer Stromverbrauch 

 geringe Baugröße der Kamera, da die Auswertelogik auf demselben Chip (Sys-

tem on a Chip) integriert werden kann 

 flexibles Auslesen durch direkte Adressierung der einzelnen Pixel 

 stark reduziertes Blooming 

Nachteile: 

 deutlich geringerer fill factor (Verhältnis der lichtempfindlichen zur gesamten Pi-

xelfläche) 

 dadurch insgesamt schlechtere Lichtempfindlichkeit  

 verstärktes Bildrauschen bei Bildaufnahmen mit geringerer Helligkeit (Vision-

Doctor, 2017). 
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Berechnung ΔE00  

(Sharma et al., 2005) 
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Eigenschaften multispektrale Flächenkamera 

Tabelle 28: Eigenschaften EoSens 25CXP 

Eigenschaften EoSens 25CXP 

Hochgeschwindigkeitskamera Bildrate von bis zu 80 Fps (Frames per se-
conds) 

Sensortyp CMOS 

Sensorgröße 1“ 

Kamerasensor Farbsensor mit 5120 x 5120 Pixeln und einer 
Kantenlänge von 4,5 µm/Pixel (Python 25k 
Global Shutter CMOS Sensor der Firma ON 
Semiconductor 

 

Tabelle 29: Eigenschaften Objektivpaket 

Eigenschaften Objektivpaket 

Verbindung zur Kamera Formschlüssig mittels Adapter, fixiert durch 
Objektivhalter 

Fixierung der Position Seitlich angebrachte Gewindestifte 

Objektive Qioptiq (101250910) 

Brennweite je Objektiv 25 mm 

Außendurchmesser je Objektiv 16 mm 

Blendenzahl je Objektiv 3 

Vorsatzfilter Bandpassfilter der Firma Schott 

 

Tabelle 30: Messbedingungen multispektrale Flächenkamera 

Messbedingungen 

Normalbeobachter 10° Gesichtsfeld 

Messbedingung 45 ° x 0 ° 

Untersuchtes Spektrum 380 nm -730 nm in 10 Schritten 

Farbraum CIE Lab 2000 

Farbraumabstandsmaß ΔE00 
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Tabelle 31: Kanäle multispektrale Flächenkamera 

Kanal RGB Filter 

1 R 1 

2 R 2 

3 R 3 

4 R 4 

5 G 1 

6 G 2 

7 G 3 

8 G 4 

9 B 1 

10 B 2 

11 B 3 

12 B 4 
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Überblick über alle verwendeten Untersuchungen 

Beschreibung Prüfverfahren 

Trocknungskinetik 

Produktfeuchte Über Masse und Trockensubstanz  

Trockensubstanzgehalt Verwendung eines Labor-Konvektionsofens für 
48 Stunden bei 70 °C 

Masse Waage (im Trockner oder extern) 

Oberflächentemperatur Pyrometer, IR-Thermometer 

Chemische Eigenschaften 

Gesamtlösliche Feststoffe TSS Refraktometer 

pH-Wert pH-Meter 

Mechanische Eigenschaften 

Arbeit 
Texture Analyzer 

Federkonstante 

Optische Eigenschaften 

Farbe (L*, a*, b*, ΔE) 
RGB-Kamera 
Spektrometer 

Spektren 
Multispektrale Flächenkamera 

Spektrometer 
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Endgültiger Versuchsplan  

Versuchsnummer Lufttemperatur Relative Luft-
feuchte 

Taupunkttempera-
tur  

ϑL in °C rH in % ϑTP in °C 

1 80 5 20,2 

2 42 21,4 15,4 

3 40 12,7 6 

4 58,5 5 5,9 

5 80 19,6 44,4 

6 69,6 10,9 26 

7 64 19 31,2 

8 53,1 26,6 28,2 

9 80 30 52,9 

10 64 19 31,2 

11 64 19 31,2 

12 58 5 5,9 

13 40 30 19,1 

14 40 12 6 

15 64 19 31,2 

16 66 30 41,2 
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