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Abstract 

Das Projekt eFlow, an dem unter anderem die HTWG Konstanz seit 2012 forscht, 

simuliert mit Hilfe einer mathematischen Simulation wie sich Menschenmassen 

verhalten, wenn sie ein vorgegebenes Gelände verlassen sollen. Die Simulation baut 

auf einen Ansatz der Finite Elemente Methode auf, in der mehrere gekoppelte 

Differenzialgleichungen berechnet werden müssen. Diese Berechnungen erweisen 

sich gerade bei komplexen Szenarien mit großem Gelände und vielen Personen als 

sehr rechenintensiv. Ziel dieser Bachelorarbeit ist es ein Surrogate Modell zu erstellen, 

welches basierend auf machine-learning Ansätzen im spezifischen auf 

Regressionsmethoden Ergebnisse der Simulation vorhersagen soll. Somit müssen 

Datensätze generiert werden. Diese entstehen durch wiederholte Durchläufe der 

Simulation, in der jeweils die Eingabeparameter, die in das Regressionsmodell 

einfließen sollen variiert werden und mit dem entsprechenden Ergebnis der Simulation 

verknüpft werden. Die Regressionsansätze werden dabei pro Durchlauf komplexer, in 

dem jeweils zusätzliche Eingabeparameter mit in die Datengenerierung 

aufgenommen werden. Es soll überprüft werden, ob diese Simulation mittels machine-

learning Ansätzen reproduzierbar ist. Basierend auf diesen Surrogate Modellen soll 

es möglich gemacht werden, Situationen in Echtzeit zu überprüfen, ohne dabei den 

Weg der rechenaufwendigen Simulation zu gehen. Die Ergebnisse bestätigen, dass 

die mathematische Simulation mittels Regression reproduzierbar ist. Es erweist sich 

jedoch als sehr rechenaufwendig, Daten zu sammeln, um genügend 

Eingabeparameter mit in die Regressionsmethode einfließen zu lassen. Diese Arbeit 

gestaltet somit eine Vorstudie zur Umsetzung eines ausgereiften Surrogate Modells, 

welches jegliche Eingabeparameter der Simulation berücksichtigen kann. 
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Abkürzungsverzeichnis 

 

MSE   Mean Squared Error 

RMSE   Rooted Mean Squared Error 

MAE   Mean Absolute Error 

FEM   Finite Elemente Methode 

OLS   Ordinary Least Square 
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1. Einleitung 

Bereits seit 2012 besteht eine Kooperation zwischen der Hochschule Konstanz, der 

Zürcher Hochschule für Angewandte Wissenschaften, der ZHAW Winterthur, der 

Fachhochschule Vorarlberg Dornbirn und der HTWG Konstanz, um sich gemeinsam 

dem Forschungsprojekt eFlow zu widmen. Der Name eFlow setzt sich aus den 

Begriffen Epidemie und flow zusammen. Hierbei handelt es sich um eine 

Fußgängersimulation, welche mit einem Epidemiemodell gekoppelt ist, mit der die 

Ausbreitung von epidemischen Krankheiten verfolgt werden kann. Der folgende 

Absatz stützt sich auf die Veröffentlichung auf der Internetseite von eFlow, in dem die 

mathematischen Grundlagen des Modells erläutert werden [1, 2]. 

eFlow basiert auf einem mathematischen Modell, welches unter anderem von Prof. 

Dr. Rebekka Axthelm entwickelt wurde. Das Modell beruht auf folgenden 2 

Grundannahmen, welche sich auf ein Modell von Roger L. Hughes beziehen [3], der 

das Verhalten von Menschenmengen mit zwei grundlegenden Punkten beschreibt.  

1. Jede Person möchte möglichst schnell den Raum verlassen. 

2. Die Fortbewegungsgeschwindigkeit ist nur von der Dichte an Personen im 

unmittelbaren Umfeld abhängig. 

Das Modell beschreibt die Menschenmenge wie eine Flüssigkeit, in der sowohl 

Personen als auch deren Verhalten austauschbar sind. Die Personenmasse als 

Kollektiv verhält sich rational und folgt den zwei Regeln zuverlässig, dabei ist es nicht 

erforderlich, dass sich auch jedes Individuum an diese Regeln hält. 

Das Modell simuliert auf Grundlage eines zuvor angegebenen Grids, also einer 

Raumstruktur, welche zuvor in einen Polygonzug unterteilt wird, wie sich eine Menge 

an Personen im Falle einer Evakuierung dieser Raumstruktur verhält. Zudem gibt die 

Simulation zu jedem Zeitpunkt der Simulation einen Dichtewert für jeden 

Koordinatenpunkt aus. Relevant wird dies für das Feature der Simulation, welches 

Ansteckungswahrscheinlichkeiten von Krankheitsbildern voraussagt. Gerade dies 

macht eFlow zu einem sehr wertvollen Tool, das in Zukunft zur Planung von 

Gebäudestrukturen oder weiträumigen Großveranstaltungen genutzt werden kann. 

Extremsituationen wie einen Evakuierungszustand, aber auch mögliche Hotspots für 

Krankheitsverbreitung können damit visualisiert werden. Dadurch können zuständige 
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Instanzen bereits im Voraus besser vorhersagen, in welchen Bereichen es zu 

Ballungen von Personen kommen wird und wie diese präventiv verhindert werden 

können. Somit kann eine schnelle Ausbreitung von ansteckenden Krankheiten oder 

einer Entstehung von Massenpaniken entgegengewirkt werden. Das Modell 

beschreibt die Raumstruktur mit einer Finite-Elemente-Methode (FEM). Die FEM hat 

sich als ein leistungsfähiges Werkzeug zur Simulation realer physikalischer 

Phänomene etabliert. Hierbei werden die mathematischen Gleichungen, die die 

zugrundeliegende Physik beschreiben, durch eine Variationsformulierung 

umgewandelt, die anschließend diskretisiert wird [4]. 

Ziel dieser Bachelorarbeit ist es, zu überprüfen, ob diese komplexe mathematische 

Simulation, die aus zwei gekoppelten, nichtlinearen, partiellen Differenzialgleichungen 

besteht [1], mit Hilfe von machine-learning Ansätzen reproduzierbar ist. Es soll also 

ein sogenanntes Surrogate Modell generiert werden. Als Surrogate Modell werden 

Meta-Modelle bezeichnet, die ein komplexeres Modell so gut wie möglich nachahmen. 

Der Vorteil hierbei ist es, die Rechenleistung im Vergleich zum tatsächlichen Modell 

zu minimieren, während noch immer sehr genau das Ergebnis des Modells 

nachgestellt werden kann [4, 5]. Gerade im Bereich der Finite Elemente 

Berechnungen, gibt es schon unzählige Ansätze von solchen Surrogate Modellen. So 

verfolgten beispielsweise  Shivaditya et al. [4] den Ansatz ein neuronales Netzwerk zu 

erstellen um eine Simulation nachzubilden, in der mittels FEM ein 

Metallschmiedeverfahren simuliert wird. Es gibt unzählige weitere Forschung mit 

ähnlichen Ansätzen und Zielen. Dies lässt sich damit begründen, dass das Lösen der 

partiellen Differentialgleichungen gerade bei komplexen Ansätzen mit einem extremen 

Rechenaufwand verbunden ist. Diesen mit Hilfe von Methoden des machine-learning 

zu minimieren beziehungsweise zu optimieren und somit einen alternativen Weg zur 

Finite-Elemente Simulation anzubieten, bietet für viele Unternehmen einen 

wirtschaftlichen Nutzen. In den Ansätzen, die bereits veröffentlicht wurden, gilt es wie 

auch in dieser Bachelorarbeit, zunächst Daten durch die Simulation zu generieren. 

Ziel hierbei ist es ein möglichst kleines Dataset zu generieren, welches eine weite 

Varianz der Inputparameter abbildet. Es muss dazu gesagt werden, dass die bereits 

durchgeführten Ansätze häufig auf Neuronalen Netzwerken beruhen, und weniger 

komplexe Ansätze wie beispielsweise der Regression meist nur bei Modellen 

verwendet wurden, bei denen die Liste an Eingabeparametern überschaubar waren. 
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Neuronale Netzwerke sind stärker darin nicht lineare Zusammenhänge von 

Eingabeparametern hoher Dimensionalität zu verarbeiten, brauchen hierbei jedoch in 

der Regel auch eine größere Datenmenge.   Die Forschungsfrage dieser Arbeit 

befasst sich damit, ob Methoden wie die Regression innere Zusammenhänge der 

Eingabeparameter der Simulation mit dem Ergebnis der Simulation verknüpfen kann. 

Somit gäbe es eine alternative Vorgehensweise zum Finite-Elemente Ansatz der 

Simulation. Langfristig könnte ein Trainieren eines neuronalen Netzwerkes eine 

sinnvollere Variante sein, um ein Surrogate Modell zu erzeugen. Diese Bachelorarbeit 

kann somit als eine Vorstudie betrachtet werden, die das Potential dieses Ansatzes 

aufdecken kann und im Vorfeld Grundlagen und Lösungen erschließt, die später auch 

in komplexeren machine-learning Ansätzen angewandt werden könnten.  

Ein erfolgreiches Erstellen eines solchen Modells wäre für das Projekt eFlow von 

großem Vorteil. Bei erfolgreicher Umsetzung könnte der hier erstellte machine-

learning Ansatz die Simulation so akkurat wie möglich nachahmen, ohne diese 

ausführen lassen zu müssen. Wenn eFlow in realen Situationen angewendet wird, 

kann der machine-learning Ansatz hilfreich sein, um Situationen in Echtzeit zu 

beurteilen. Sollte beispielsweise ein großes Fest organisiert werden, können zuvor die 

Daten des Geländes angegeben und in Echtzeit überprüft werden, wie sich bestimmte 

Vorgänge, wie zum Beispiel das Schließen oder Öffnen eines Ausgangs, auf das 

Verhalten der Personen auswirkt. Dies kann anhand des machine-learning Ansatzes 

überprüft werden, ohne die eventuell rechenintensive und zeitaufwendige Simulation 

ausführen zu müssen. Dies spart wichtige Zeit, da das machine-learning Modell auf 

bereits generierte Trainingsdaten zugreift und somit direkte Voraussagen treffen kann, 

die die Simulation nach wesentlich längerer Rechenzeit auch treffen würde. 

Aufgabe dieser Bachelorarbeit ist es, Regressionsansätze zu entwickeln, welche sich 

auf bestimmte Eingabeparameter der Simulation, wie die Anzahl der Personen im 

Raum, die maximale Bewegungsgeschwindigkeit, bis hin zu komplexeren Parametern 

wie der Raumstruktur und die Positionierung der Ausgänge konzentrieren. Diese 

werden als Input der Simulation so lange variiert, bis genug Daten gesammelt wurden, 

um zuverlässig vorherzusagen, wie sich der Output der Simulation verhalten wird. Die 

anderen Inputs bleiben dabei unverändert. Die anschließend erstellten Regressionen 

nehmen sich zum Ziel einen Output vorherzusagen. Bei diesem handelt es sich um 

die benötigte Zeit, die vergeht, bis der Raum vollständig entleert ist.  
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Als erster Schritt sollen Daten erzeugt werden, die unter Konstanthaltung jeglicher 

weiteren Eingabeparameter darstellen, wie die Personenzahl zu Beginn der 

Simulation Einfluss auf die Zeit bis zu der vollständigen Evakuierung nimmt. Dafür 

muss ein Skript erstellt werden, welches die Simulation unter stetiger Variation des 

Eingabeparameters automatisiert ausführt. Das Skript soll das Ergebnis der 

Simulation, in diesem Fall also die benötigte Zeit, verknüpft mit der Anzahl der 

Startpersonen als Datensatz speichern. Ist dies erfolgt, sollen anhand der Daten 

Regressionsansätze trainiert, verglichen und validiert werden. Als zweiter Schritt wird 

ein weiterer Eingabeparameter mit in die Datenerzeugung einbezogen. Es soll nun 

auch die Bewegungsgeschwindigkeit variiert werden, die die Personen im Raum 

einnehmen, wenn sie nicht von zu hoher Dichte verlangsamt werden. Auch hier sollen 

mit einem Skript verknüpfte Daten von Ein- und Ausgabeparametern generiert und mit 

ihnen Regressionsmodelle trainiert werden. Der nächste Regressionsansatz soll sich 

dann mit der Variation der Raumstruktur, inklusive der Breite des Ausgangs befassen. 

Dabei sollen auch die anderen beiden Eingabeparameter weiterhin berücksichtigt 

werden. Ziel ist es immer komplexere Regressionen zu generieren, die immer mehr 

unterschiedliche Startbedingungen berücksichtigen. Am Ende soll ein Modell erzeugt 

werden, dass unter Variation jeglicher Eingabeparameter, eine genaue Vorhersage 

der Zeit bis zur vollständigen Entleerung des Raumes angibt.   
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2. Theoretische Grundlagen 

Folgendes Kapitel beinhaltet die Grundlagen, die zum Verständnis der Bachelorarbeit 

benötigt werden. Dabei wird hauptsächlich auf supervised machine learning und die 

jeweiligen machine-learning Ansätze eingegangen, die auf die generierten Daten 

angewendet wurden. 

 

2.1 Machine-Learning 

Ein Kernelement der Informatik ist das Erstellen von Algorithmen. Diese setzen eine 

weite Spanne von Aufgaben um. Von simplen Rechenoperationen, bis hin zu 

komplexen mathematischen Berechnungen werden Algorithmen erstellt, verknüpft 

und serialisiert. Durch den schnellen technischen Fortschritt in den letzten Jahren, 

können Rechner immer komplexer werdende Algorithmen immer schneller 

durchführen. Trotzdem gibt es Herausforderungen, die für Menschen gemachte 

Algorithmen nicht, oder nur sehr aufwendig und unflexibel lösen können. Das Konzept 

des machine learnings bietet für viele dieser Fälle einen neuen Ansatz.  

Ein gutes Beispiel hierfür ist das der Mustererkennung. Es ist kaum möglich, einen 

Algorithmus zu beschreiben, der anhand von Bildmaterial menschlichen Gewebes 

erkennt, ob dieses gesund oder mutiert ist. Als wesentlich effektiver erwiesen hat sich, 

auf bereits vorhandene große Menge an Bilddaten von Geweben zuzugreifen, die mit 

dem Bild verknüpfte Aussagen über den Gesundheitszustand des Gewebes 

enthalten. Machine learning erstellt sich aus vorhandenen und aufbereiteten Daten 

selbst einen Algorithmus, der das erwünschte Ergebnis, in dem Fall die Vorhersage 

der Gesundheit des Gewebes, erzielt [6]. Im Grunde genommen geht es darum 

folgende mathematische Funktion umzusetzen: 𝑓: 𝑋 → 𝑌  [7]. Unter dem 

Vorhandensein der Eingabeparameter X soll ein Modell erstellt werden, dass der 

Menge an Parametern X einen voraussichtlichen Ausgabeparameter oder Parametern 

Y zuordnet. Sowohl in dem eben erwähnten Beispiel der Mustererkennung als auch 

in dem bearbeiteten Projekt handelt es sich bei dem Modell um ein prädiktives Modell. 

Dies bedeutet, dass ein Modell konzipiert wird, welches aus vorhandenen 

Trainingsdaten komplexe Zusammenhänge herleitet, die zur Vorhersage selbst 

gewählter Parameter dienen [6]. Zudem gibt es im machine learning drei verschiedene 

Kategorien des Lernens. Das überwachte oder auch supervised learning, das 
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unüberwachte oder unsupervised learning und das bestärkende oder reinforcement 

learning. Bei den verwendeten Methoden der Regression handelt es sich um 

supervised learning Ansätze, weshalb nur diese Kategorie des machine-learnings 

tiefergehend erläutert wird. 

 

2.1.1 Supervised Learning 

Beim supervised learning wird dem Modell eine Menge an gelabelten Daten zur 

Verfügung gestellt. Dies bedeutet, dass Daten vorhanden sind, deren Ergebnis, oder 

Aussage bereits bekannt sind. Um dies zu veranschaulichen kann das Beispiel der 

Bilderkennung verwendet werden. Bei einem supervised learning Modell zur 

Bilderkennung wird über einen Datensatz an Bildern verfügt, denen zuvor zugeordnet 

wurde, was sich auf diesen Bildern befindet. Somit kann der Rechner diese Bilder als 

Vorlage heranziehen und aus ihnen Muster entnehmen, die er gesichert bestimmten 

Ausgaben zuordnen kann [7]. Dem Modell werden Terrabytes an Eingangsdaten 

übergeben. Es erstellt sich daraus eine Funktion, die unter Einsetzen der 

Eingangsdaten einen Zielwert ausgibt, der dem tatsächlichen Ergebnis so nahe wie 

möglich kommen soll [8]. Die Qualität dieses Modells  wird  nicht dadurch sichtbar, wie 

gut das Modell am Ende die Daten vorhersagen kann, auf die es bereits trainiert 

wurde, sondern ob neue Sätze an Eingabeparametern nach dem Einsetzen in die 

Funktion, nahe an dem tatsächlichen Ausgang liegen [8]. 

Es gibt unzählige Methoden und Herangehensweisen, Modelle zu erstellen, die selbst 

Wege finden, gewünschte Parameter vorhersagen zu können. Es ist nicht Zweck 

dieser Bachelorarbeit, einen Überblick aller Methoden zu geben, sondern sich auf 

diejenige zu konzentrieren, die konkret verwendet wurden.  

2.2 Lineare Regression 

Lineare Regression ist eine effiziente Methode des supervised learnings, um ein 

Ergebnis aus einer Menge an Eingabeparametern abzuleiten. Bei der Regression wird 

aus einer Datenmenge, die den jeweiligen Ausgabewert, also dem Ergebnis mit den 

zu ihm führenden Eingabeparametern verknüpft, eine Hyperebene gebildet, deren 

durchschnittliche Abweichung zu jedem einzelnen Punkt der Daten minimiert werden 

soll. Die Hyperebene beschreibt eine Ebenengleichung im Unterraum mit einer 

Dimension weniger als der des gesamten Raumes. Wenn es sich also beispielsweise 
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um eine zu erstellende Regression mit zwei variablen Eingabeparametern handelt, in 

der ein Ausgangsparameter vorausgesagt werden soll, handelt es sich um einen 

dreidimensionalen Raum [7]. Damit befindet sich die Hyperebene im 

zweidimensionalen Unterraum und kann mit zwei Spannvektoren beschrieben werden 

[7]. Handelt es sich um einen zweidimensionalen Raum, kann damit die Hyperebene 

als Gerade beschrieben werden. Bei der linearen Regression wird folgendes Modell 

verwendet: 

 y = f(x) = b+w1x1+…+wmxm+𝜀   [6](2.1) 

Hierbei sind die Parameter b, w1, …, wm und 𝜀 unbekannt. Diese Parameter sollen so 

gewählt werden, dass anschließend der Zusammenhang zwischen x und y so akkurat 

wie möglich beschrieben werden kann. Bei der linearen Regression wird eine Funktion 

ersten Grades in die Datenmenge gezogen. Der Parameter b soll dem Wert 

entsprechen, den y einnimmt, wenn ∑ 𝑤𝑛 = 0𝑚
𝑛=0  gewählt werden, also wenn alle 

Eingabeparameter Null sind. ε  beinhaltet alle Störelemente, die in der Regression 

nicht aufgefangen werden [9]. Es ist nicht davon auszugehen, dass sich das Ergebnis 

vollständig abhängig von den gegebenen Eingabeparametern verhält. Es wird von 

einer Unabhängigkeit des Parameters ε zu X ausgegangen. w1 bis wm beschreiben 

die Gewichtung der verschiedenen Eingabeparameter. Diese Werte werden von dem 

Regressionsalgorithmus eigenständig angepasst, sodass sie den tatsächlichen Daten 

möglichst nahekommen. Um an die bestmöglichen Werte zu gelangen, wird die 

Summe der kleinsten Quadrate berechnet. Dies kann mithilfe der Gleichung (2.1) 

verdeutlicht werden. Anhand dieser Funktion mit den unbekannten Variablen und der 

Sammlung an Datenpaaren, kann ein Gleichungssystem erstellt werden. Dieses 

entspricht einer Zeilenanzahl n, bei der n die Summe aller Datenpaare ist, die 

verwendet werden, um das Modell zu trainieren. Dementsprechend ist das lineare 

Gleichungssystem ab dem Zeitpunkt eindeutig lösbar, ab dem es mehr Datenpaare 

als unbekannte Variablen gibt. Dies ist bei machine-learning Ansätzen eine feste 

Voraussetzung, da ohne eine entsprechende Ansammlung an Daten machine-

learning nicht in Betracht gezogen werden sollte. Es soll nun jedoch die Lösung 

gefunden werden, die auch Störelemente, wie ein gewisses Maß an Rauschen und 

Beeinflussung von unabhängigen Variablen am besten berücksichtigt. Somit wird für 

die bestmögliche Wahl der Parameter die Methode der kleinsten Quadrate verwendet. 

Hierbei werden Parameter gesucht, die folgende Summe: ∑ (yi − 𝑓(𝑥𝑖))𝑛
𝑖=1

2 [7](2.2) 
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so gering wie nur möglich halten. Hierbei handelt es sich bei y i um die tatsächlichen 

Ergebniswerte und bei f(xi) um die Ausgabe der Hyperebene an besagtem Punkt. Es 

wird der quadrierte Wert verwendet. Dies liegt daran, da so extremere Ausreißer, die 

eine Distanz zum tatsächlich gemessenen Wert von >1 aufweisen, auch mehr ins 

Gewicht fallen, als es Werte tun, die nur leicht von dem Zielwert abweichen [10]. Die 

lineare Regression erstellt sich aus den gelabelten Daten, die sie zur Verfügung 

bekommt, eine Funktion, mit der zukünftige Daten vorhergesagt werden können. 

Regressionen sind nur dann sinnvoll, wenn davon ausgegangen werden kann, dass 

die Eingabeparameter das Ergebnis direkt beeinflussen. Wird ein Verhalten 

beschrieben, das den Zusammenhang zwischen einem Eingabeparameter zu einem 

Ausgabeparameter angibt, handelt es sich um eine univariable Regression. Sobald 

mehr als ein Eingabeparameter berücksichtigt wird, handelt es sich um eine 

sogenannte multivariable Regression. Um zu verstehen, wie aus den generierten 

Daten, die am besten geeignete Hyperebene herausgearbeitet werden kann, ist es 

nützlich Kriterien zu betrachten, die später auch zur Evaluierung der Regression 

verwendet werden. Nun gilt es noch die lineare Regression von der polynomialen 

Regression zu unterscheiden. 

 

2.3 Polynomiale Regression 
Die lineare Regression beschreibt den Zusammenhang zwischen Eingabe- und 

Ausgabeparameter in einem linearen Zusammenhang. Dies bedeutet, dass in (1.1) 

sowohl die Eingabeparameter x1 bis xm,  als auch die Gewichtungen w1 bis wm  jeweils 

nur Polynome erster Ordnung annehmen, während bei der polynomialen Regression 

für die Eingabeparameter auch höhere Polynome gewählt werden können. Man 

spricht hierbei auch von polynomialer linearer Regression, da zwar die 

Eingabeparameter in einer polynomialen Regression n-ter Ordnung Werte von x1 bis 

xn annehmen können, die Gewichtung der einzelnen Parameter jedoch weiterhin 

linear bleibt. Dies bedeutet, dass die Koeffizienten noch immer mit linearen Ansätzen 

wie der Methode der kleinsten Quadrate geschätzt werden können. Polynomiale 

Regression ist von Vorteil, wenn nichtlineare Zusammenhänge vorkommen. Um dies 

an einem Beispiel aus der Bachelorarbeit zu erklären: 

Es ist zu erwarten, dass eine große Masse an Menschen nicht linear mehr Zeit 

benötigt, um einen Raum zu verlassen, als es eine kleinere Menge an Meschen tun 
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würde. Durch die höhere Dichte im Raum, kommt es dazu, dass Menschen ihre 

Geschwindigkeit verringern müssen und es durch Stauung zu höheren 

Evakuierungszeiten kommt. Auch bei multivariabler polynomialer Regression, kann 

die Regression mit einer Art Hyperebene beschrieben werden. Diese ist dann jedoch 

keine Ebene in der zuvor beschriebenen Hinsicht. Sie wird Bogenformen und andere 

nicht-lineare Muster aufweisen.  

Bei der polynomialen Regression besteht die Gefahr eines Overfittings. Dies bedeutet, 

dass die Regressionsgerade mit hoher polynomialer Ordnung die Trainigsdaten zwar 

sehr zuverlässig darstellt, es jedoch außerhalb der Daten zu hohen Schwankungen 

kommt und Testdaten nur sehr ungenau dargestellt werden können. 

 

Abbildung 1: Darstellung Overfitting 

In Abbildung 1 ist zu sehen, dass die zufällig generierten Daten mit einer polynomialen 

Regression vierter Ordnung einen höheren mean-squared-error(MSE) aufweist, als 

bei der fünfzehnter Ordnung. Der MSE ist ein Parameter zur Bestimmung der 

Genauigkeit der Vorhersagen des Regressionsmodells, auf den später im Detail 

eingegangen wird. Trotz des scheinbar genaueren Ergebnisses kommt es bei der 

Regression fünftzehnter Ordnung jedoch zu höheren Schwankungen innerhalb der 

Regressionsfunktion, die das Verhalten der Daten im Ganzen nicht besser darstellen. 

Im Gegensatz dazu sieht man, dass ein zu niedriger Grad wie in dem Fall des Grades 

zu einem sogenanntem Underfitting führt, also zu ungenauen Abbilden der 

Datenpunkte.   
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2.4 Random Forrest Regression 
Ein weiterer Regressionsansatz ist die Random Forest Regression. Diese 

Regressionsmethode basiert auf so genannten Entscheidungsbäumen.  

Entscheidungsbäume haben eine Wurzel, also ein Startpunkt, von dem an sich durch 

den Baum bewegt wird. An jeder Entscheidung gibt es verschiedene Wege, die 

abhängig von der getroffenen Entscheidung gegangen werden. Am Ende, des 

Baumes gibt es sogenannte Blätter, die basierend auf den zuvor getroffenen 

Entscheidungen ein Ergebnis ausgeben [7]. Hierbei können sich 

Entscheidungsbäume in der Komplexität unterscheiden, in denen sie pro 

Entscheidungsknoten unterschiedlich viele mögliche Entscheidungen treffen können. 

Bei einem binären Entscheidungsbaum gibt es an jedem Knoten jeweils zwei mögliche 

Wege sich durch den Baum zu bewegen. Auch durch die Anzahl der zu treffenden 

Entscheidungen, bis am Ende das Blatt erreicht wird, kann die Komplexität des 

Entscheidungsbaumes variiert werden [7]. Beim Random Forest Verfahren werden 

nun eine Vielzahl solcher Entscheidungsbäume, basierend auf jeweils nur einem Teil 

des Datensatzes generiert. Die Auswahl der Teildatenmenge erfolgt zufällig. Wichtig 

ist jedoch zu erwähnen, dass jede einzelne Teilmenge jeweils aus dem gesamten Pool 

an Daten gewählt wird. Somit kann es vorkommen, dass verschiedene 

Entscheidungsbäume auf teilweise identischen Daten trainiert werden [11]. Wenn nun 

eine Summe an Entscheidungsbäumen erstellt wurde, wird der Mittelwert aus allen 

Vorhersagen der einzelnen Entscheidungsbäume gebildet. Dieser ist dann die 

Vorhersage des Random Forrest Regressionsmodells.  Auf Grund der kleinen 

Datasamples der einzelnen Bäume entsteht ein sehr robustes Modell, welches 

Overfitting entgegen wirkt, da nie die gesamte Datenmenge in das Training der 

einzelnen Bäume eingeführt wird und somit eine zu genaue Nachahmung des 

gesamten Trainingsdatensets unwahrscheinlich ist [11].  

Es gibt noch zahlreiche alternative Ansätze, um Regressionsmodelle zu erstellen. Hier 

zu nennen wären noch support vector machines, gradient boosting, oder k-nearest 

neighbour Regression. Auf diese wird hier jedoch nicht weiter eingegangen, da sie 

nicht Teil des Trainings auf die Daten dieses Projektes waren. Eine Gemeinsamkeit 

besteht jedoch unter allen diesen Regressionsansätzen: Es braucht Parameter, die 

herangezogen werden, um zu überprüfen, wie valide die Vorhersagen der Modelle 
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sind. Nun wird auf Parameter eingegangen, die in dieser Bachelorarbeit verwendet 

wurden, um die Ergebnisse zu validieren.  

 

2.4 Mittlere Quadratische Abweichung 

Die mittlere quadratische Abweichung oder auch mean-squared-error(MSE) ist die am 

häufigsten verwendete Variante, um Regressionsansätze zu validieren [9]. Die Formel 

für den MSE ist wie folgt: 

 MSE =  
1

𝑛
∑ (𝑦𝑖 − �̂�(𝑥𝑖 ))

2
𝑛

𝑖=1
  [9] (2.3) 

Hier wird deutlich, dass die Formel im Grunde der Formel der kleinsten Quadrate (2.2) 

entspricht. Es wird anschließend nur durch die Menge n an Wertepaaren dividiert, um 

einen Durchschnittswert zu erhalten. Durch das Quadrieren wird bewirkt, dass es 

irrelevant ist, ob die Abweichung positiv oder negativ ist, ob also die Schätzung über 

oder unterhalb des tatsächlichen Wertes liegt. Zudem wird durch das Quadrieren, wie 

auch bei den kleinsten Quadraten, größeren Ausreißern mehr Gewicht gegeben als 

kleinen Abweichungen. Gerade bei multivariablen Regressionen, bei dem die 

Validierung nicht mehr über die Visualisierung durchgeführt werden kann, ist der MSE 

ein wichtiger Richtwert, um die Qualität der Regression anzugeben. Ein weiterer 

Parameter der auf dem MSE aufbaut ist der rooted-mean-squared-error(RMSE). Hier 

wird die Wurzel vom MSE gezogen, um die Abweichung wieder auf die ursprüngliche 

Maßeinheit zurückzuführen.  

 

2.5 Mittlerer Absoluter Fehler 

Der mittlere absolute Fehler, auch mean-absolute-error (MAE) bietet eine alternative 

Validierung zu den bereits erwähnten MSE und RMSE. Der MAE gibt den 

arithmetischen Mittelwert der Abweichungen von Vorhersage zu tatsächlichem 

Ergebnis an [10]. Hier wird im Gegensatz zum MSE nicht quadriert. Die Formel lautet 

MAE=  
1

𝑛
⋅ ∑ |𝑦 − �̃�|𝑛

𝑖=0  [9] (2.4) Durch das Weglassen der Quadrierung werden große 

Ausreißer nicht stärker gewichtet, als kleine Fehler. Ein weiterer Vorteil zu der 

Robustheit gegenüber Ausreißern ist die bessere Interpretierbarkeit im Vergleich zum 

MSE, da die Abweichung direkt in der Einheit der Zielgröße wiedergegeben wird.  
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2.6 Korrelationskoeffizient 

Der Korrelationskoeffizient gibt Information über die Stärke der Beziehung zwischen 

den Eingabeparametern zum Ergebnis an. Er liegt zwischen -1 und 1 Dabei beschreibt 

der Wert 1 eine perfekte positive, also aufsteigende lineare Korrelation , während -1 

eine perfekte absteigende Korrelation beschreibt [10]. Desto näher sich der Wert null 

nähert, desto weniger Einfluss haben die Eingabeparameter auf das Ergebnis. Bei null 

kann davon ausgegangen werden, dass keinerlei Beziehung zwischen den 

Eingabeparametern und dem Ergebnis vorliegt. Berechnet wird er wie folgt: 

 r =  
∑ ((xi − x̄)(yi − ȳ)))𝑛

𝑖=0

√∑ (xi − x̄)² ∗ Σ(yi− ȳ)²𝑛
𝑖=0

 [10] (2.5) 

Dabei sind xi die Datenpunkte der Eingabeparameter, yi die dazugehörigen 

Ergebnisse und  x̄ , ȳ die Durchschnittswerte. Die Summen ziehen sich über die 

Spanne n, wobei n die Menge der Datenpaare beschreibt, über die der 

Korrelationskoeffizient berechnet werden soll. Es ist wichtig zu beachten, dass der 

Korrelationskoeffizient nur bei linearer Regression von Bedeutung ist. Hierbei ist er 

sehr informativ, da Zusammenhänge erkannt und bewertet werden können. 

Außerdem bietet er die Grundlage für das Bestimmtheitsmaß, der auch bei 

Polynomialer Regression verwendet werden kann. 

 

2.7 Bestimmtheitsmaß/R2 

Das Bestimmtheitsmaß ist das Quadrat des Korrelationskoeffizienten. Durch das 

Quadrieren geht die Information darüber verloren, ob es sich um ansteigende oder 

abfallende Korrelation handelt. Dies ist nur bei einer univariablen Regression von 

Bedeutung. Sobald mehr als ein Eingabeparameter betrachtet wird, kann diese 

Aussage ohnehin nicht mehr getroffen werden [10]. Das Bestimmtheitsmaß gibt an, 

welcher Anteil des Ergebnisses durch die bekannten, beziehungsweise 

berücksichtigten Eingabeparameter erklärt werden kann. Ergibt der 

Korrelationskoeffizient beispielsweise den Wert von 0,8, so können 80% des 

Verhaltens des Ergebnisses durch die Eingabeparameter beschrieben werden. Die 

anderen zwanzig Prozent werden dementsprechend von unabhängigen, oder nicht 
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berücksichtigten Parametern beeinflusst. Das Bestimmtheitsmaß ist ein wertvoller 

Parameter, um schon im Vorhinein angeben zu können, wie sinnvoll es ist, auf den 

spezifischen Datensatz Regression anzuwenden.  
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3. Implementierung 

Im Folgenden wird dargestellt und begründet, wie das Projekt eFlow selbst, als auch 

das Skript für die Datengenerierung gecodet ist und welche Sprachen verwendet 

wurden. 

 

3.1 Aufbau eFlow 

eFlow wurde in der Programmiersprache C entwickelt. Kern des Projektes ist das 

mainfile pFlowSIM.c in der die Hauptschleife ausgeführt wird. Aus dieser wird auf alle 

benötigten Funktionen zugegriffen, die selbst in Unterordnern ausgelagert wurden. 

Alle zu verändernden Eingabeparameter, sowohl einfache wie die Personenzahl zu 

Zeitpunkt null, als auch jegliche Informationen zum Raum der Simulation, befinden 

sich in Konfigurationsdateien. Diese sind im JSON-Format hinterlegt, sodass sie 

schnell und für den Nutzer verständlich abgeändert werden können. Dies bedeutet, 

dass für jedes neue Szenario eine solche Datei erstellt werden muss, oder ein 

vorhandenes modifiziert wird. Wenn die Simulation durchgeführt wurde, lassen sich 

die Ergebnisse in einem Ordner mit Outputs betrachten. Hier kann visualisiert werden, 

wie der erstellte Raum aussieht, wie die Dichteverteilung über die Zeit variiert und 

auch, welche Anzahl an Personen sich zu welchem Zeitpunkt im Raum befinden.  

Zudem bietet das Programm Zusatzfunktionen, die in der Anwendung für potenzielle 

Nutzer hilfreich sein können. So wird zum Beispiel die Möglichkeit gegeben, Agenten 

zu erstellen, die aus der Dichte an Personen im Raum errechnen, an welchem Ort 

sich zu welchem Zeitpunkt Menschen befinden. Dies ist bei der Simulation nicht von 

Bedeutung, da sie mit einem Dichtefeld arbeitet, welches über den Raum integriert 

wird. Es ist für den User selbst jedoch weniger verständlich, nur ein sich veränderndes 

Dichtefeld zu betrachten, als sehen zu können, wo die Dichte so groß ist, dass sich 

dort vermutlich eine Person befinden müsste.  

Diese Funktion ist zwar hilfreich, benötigt jedoch Rechenleistung und 

dementsprechend auch Zeit bei der Durchführung der Simulation. Dieses, wie auch 

verschiedene weitere Features, wie das Hinterlegen der Dichtewerte für jeden 

Koordinatenpunkt des Polygonzuges zu jedem Zeitschritt, wurden entfernt, sodass 
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ausschließlich Berechnungen durchgeführt werden, die für die Aufgabe der 

Datengeneration relevant sind.  

Es soll sich nun im Detail mit den Eingabeparametern befasst werden, welche die 

Konfigurationsdatei der Simulation übergibt, da auf der Variation dieser alle erstellten 

Regressionen ausgelegt sind. 

 

3.2 Eingabeparameter 

Ziel dieser Bachelorarbeit ist es, wie zuvor bereits erwähnt, möglichst alle Inputs, die 

die Simulation zur Konfiguration benötigt, in Regressionen einfließen zu lassen, um 

den Output zuverlässig voraussagen zu können. Der Simulation wird eine 

Konfigurationsdatei im JSON-Format übergeben, der alle möglichen veränderbaren 

Eingabeparameter inne liegen. Somit bestand zunächst die Aufgabe darin, diese 

nachzuvollziehen und zu entscheiden, auf welche sich zu welchem Zeitpunkt 

konzentriert werden sollte. Im Folgenden ist ein solches JSON-File mit allen 

Parametern dargestellt. Es soll gezeigt werden, welche Auswirkung einzelne 

Parameter haben.  

{ 

    "name": "Ziegenstall.json", 

    "Scenario": { 

        "charLength": 10, 

        "charDensity": 8, 

        "charVelocity": 1.34, 

        "startPersons": 80, 

        "randPersons": 0, 

        "maxTime": 500 

    }, 

    "Fundamentaldiagramm": 1, 

    "Infection": { 

        "resistanceTime": 1, 

        "percentInfected": 0.1, 

        "criticalDistance": 0.5, 

        "infectionRate": 0.65, 

        "percentRemoved": 0.2, 

        "moveMode": 0 

    }, 
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    "Entrance": [], 

    "Exit": [ 

        { 

            "xr": 0.0, 

            "yr": 2.0, 

            "xl": 0.0, 

            "yl": 4.0, 

            "weight": 1 

        } 

    ], 

    "Measurementstations": [], 

    "Attractors": [], 

    "SubdomainsRhoInit": [], 

    "SubdomainsFD": [], 

    "Refinement": { 

        "decompositionLevel": "bloody", 

        "localRefinement": 0, 

        "localMarkMethod": 0, 

        "globalRefinement": 0 

    }, 

    "Domainpolygon": { 

        "numberPoints": 4, 

        "segmentPoints": [ 

            0.0, 

            0.0, 

            10.0, 

            0.0, 

            10.0, 

            6.0, 

            0.0, 

            6 

        ], 

        "numberSegments": 4, 

        "pointOrder": [ 

            0, 

            1, 

            1, 

            2, 

            2, 

            3, 
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            3, 

            0 

        ], 

        "numberHoles": 0, 

        "holes": [] 

    }, 

    "Grid": {} 

} 

 

Scenario beinhaltet Parameter, die grundlegende Informationen für die 

Ausgangssituation, beziehungsweise dem Szenario liefern. 

charLength ist eine Größe, die in späteren Regressionen variiert werden muss. Der 

angegebene Raum wird, bevor er der Simulation übergeben wird, normiert. Dies 

bedeutet, dass die Entfernung der Koordinate mit dem niedrigsten x-Achsen Wert zu 

dem Punkt mit dem höchsten x-Achsenwert auf den Wert eins normiert wird. Wenn 

nun also von einem rechteckigen Raum der Länge zehn Meter und der breite sechs 

Meter ausgegangen wird, und die Länge auf der x-Achse dargestellt wird, wird der 

Raum so normiert, dass die Länge 1 und die Breite 0,6 beträgt. charLength beschreibt 

dann die Länge in Metern, die dem normierten Wert der Länge eins entspricht. In dem 

angesprochenen Beispiel müsste sie also 10 entsprechen. 

charDensity gibt den Maximalwert der Dichte in Personen/m² an. Der Wert von acht 

Personen/m2 kann als Standartwert genommen werden und wurde bei den 

Simulationen nicht variiert. 

charVelocity gibt an, in welcher Geschwindigkeit sich die Personen im Raum 

bewegen, wenn sie nicht durch eine hohe Dichte in ihrer Bewegung eingeschränkt 

werden. Dies ist ein Wert, der in der Erstellung der Regressionen verwendet werden 

kann, um das Modell auf verschiedene Szenarien zu trainieren, in denen von einer 

Abweichung der Geschwindigkeit zu der durchschnittlichen Geschwindigkeit eines 

Fußgängers von 1.34 m/s [12] ausgegangen werden kann.  

StartPersons gibt an, wie viele Personen sich zu Beginn der Simulation im Raum 

befinden. Auch hier ist es sinnvoll, das Modell darauf zu trainieren, diesen Parameter 

zu variieren. 
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randPerson ist ein Parameter, der darüber entscheidet, ob die Personen im Raum, 

beziehungsweise die Dichtewerte zu Beginn der Simulation zufällig im Raum verteilt 

werden, oder ob sie über die Fläche des Raumes gleichverteilt gesetzt werden. Hier 

wurde entschieden, diesen Wert konstant auf null zu setzen, was bedeutet, dass stets 

von einer ausgeglichenen Dichte ausgegangen wird. Dies ist sinnvoll, damit eine 

Reproduzierbarkeit der Ergebnisse gewährleistet werden kann. 

maxTime beschreibt die Zeit, die die Simulation maximal läuft, bis sie von selbst 

abbricht. Dies ist für die Datengeneration insofern unwichtig, als dass die Simulation 

bei einer vollständigen Entleerung des Raumes eigenständig abbricht. Da nicht auf 

Szenarien eingegangen wird, in denen Eingänge existieren, ist es also nicht relevant, 

dass die Simulation vor vollständiger Entleerung stoppt. Hier gilt es nur zu beachten, 

dass der Wert hoch genug eingestellt wird, um den vorzeitigen Abbruch zu verhindern. 

Fundamentaldiagram beschreibt, welche Version von Fundamentaldiagram 

verwendet werden soll. Hierbei wurde sich für ein von Weidmann [12] erstelltes 

Fundamentaldiagramm entschieden. 

 

Abbildung 2: Darstellung eines Fundamentaldiagramms nach Weidmann [11] 

Ein Fundamentaldiagramm beschreibt, in welcher Geschwindigkeit sich Personen im 

Verhältnis zur Personendichte bewegen. Sowohl die Personendichte als auch die 

Geschwindigkeit werden auf eins skaliert. Im Beispiel der gezeigten 

Konfigurationsdatei, wäre die maximale Dichte entsprechend der charDensity und die 
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Geschwindigkeit entsprechend der charVelocity. Es lässt sich daraus ableiten, dass 

die Gehgeschwindigkeit null erreicht wird, wenn acht Personen pro Quadratmeter im 

Raum sind. 

Infection beinhaltet alle Parameter, die die Verbreitung von infektiösen Krankheiten im 

Raum beschreiben. Diese Parameter sind in der folgenden Arbeit nicht relevant, da 

das Modell unabhängig der Infektionsparameter trainiert werden soll. Somit können 

die Werte vernachlässigt werden. 

Entrance wird wie eben erwähnt vernachlässigt, da sich in den Regressionen 

ausschließlich auf Szenarien konzentriert wird, in denen es keine Eingänge gibt. Somit 

wird dieser Eintrag in der JSON-Datei konstant leer gelassen. 

Exit ist ein wichtiger Parameter, da stehts mindestens ein Ausgang vorhanden sein 

muss, damit die Simulation laufen kann. Auch in den Regressionsansätzen wird dies 

relevant, da die Anzahl und die Positionierung der Ausgänge in einer späteren 

Regression berücksichtigt werden sollen. Die ersten vier Einträge stellen Koordinaten 

des Ausgangs da. Der Raum wird in einem Koordinatensystem mit einer x- und einer 

y-Achse dargestellt. Im gleichen Koordinatensystem werden auch die Ausgänge 

eingefügt. Hier ist es wichtig zu beachten, dass der Ausgang auch tatsächlich in einer 

Wand liegt. An den Koordinaten in diesem Beispiel ist abzulesen, dass der Ausgang 

sich auf der x-Achse zwischen den Punkten x=2 und x=4 befindet. Was dies über die 

tatsächliche Breite der Tür aussagt, wird sich erklären, sobald die Raumstruktur 

erläutert wird. Der Parameter weight kennzeichnet die Attraktivität des Ausgangs. Dies 

ist eingebaut, um Simulationen realistischer gestalten zu können. Es ist naheliegend, 

dass bei Veranstaltungen die Ausgänge am häufigsten frequentiert werden, die dem 

Parkplatz am nächsten liegen. Diese Option ist im Rahmen dieser Bachelorarbeit zu 

vernachlässigen und der Ausgang wird konstant mit 1 gewichtet.  

Measurementstations ist eine Option, Messlinien ins Gelände einzubauen, um 

Verhalten von Personengruppen bei relevanten Orten im Gelände genauer betrachten 

zu können. Auch dies ist im jetzigen Zusammenhang nicht relevant. Auch Attractors, 

SubdomainsRhoInit und SubdomainsFD sind Parameter, die nicht relevant für diese 

Bachelorarbeit sind und hier nicht genauer erklärt werden. 

Refinement gibt Informationen über die Genauigkeit der Simulation. Innerhalb der 

Simulation wird das Gebiet mit Delaunay Triangulierung unterteilt. Je kleiner die 
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Dreiecke, desto detaillierter und realitätsgetreuer wird der Raum dargestellt. 

Gleichzeitig ist die Simulation jedoch auch rechenintensiver. Nach Rücksprache mit 

dem Projektteam, wurde die feinste einstellbare Stufe “bloody” gewählt, damit der 

machine learning Ansatz eine möglichst genaue Version der Software als Vorlage 

nehmen kann.  

Domainpolygon ist der Bereich, in dem die Details des Raumes generiert werden. In 

der oben dargestellten Konfigurationsdatei ist dieser sehr überschaubar, da es sich 

um einen rechteckigen Raum mit vier Eckpunkten handelt. Aber auch hier bilden 

immer zwei Werte ein Wertepaar aus x und y Koordinate für jeden Punkt im 

Koordinatensystem. Die Pointorder beschreibt anschließend, in welcher Reihenfolge 

die Punkte miteinander verknüpft werden. Holes beschreiben mögliche Hindernisse, 

die sich im Raum befinden. Auch diese werden mit Koordinatenpunkten angegeben.  

 

3.3 Erzeugung der Trainingsdaten 

Das Skript zur Datenerzeugung wurde in Python erstellt, da es viele einfach 

importierbare Bibliotheken zur Verfügung stellt, die sich in der Entwicklung als hilfreich 

erwiesen haben. Die Überführung der generierten Daten in die Regressionsansätze, 

konnte dank der Python Bibliothek scikit schnell und unkompliziert umgesetzt werden.  

Der Aufbau des Skriptes zur Datengenerierung soll nun genauer beschrieben werden. 

Dieses besteht hauptsächlich aus verketteten Schleifen. In der innersten Schleife wird 

in das entsprechende Verzeichnis gewechselt, in dem die Simulation liegt. Diese wird 

gestartet und gewartet, bis sie abgeschlossen wurde. 

os.chdir(file_path + "/eFlowAgent")          

os.system("./pFlowSIM") 

 

Um nach dem Durchlauf der Simulation auf die Zeit bis zur vollständigen Entleerung 

des Raumes zuzugreifen, wird auf eine Datei Monitoring.dat zugegriffen. Diese 

schreibt pro Durchlauf der Hauptschleife eine Zeile mit Information, über die aktuell 

vergangene Zeit und den entsprechenden Personen im Raum zu diesem Zeitpunkt. 

Die Simulation bricht ab, wenn die Dichte im Raum so gering geworden ist, dass 

man davon ausgehen kann, dass der Raum vollständig leer ist. Dadurch reicht es 

die letzte Zeile dieser Datei auszulesen. 
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 with open(file_path + "/eFlowAgent/00Output/Monitoring.dat", "r") as file: 

    for line in file: 

        columns = line.strip().split()  

        if columns:    

            last_line = line   

        columns = last_line.strip().split() 

    if columns:   

        timepoint = float(columns[0]) 

 

In der Variable timepoint wird somit die Zeit des letzten durchgeführten Loops 

eingespeichert. Diese wird dann in Kombination mit allen aktuellen Werten der zu 

variierenden Variablen in eine Matrix gespeichert.  

with open(file_path + "/eFlowAgent/00Input/Ziegenstall.json", "r") as file: 

    data = json.load(file)                         

    matrix = np.append( 

    matrix, 

    np.array( 

    [(data["Scenario"]["startPersons"], timepoint, data["Scenario"]["charVelocity"])], 

     dtype=matrix.dtype, 

)) 

 

Hierbei werden die Daten direkt aus der Konfigurationsdatei geschrieben, mit der die 

Simulation durchgeführt wurde, um jederzeit validieren zu können, dass auch 

tatsächlich mit diesen Parametern gerechnet wurde und es zu keinen Fehlern bei dem 

Überschreiben der Datei gekommen ist.  

Nach dem erfolgreichen Zugriff auf die Outputs werden die Input Parameter verändert, 

damit der Prozess erneut durchlaufen werden kann. 

people +=2 

with open(file_path + "/eFlowAgent/00Input/Ziegenstall.json", "r") as f: 

    startData = json.load(f) 

    startData["Scenario"]["startPersons"] = int(people) 

 

with open( file_path + "/eFlowAgent/00Input/Ziegenstall.json", "w") as f: 

    json.dump(startData, f, indent=4) 
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Bei diesem Beispiel wird der Wert der Personenzahl zu Beginn im Raum geändert. Es 

ist erkennbar, dass die Anzahl der Durchläufe für die Datengenerierung mit jedem 

weiterem Eingabeparameter der variiert werden soll exponentiell ansteigt. Dies liegt 

daran, dass jeweils eine weitere Schleife hinzugefügt wird, in der jede vorherige 

wieder mit allen Eingabeparametern durchlaufen werden muss. Um dies zu 

veranschaulichen, soll ein Beispiel aus der tatsächlichen Projektentwicklung dienen, 

in dem Daten der Personen im Raum zu Beginn der Simulation sowie die 

Gehgeschwindigkeit variiert werden. Wenn pro Durchlauf immer fünf Personen mehr 

in den Raum gesetzt werden und Daten über eine Spanne zwischen einer Person und 

450 gesammelt werden sollen, würde dies bedeuten, dass die Simulation 90-mal 

durchlaufen werden müsste. Wenn nun auch die Geschwindigkeit von 0.5 m/s bis 2.5 

m/s in 0.1 Inkrement durchlaufen werden soll, würde dies bedeuten, dass diese 90 

Durchläufe 20-mal durchlaufen werden müssen, was bereits zu insgesamt 1800 

Durchläufen führen würde. Wenn nun ein weiterer Parameter variiert werden soll, 

müssten auch diese 1800 Durchläufe wieder mit einem Faktor multipliziert werden. Es 

zeigt sich, dass von langen Durchlaufzeiten ausgegangen werden muss. Dadurch, 

dass nach einer flexibel einstellbaren Anzahl an Durchläufen ein Textdokument mit 

den bisherigen Daten der Matrix erstellt wird, können die generierten Daten 

zwischenzeitlich abgesichert werden. Im Falle eines Programmabbruchs gehen dann 

nicht alle Daten verloren.  

filename = file_path + "AutomationSkript/Outputs_veloc_" + str(velocity)+".txt"  

with open(filename, 'w') as f: 

    f.write('People        Time        Velocity') 

    for row in matrix: 

        f.write('       '.join(map(str, row)) + '\n') 

 

Die Textdatei wird entsprechend des aktuellen Durchlaufs benannt, sodass der 

spätere Zugriff übersichtlich bleibt. 

Es gibt zwei Möglichkeiten wie die innerste Schleife des Skriptes verlassen werden 

kann. Es wurde sich gegen eine Schleife mit einer fest vorgegebenen Anzahl an 

Durchläufen entschieden, damit flexibel entschieden werden kann, wie viele 

Durchläufe bei Änderung der Eingabeparameter durchgeführt werden, bevor ein 

weiterer verändert wird. Zum einen wird die Fläche des Raumes berechnet und mit 
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der Maximalen Dichte im Raum multipliziert. Dieser Wert liefert die maximal mögliche 

Anzahl an Personen im Raum. Alle Werte, die darüber liegen führen zu einem 

automatischen Abbruch der Simulation. Es wird bereits bei einer Kapazität von 90% 

dieser Personendichte abgebrochen, um Komplikationen bei höherer Dichte zu 

vermeiden.  

if (people >= (roomLength *roomWidth)*8*0.9): 

    enoughSpace = False 

    print("Maximale Personenzahl im Raum erreicht.") 

 

Ein weiteres Abbruchkriterium tritt ein, wenn die Dichte innerhalb der Simulation den 

Wert eins überschreitet. Dies ist wie eben im Fundamentaldiagramm beschrieben 

realistisch nicht möglich, da dadurch theoretisch negative Gehgeschwindigkeiten 

entstehen würden, und somit die Validität dieses Simulationsdurchlaufes nicht mehr 

gewährleistet ist. Dies wurde bewirkt, indem in der Hauptschleife der Simulation eine 

Datei beschrieben wird, wenn die Dichte den Wert eins überschreitet.  

if (FieldMax(rho, NK) >= 1) { 

    printf("Density > 1"); 

    fp = fopen("00Output/DensityCheck.dat","w"); 

    fprintf(fp,"Density > 1"); 

    fclose(fp); 

} 

 

 Diese Datei wird vom Python Skript nach jedem Durchlauf überprüft.  

filename = file_path + "/eFlowAgent/00Output/DensityCheck.dat" 

DensityCheck = "Density > 1" 

with open(filename, "r") as file: 

    for line in file: 

        if DensityCheck in line: 

            print("Dichte zu hoch, abbruch bei veloc " 

            + str(velocity) 

            + "width " 

            + str(roomWidth) 

            + "length " 

            + str(roomLength) 

            + "people " 

            + str(people) 
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            + "doorWidth " 

            + str(doorWidth) 

            ) 

            enoughSpace = False 

    file.close() 

 

Wenn in der Datei hinterlegt wurde, dass unter diesen Parametern die Dichte zu hoch 

wird, ist davon auszugehen, dass bei jedem weiteren inkrementieren der 

Personenzahl erneut die Dichte den Wert eins überschreiten wird. Somit wird die 

Personenzahl wieder auf den Startwert gesetzt und der Parameter in einer Schleife 

außerhalb verändert und die Datengenerierung fortgesetzt.    

Dies bildet das Grundgerüst des Skriptes zur Generierung der Daten. Dies soll bei der 

Variation der Raumstruktur noch erweitert werden. Auch hier müssen die 

Eingabeparameter in der Konfigurationsdatei überschrieben werden, es kommen 

jedoch noch weitere Herausforderungen hinzu. Die Struktur des Raumes soll variiert 

werden, wobei man diese Veränderung in Eingabeparametern festhalten muss. Der 

Raum wird in Koordinatenpunkten beschrieben. Wenn diese rein zufällig verändert 

werden, wird es zu in sich unschlüssigen Raumstrukturen führen, zum Beispiel einem 

nicht geschlossenen Raum oder einem Raum mit zu starker Verengung, bei denen 

die Personen den Raum nicht mehr verlassen können. Hier würde die Simulation 

abbrechen. Um dies zu verhindern, wird sich weiterhin auf einen Rechteckigen Raum 

konzentriert, bei dem nur die Länge und Breite der Wände verändert werden. So wird 

pro Schleifendurchlauf über Geschwindigkeit und Zeit der Raum jedes Mal fünf Meter 

länger.  

if(roomLength <25): 

    roomLength +=5 

    with open(file_path + "/eFlowAgent/00Input/Ziegenstall.json", "r") as f: 

        startData = json.load(f) 

        startData["Domainpolygon"]["segmentPoints"][5] = roomLength 

        startData["Domainpolygon"]["segmentPoints"][7] = roomLength 

    with open(file_path + "/eFlowAgent/00Input/Ziegenstall.json", "w") as f: 

        json.dump(startData, f, indent=4)  
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Hat der Raum eine vorgegebene Länge erreicht, wird die Länge wieder auf den 

Startwert gesetzt und die Breite erhöht. Der Ausgang soll stehts mittig auf immer 

derselben Wand liegen. Dies bedeutet, dass auch dieser angepasst werden muss, 

wenn diese länger wird. Um stehts den Mittelwert zu erhalten, wird die Länge der 

Wand durch zwei geteilt und die Koordinaten des Raumes werden jeweils einen Meter 

links und einen Meter rechts davon angegeben. Auch die charakteristische Länge des 

Raumes muss stetig angepasst werden. Um zu gewährleisten, dass die 

Koordinatenpunkte einen Meter pro Einheit angeben, muss die charakteristische 

Länge immer gleich breite des Raumes sein, der auf der x Ebene liegt.  

else: 

    roomLength =5 

    roomWidth +=5 

    mediumWidth = roomWidth/2 

    doorXr = mediumWidth - 1 

    doorXl = mediumWidth + 1 

    with open(file_path + "/eFlowAgent/00Input/Ziegenstall.json", "r") as f: 

        startData = json.load(f) 

        startData["Domainpolygon"]["segmentPoints"][5] = roomLength 

        startData["Domainpolygon"]["segmentPoints"][7] = roomLength 

             

        startData["Domainpolygon"]["segmentPoints"][2] = roomWidth 

        startData["Domainpolygon"]["segmentPoints"][4] = roomWidth 

 

        startData["Exit"][0]["xr"] = str(doorXr) 

        startData["Exit"][0]["xl"] = str(doorXl) 

        startData["Scenario"]["charLength"] = roomLength 

 

    with open(file_path + "/eFlowAgent/00Input/Ziegenstall.json", "w") as f: 

        json.dump(startData, f, indent=4) 

Dies führt zu einer stetigen Variation des Raumes, bei der jedoch ausgeschlossen 

werden kann, dass es zu ungültigen Raumabmessungen kommt. Zudem lässt sich 

hier das Regressionsmodell mit den Parametern Raumlänge und Raumbreite 

erweitern. Dies ist im ersten Schritt einfacher umzusetzen, als eine Summe von 

Koordinaten zu übergeben, die die jeweiligen Eckpunkte des Raumes bestimmt.  
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3.4 Modellerzeugung 

Um Regressionen aus den Daten zu erstellen, wurde wieder Python und die scikit 

Bibliothek verwendet. Hier ist es von Vorteil, dass die Daten in einer Datei hinterlegt 

werden, da diese jederzeit aufgerufen werden kann. Nachdem diese eingelesen und 

in Arrays gespeichert wurden, wird der Datensatz zufällig in zwei Teildatensätze 

aufgeteilt. 80 Prozent der Daten werden zum Trainieren der Regression zu Verfügung 

gestellt, während 20 Prozent vorenthalten werden, um später das Regressionsmodell 

zu validieren. 

X_train, X_test, y_train, y_test = train_test_split(X, y, test_size=0.2, random_state=42) 

 

Hierbei beschreibt X_train die Merkmalsmatrix mit den Inputparametern und mit 

y_train die jeweils passenden Ergebnisse. Die Variablen X_test und y_test sind die 

Daten, die zum Überprüfen verwendet werden. Random_state ist eine optionale 

Variable, die den Zufallsgenerator steuert. Wenn bei wiederholtem Durchlauf des 

Skriptes dieser Parameter gleich gelassen wird, ist garantiert, dass die Daten immer 

gleich aufgeteilt werden. 

Diese nun aufgeteilten Daten werden mit der Bibliothek scikit mit zwei Zeilen Code in 

ein Modell umgewandelt, welches eine Lineare Regression auf die Daten anwendet. 

model_linear = LinearRegression() 

model_linear.fit(X_train, y_train) 

 

Um die Ergebnisse zu validieren kann mit der Funktion predict vorhergesagt werden, 

welche Werte die Regression den Testdaten zuweisen würde. 

predictions_linear = model_linear.predict(X_test) 

 

Um die Qualität der Regression einordnen zu können, eignen sich Metriken wie 

beispielsweise die mittlere quadratische Abweichung, um zu sehen, wie groß die 

durchschnittliche Abweichung zu den tatsächlichen Daten ist. 

mse_linear = mean_squared_error(y_test, predictions_linear) 

 

Diese Operation vergleicht die Werte der tatsächlich gemessenen Ergebnisse aus der 

Simulation(y_test) mit den Vorhersagen der Regression und gibt einen Wert zur 
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Genauigkeit aus. Das Skript endet mit der Visualisierung der Regressionsgeraden im 

Verhältnis zu den tatsächlichen Datenpunkten. Hier gilt es zu beachten, dass dies nur 

im 2 und 3-dimensionalen Raum möglich ist. Dies bedeutet, dass eine Visualisierung 

der Daten zur Validierung nur in den Fällen der Variation von zwei oder weniger 

Inputparametern möglich ist. Alle über diese Variablen herausreichenden 

Regressionsansätze müssen rein durch Messwerte wie den MSE validiert werden. 

Auch für die anderen Verwendeten Regressionsansätze gibt es Funktionen in der 

scikit library. Bei der polynomialen Regression müssen zunächst aus den linearen 

Merkmalen polynomiale Merkmale erstellt werden. 

poly_features = PolynomialFeatures(degree=3) 

X_train_poly = poly_features.fit_transform(X_train) 

X_test_poly = poly_features.transform(X_test) 

 

Der degree gibt an bis zu welchem Grad Polynome aus den Merkmalen erstellt werden 

sollen. Hier werden Merkmale bis zur dritten Potenz gebildet. Diese umgewandelten 

Merkmale werden anschließend wieder einem linearen Regressionsmodell 

übergeben.  

modelPoly = LinearRegression() 

modelPoly.fit(X_train_poly, y_train) 

 

Mit diesem Regressionsmodell kann anschließend genau wie mit dem der linearen 

Regression weitergearbeitet werden. Auch für die Random Forest Regression bietet 

scikit einfache Funktionen.  

rf_regressor = RandomForestRegressor(n_estimators=100 , max_depth=20, 

min_samples_split=2, random_state=42) 

rf_regressor.fit(X_train, y_train) 

 

Hier werden dem Modell noch zusätzliche Funktionen über die Parameter übergeben, 

die in den theoretischen Grundlagen bereits beschrieben wurden. Auch bei dieser 

Regression können anschließend vorhersagen mittels des Modells generiert werden.  

predictions = rf_regressor.predict(X_test) 

 

Somit konnten alle verwendeten Regressionsmodelle in Python erstellt und validiert 

werden. 
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4. Vorgehen 

 

4.1 Input Personenzahl 

Die erste Regression soll, unter Variation der Personenzahl, die benötigte Zeit bis zur 

vollständigen Evakuierung vorhersagen. Wie eben erwähnt bedeutet dies, dass alle 

weiteren Inputs der Simulation als statisch betrachtet werden müssen. Diese Inputs 

müssend daher im Vorhinein sinnvoll definiert werden, um eine vielsagende erste 

Regression zu erhalten. Diese sollte von den weiteren Inputs nicht weiter beeinflusst 

werden. Als erste Raumstruktur diente ein Raum mit den Maßen 10 x 6 Metern. Dieses 

Rechteck soll einen Ausgang mit der Breite zwei Metern mittig auf der kürzeren Seite 

des Rechtecks enthalten.  

 

Abbildung 3: Raumstruktur mit Feinheit der Dreiecke 

In diesem Schaubild des generierten Raumes lässt sich ein zuvor beschriebener 

Parameter erkennen. Dieser Parameter, in der Konfigurationsdatei 

decompositionLevel genannt, bestimmt bei der in der Simulation verwendeten Finite-

Elemente-Methode die Anzahl der Knotenpunkte und damit die Größe der Dreiecke 

der Delaunay Triangulierung. Dementsprechend wird die Simulation durch die Wahl 

einer feineren Granularity immer genauer, die benötigte Rechenzeit jedoch auch 

länger. Insgesamt bedeutend dies, dass mehr Rechenoperationen pro 
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Simulationsdurchlauf durchgeführt werden müssen. Nach Austausch mit dem 

Projektteam wurde sich dafür entschieden, die feinste Einstellung der granularity 

„bloody“ zu verwenden, um mit der Regression die präziseste Vorhersage der 

Simulation nachzuahmen. Als Bewegungsgeschwindigkeit wurde die 

durchschnittliche Gehgeschwindigkeit eines Fußgängers von 1.34 m/s verwendet.  

 

Abbildung 4: Graph der erzeugten Daten 

 

Wie erwartet, nähert sich die Linie der erzeugten Daten, die in Abbildung 4 dargestellt 

sind, einer exponentiellen Form an. Dies ist mit dem Fundamentaldiagramm zu 

erklären. Je höher die Dichte der Personen, desto langsamer ihre Geschwindigkeit. 

Auffällig sind jedoch die Abweichungen bei geringer Personenzahl. Die Simulation 

verhält sich genauer, je mehr Personen sich im Raum befinden, beziehungsweise je 

höher dementsprechend die Gesamtdichte im Raum ist [2].  Wie schon zuvor 

beschrieben wurde, ist die Dichte der Personen im Raum gleichmäßig verteilt. Wenn 

also zu Beginn zwei Personen in einem Raum mit 60 m2 Fläche sind, entsteht eine 

konstante Anfangsdichte von 
2

60
  = 

1

30
 Personen/m2. Damit kann es dazu führen, dass 

diese geringe Menge bereits unterhalb des Abbruchkriteriums der Simulation fällt, und 

somit eine Evakuierungszeit von null Sekunden entsteht. Somit wurde entschieden, 

die Datenerzeugung erst bei einer Personenzahl von fünfzig Personen beginnen zu 

lassen. Mit der scikit Bibliothek kann nun ein erster Ansatz einer linearen Regression 

erstellt werden.  
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4.1.1 Lineare Regression 

 

Abbildung 5: Graph zur Darstellung der linearen Regressionskurve 

 

In Abbildung 5 ist das Ergebnis der linearen Regression dargestellt. Es wurden 80% 

der generierten Daten zum Training und 20% zur Validierung der Regression 

verwendet. Man kann erkennen, dass eine lineare Methode unangebracht zu sein 

scheint. Es ist mit großen Abweichungen zu rechnen, wenn das Verhalten mit einem 

linearen Ansatz nachgeahmt werden soll. Um dies darzustellen, können zwei Metriken 

der MSE und das Bestimmtheitsmaß herangezogen werden.  

Je niedriger der Wert des MSE, desto genauer die Regression. Im obigen 

Regressionsansatz ergibt sich ein MSE von 127, was ein ungenaues 

Regressionsmodell unterstreicht. Der MSE ist dimensionslos. Um den dimensionalen 

Zusammenhang zu Zeit wieder herzustellen, eignet sich der RMSE. Hier entsteht eine 

durchschnittliche Abweichung von 11,2 Sekunden pro Durchlauf. Das 

Bestimmtheitsmaß ist jedoch mit 0.932 sehr nahe an 1, was für eine direkte 

Abhängigkeit der Eingangsparameter zum Ausgangsparameter spricht. Der MAE in 

diesem Fall beträgt 10,3s. Er ist aus beschriebenem Grund niedriger als der RMSE 

gibt jedoch die durchschnittliche absolute Abweichung an. Ein hoher Wert des MSE 

und dabei eine ziemlich starke Abhängigkeit der Parameter spricht für eine nicht 
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optimale Regressionsmethode da schon augenscheinlich eine Korrelation der 

Eingabeparameter zu den Ergebnissen ersichtlich werden sollte.  Daher wurde 

anschließend eine Polynomiale Regression durchgeführt. 

 

4.1.2 Polynomiale Regression 

 

Abbildung 6: Graph zur Abbildung der polynomialen Regressionsgerade 

Es ist ersichtlich, dass bereits eine polynomiale Regression zweiter Ordnung zu einem 

deutlich genaueren Ergebnis führt, als es die lineare Regression erreicht. Dies 

unterstreicht auch der MSE. Dieser ist hier nur noch bei 11,5, was einer Abweichung 

von 3,3 Sekunden entspricht. Jedoch führt eine weitere Erhöhung des Grades der 

polynomialen Regression zu noch genaueren Ergebnissen. Wie in Abbildung 6 

dargestellt, passt sich eine polynomiale Regression vierten Grades noch besser an 

die Datenpunkte an. Hier kommt der MSE mit 0,684, was einem RMSE von 0,82 

Sekunden entspricht dem optimalen Vorhersagen der Ergebnisse deutlich näher. Der 

MAE hierbei beträgt 0,488 Sekunden. Bei weiterer Erhöhung des Polynoms schwankt 

der MSE und wird bei einem Polynom 8. Grades noch besser. Um potenzielles 

Overfitting der Daten zu vermeiden, wird die Regression vierter Ordnung jedoch als 

am besten angesehen.  Diese Ergebnisse unterstreichen ein Regressionsmodell, 
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dass so nahe an der tatsächlichen Simulation liegt, dass davon abgesehen werden 

kann alternative Regressionsmethoden anzuwenden, um zu besseren Ergebnissen 

zu kommen. 

 

4.2 Input Geschwindigkeit 

Die nächste Regression nimmt eine weitere Variable mit auf. Hier wurde nun 

zusätzlich betrachtet, inwiefern sich das Verhalten auswirkt, wenn die charVelocity 

variiert wird, also die Geschwindigkeit, mit der sich die Personen bewegen, wenn sie 

nicht durch ein hohes Aufkommen an Dichte beeinträchtigt werden. Auch hier galt es 

vorab zu überlegen welche Spanne an Geschwindigkeiten in die Regression 

einfließen sollte. Es wurde sich für eine Spanne zwischen 0,8 m/s bis 2,2 m/s 

entschieden. Geschwindigkeiten darunter können im realen Fall durchaus 

vorkommen, wenn es zu Stauungen kommt. Bei 2 m/s oder 7 km/h handelt es sich 

schon um die Geschwindigkeit eines durchschnittlichen Joggers. Fälle, in denen diese 

Geschwindigkeit überschritten werden, werden nicht als Standartfall angenommen 

und wurden somit nicht berücksichtigt. Da es sich nun um eine Parameterbetrachtung 

im dreidimensionalen Raum handelt, können die Daten der folgenden Regression 

noch visualisiert werden, was das Verstehen und Durchdringen der Daten auch ohne 

Parameter wie den MSE möglich macht. 

 

4.2.1 Lineare Regression 

 

Abbildung 7: Hyperebene der linearen multivariablen Regression 
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Die roten Linien zeigen in dieser Darstellung die tatsächlichen Messwerte und die 

Ebene zeigt die Hyperebene der durchgeführten Regression. Es ist schon jetzt im 

dreidimensionalen Raum schwer ersichtlich, ob die lineare Regression nahe den 

Zielwerten liegt. Daher werden auch hier wieder die erläuterten Parameter zur 

Validierung angewendet. Der MSE dieser Regression beträgt 464,79. Auch hier wird 

ersichtlich, dass eine lineare Hyperebene nicht für die Vorhersage der Ergebnisse der 

Simulation geeignet scheint. Durchschnittlich handelt es sich hier um eine Abweichung 

von 21,5 Sekunden, was dem RMSE entspricht. Auch das Bestimmtheitsmaß besagt 

jetzt mit 0,84, dass schon ein kleinerer Teil des Ergebnisses mit den Abhängigkeiten 

der zwei Eingabeparameter erklärt werden können. Interessant zu erwähnen sind 

noch die Koeffizienten der Eingabeparameter. Das Modell geht von einer Gewichtung 

der Anzahl an Personen im Raum von 0,33 und bei der Geschwindigkeit von -86,5 

aus. Dies besagt, dass eine Erhöhung um eine Person im Raum zu einer 

durchschnittlichen Erhöhung der Zeit um 0,33 Sekunden entspricht. Eine Erhöhung 

der Geschwindigkeit um 1 m/s hingegen führt zu einer durchschnittlichen Verringerung 

der Zeit um 86 Sekunden. Dies zeigt, dass eine kleine Erhöhung der 

Gehgeschwindigkeit einen signifikanten Einfluss auf das Verhalten der Simulation hat. 

Die Variation von einer kleinen Anzahl an Personen fällt hingegen nicht so sehr ins 

Gewicht. Auch das ist ein schlüssiges Ergebnis und bestätigt im Vorhinein getätigten 

Vermutungen. 

4.2.2 Polynomiale Regression 

 

 

Abbildung 8: Hyperebene der polynomialen multivariablen Regression fünften Grades 
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Auch hier wurde in einem weiteren Regressionsansatz eine polynomiale Regression 

angewendet. Bereits per Betrachtung der Hyperebene in Abbildung 7 ist zu erkennen, 

dass sich auch hier die polynomiale Betrachtung besser eignet. Dies unterstreicht 

auch der MSE dieser polynomialen Regression 3. Ordnung. Dieser beträgt hier nur 

noch 6,1, was einem RMSE von 2,4 Sekunden und einem MAE von 1,65 Sekunden 

entspricht. Eine durchschnittliche absolute Abweichung von 1,65 Sekunden ist als 

Ergebnis anzusehen, das für eine genaue Nachahmung der Simulation spricht. Das 

Bestimmtheitsmaß steigt hier auch auf 0,998 an, was besagt, dass das Verhalten des 

Ausgabeparameters, also der Zeit zur vollständigen Evakuierung zu 99,8% von den 

Eingabevariablen der Geschwindigkeit und der Personenzahl zu Beginn beschrieben 

werden kann. Hier gilt weiterhin zu beachten, dass jegliche weiteren 

Eingabeparameter der Simulation in diesem Szenario als Konstanten betrachtet 

werden. 

 

4.3 Input Raumstruktur und Ausgänge 

Im nächsten Regressionsansatz wurden drei weitere Eingabeparameter 

berücksichtigt. Der Sprung ist damit zu erklären, dass es im Rahmen dieser 

Bachelorarbeit zeitlich nur noch möglich war eine weitere Regression durchzuführen. 

Da sich das Vorgehen zuvor als zuverlässig herausstellte, konnten die 

Zwischenschritte der einzelnen Regressionen, bei denen immer nur ein weiterer 

Parameter hinzugefügt wurde, übergangen werden. Es wurde jedoch die Menge der 

Daten verhältnismäßig verringert, um der steigenden Durchlaufzahl von mehr 

Parametern entgegenzuwirken. In dieser Regression wurde die Personenzahl pro 

Durchlauf um 50, bei größeren Räumen später sogar um 150 inkrementiert. Wenn 

dies über die mögliche Spanne an Personen durchgeführt wurde, wurde die Breite des 

Ausgangs zwischen zwei und vier Metern jeweils um einen Meter erhöht. 

Anschließend wurde die Geschwindigkeit von 0,9m/s bis 2,1 m/s jeweils um 0,4 m/s 

erhöht. Wenn diese Schleife durchlaufen wurde, wird die Länge des Raums 5 Meter 

erweitert, bis sie bei 25 Metern angelangt ist. Daraufhin wird der Raum 5 Meter breiter 

und die Länge wieder auf 5 Meter zurückgesetzt. Somit kann eine Regression auf den 

Eingabeparametern: Personen zu Simulationsbeginn, Gehgeschwindigkeit, Breite des 

Raums, Länge des Raumes und Breite des Ausgangs durchgeführt werden. Mit 

diesem Aufbau des Skriptes wird die Schleife in der die Anzahl der Personen 
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entsprechend der Fläche des Raumes 120-mal durchlaufen. Es war zeitlich nur noch 

möglich Daten zu generieren, die die Raumstruktur von einer Breite von 10 Metern in 

die Simulation mit einbeziehen. Um dies zu veranschaulichen folgendes Schaubild.  

 

Abbildung 9: Raumstruktur die in Simulation verwendet wurde 

Die Datengenerierung lief zehn Tage und final war es nur möglich Räume bis zu der 

in Abbildung 9, rot markierten Fläche zu simulieren. Auf diese Datenmenge soll nun 

mit der Regression begonnen werden.  

Das Visualisieren des Ergebnisses ist nicht mehr möglich, da sich Parameter in einem 

vierdimensionalen Raum befinden. Nun muss sich zur Validierung vollständig auf 

Parameter wie den MSE verlassen werden. Auf den erzeugten Daten wurde zunächst 

erneut eine lineare Regression trainiert. Der MSE dieser Regression beträgt 44993, 

was zu einem RMSE von 212 Sekunden und einem MAE von 170 Sekunden führt. 

Dabei beträgt das Bestimmtheitsmaß -0,366. Diese Ergebnisse sind so schlecht, dass 

es voraussichtlich zuverlässiger wäre die Ergebnisse zu schätzen. Somit wird auch 

hier, wie im letzten Regressionsansatz erneut eine polynomiale Regression erstellt, 

da die lineare Regression nicht ausreicht, eine zuverlässige Vorhersage zu treffen. 

Wieder wurde die Ordnung der polynomialen Regression so lange variiert, bis zum 

besten Ergebnis, also dem niedrigsten MSE-Wert gelangt wurde. Dieser wurde bei 

einer polynomialen Regression fünfzehnter Ordnung erreicht. Der MSE hier beträgt 

35237. Das Bestimmtheitsmaß ist noch immer negativ. Es bedeutet, dass auch der 

polynomiale Ansatz zu einem MAE von 114 Sekunden führt. Die bisherigen 

Regressionsmodelle scheinen auf dieses Datensatz nicht mehr anwendbar zu sein. 

Aus diesem Grund wurden weitere Regressionsmodelle, die support vector machine 
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regression, die gradient boosting Regression als auch die random forrest regression 

angewendet. Am besten performte hierbei die random forrest regression. Hier wurde 

an den Parametern der Anzahl der erstellten Entscheidungsbäume, der Tiefe der 

Entscheidungsbäume als auch die Anzahl der benötigten Daten, die ein Knoten 

innerhalb des Baumes benötigt, um sich aufzuteilen variiert, bis der optimale Ansatz 

mit dem niedrigsten MSE erreicht wurde. Diese wurde mit den Parametern 

Baumanzahl: 137, Tiefe des Baumes: 12 und Anzahl der benötigten Datenpunkte zur 

Entscheidung: 2 erreicht. Der MSE in diesem Szenario beträgt noch immer 6367, was 

zu einem RMSE von 79,7 und einem MAE von 23,54 Sekunden führt. Das 

Bestimmtheitsmaß von 0,8 unterstreicht auch, dass dieser Ansatz die 

Zusammenhänge der Eingabeparameter zum Ergebnis deutlich akkurater 

vorhersagen kann. Diese Regression eignet sich bereits deutlich besser zur 

Vorhersage, ist jedoch noch immer nicht zufriedenstellend.  

Ein mögliches Problem ist, dass wie in Abbildung 9 gezeigt, nicht genug Daten 

gesammelt werden konnten, um den Parameter Length in vielen Variationen mit 

einzubeziehen. Aus diesem Grund wurde sich bei dem nächsten Ansatz nur auf die 

Daten konzentriert, die die Length 5 Meter aufweisen. Somit kann von einer 

konstanten Länge von 5 Metern ausgegangen werden, und die Regression betrachtet 

nun nur noch vier Eingabeparameter.   

 

Abbildung 10: Aktualisierte Raumstruktur die in Simulation verwendet wurde 
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Dies halbiert zwar die Datenmenge, es wird jedoch davon ausgegangen, dass die 

Regression genauer wird, da eine breitere Varianz zwischen den Werten der Width 

vorliegt, als es diese bei der Length gibt. Auch hier wurde eine polynomiale 

Regression durchgeführt. Die polynomiale Regression vierter Ordnung kommt zu 

einem MSE von 22,16. Dies entspricht einem RMSE von 4,7 Sekunden und einem 

MAE von 2,84. Das Bestimmtheitsmaß beträgt 0,998. Dies ist ein Ergebnis, was 

gerade unter der Betrachtung, dass die Sprünge im Gegensatz zu den Vorherigen 

Regressionen zwischen den einzelnen Simulationen deutlich größer waren, die 

Simulation nahezu optimal nachahmt. Im Vergleich hierzu soll nun noch eine Random 

Forest Regression durchgeführt werden, um zu sehen, wie diese im Vergleich zu der 

polynomialen Regression performt. Die optimalen Parameter sind bei einer Anzahl 

Bäume: 62, Tiefe des Baumes: 10 und Anzahl der benötigten Datenpunkte zur 

Entscheidung: 2 erreicht. Hierbei wurde ein MSE von 230 erreicht, was bedeutend 

schlechter ist als bei der polynomialen Regression.   
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5. Ergebnisse / Diskussion 

Bei der Datengeneration gilt die Simulation eFlow als Grundlage. Ziel war es also nicht 

möglichst nahe an Szenarien in der echten Welt heranzukommen, sondern nahe 

genug an die Ergebnisse, die die Simulation erzielen würde. Die Simulation selbst ist 

noch in der Entwicklung und ist in Teilen noch nicht vollständig fehlerfrei. Zudem gab 

es im Verlauf der Bachelorarbeit stetig Aktualisierungen im Code von eFlow. Somit 

konnte erst zwei Wochen vor Abgabe der Bachelorarbeit mit einer Version Daten 

erzeugt werden, deren Ergebnisse auf eine erfolgreiche und korrekte Durchführung 

der Simulation hindeuteten. Die ersten beiden Regressionsansätze wurden mittels 

Parameter wie dem MSE validiert und innerhalb des Bereiches der Eingabeparameter 

wurden gute Vorhersagen möglich gemacht. Es wurde testweise bei der Regression 

über die Geschwindigkeit und der Personen im Raum einige Simulationen 

durchgeführt, bei denen die Geschwindigkeit weit oberhalb und weit unterhalb der 

vordefinierten Grenzen durchgeführt wurden. Hier wurde Stichprobenartig analysiert 

und es kam zu dem Ergebnis, dass die Regressionsansätze außerhalb der Spanne 

zwischen 0,9 m/s und 2,1 m/s sehr ungenau wurden. Dies zeugt jedoch nicht von einer 

schlechten Wahl des Regressionsmodells, da diese Werte in realen Szenarien nicht 

relevant sind. Das Verhalten bei hohen Gehgeschwindigkeiten von bis zu 10 km/h 

kann zudem auch zu Problemen in der Simulation selbst führen. Somit konnte das 

Verhalten bei Änderung der Parameter Geschwindigkeit und Personen im Raum, in 

einem realitätsnahen Rahmen der Eingabeparameter zuverlässig vorhergesagt 

werden. Bei der Variation von vier Eingabeparametern konnten auch gute 

Vorhersagen getroffen werden. Trotz der guten Ergebnisse, die erzielt wurden, konnte 

das Ziel, die gesamte Simulation mittels einem Surrogate Modell nachzuahmen nicht 

erreicht werden. Es handelt sich nahezu um ein exponentielles Wachstum an 

Simulationswiederholungen. Problem hierbei ist, dass es nicht möglich war die 

benötigte Durchlaufzeit ausreichend zu minimieren, um weitere tiefergehende 

Regressionen durchzuführen. Auf Grund der bereits bestehenden Ergebnissen in 

Forschung und Entwicklung kann jedoch gesagt werden, dass Surrogate Modelle 

dazu in der Lage sind partielle Differenzialgleichungen zu umgehen, um Simulationen 

in der mit der FEM gerechnet wird zeitsparend nachzuahmen. Auf Grund der 

Ergebnisse der ersten Regressionen in dieser Bachelorarbeit kann abschließend 

gesagt werden, dass diese Reproduzierbarkeit der mathematischen Simulation auch 
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in hier gewährleistet werden kann. Es muss jedoch mehr Zeit für die Datengenerierung 

und eine intensive Auseinandersetzung mit machine-learning Methoden, die 

komplexere Zusammenhänge darstellen, aufgewendet werden, um mehr 

Eingabeparameter mit einbeziehen zu können. 

 

6. Empfehlungen für zukünftige Forschung 

Wie erwähnt war das Hauptproblem die benötigte Anzahl an Simulationsdurchläufen, 

die für genügend Daten benötigt werden. Gerade bei der Raumstruktur, würde es 

voraussichtlich eine Anzahl an Daten benötigen, die kaum eigenständig generiert 

werden kann. Um diese Problematik zu umgehen, gibt es zwei mögliche Ansätze, die 

Abhilfe schaffen könnten.  Da es zumindest aktuell nicht möglich war, die Durchlaufzeit 

der Simulation bedeutend zu optimieren, könnte ein Skript erstellt werden, welches 

die parallele Durchführung mehrerer Simulationen ermöglicht. Somit könnten die 

Ansätze der Verfahren, die in dieser Bachelorarbeit verfolgt wurden beibehalten 

werden und dabei trotzdem bedeutend schneller Daten generiert werden. Dieser 

Ansatz wurde bereits in der Bachelorarbeit betrachtet. Es scheiterte jedoch daran, 

dass die Simulation zwar mehrfach ausgeführt werden kann, diese jedoch immer auf 

die gleiche Konfigurationsdatei zugreift. Somit würden sich die Veränderungen in den 

jeweiligen Durchläufen vermischen und das Ergebnis würde unbrauchbar. Dies 

bedeutet, dass pro Parallelisierung eine eigene Version der Simulation hinterlegt 

werden müsste, was bei hoher Parallelisierung zu einem enormen Speicheraufwand 

führen würde. Daher musste von dieser Herangehensweise abgesehen werden. Mit 

leistungsstärkeren Rechnerfarmen, oder einer Modifikation in dem Code von eFlow, 

wäre dies jedoch noch immer möglich. Ein weiterer Ansatz, um dieses Problem zu 

umgehen basiert auf der Webseite von eFlow namens flowculate [13]. Hierbei handelt 

es sich um eine öffentlich zugängliche Webseite, über die man eigene Simulationen 

erstellen und durchführen lassen kann. Dies könnte sich zu nutzen gemacht werden, 

um Daten von Usern zu übernehmen. Damit wächst durch eine hohe Besucherzahl 

auf der Webseite auch die Menge an Daten an, die für machine-learning Ansätze 

verwendet werden könnte. Dies ist auch insofern von Vorteil, als dass die dadurch 

generierten Daten qualitativ hochwertiger sind, als automatisiert erstellte. Das Modell 

würde so auf Daten trainiert, die durch tatsächliche Nutzung entstanden sind. Somit 
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sind die Daten realitätsnäher. Eventuell lassen sich diese beiden Ansätze auch 

kombinieren, um zukünftig ein effizientes Surrogate Modell zu erstellen, mit dem das 

ursprünglich genannte Ziel der Nachahmung der Simulation gewährleistet werden 

kann.  

Noch ein weiteres Problem ergibt sich bei dem aktuellen Vorgehen. Um valide Daten 

zu erzeugen, wurden nur Simulationsdurchläufe in die Daten aufgenommen, die mit 

einer Kombination von Eingabeparametern generiert wurden, bei der es zu keinen 

Problemen in der Simulation führt. Der Regression wurden jedoch keine Grenzen der 

realistischen Situationen gegeben. Somit würde die Regression bei einem Raum mit 

einer Fläche von 25 m2 und 600 Personen im Raum eine Zeit für die vollständige 

Evakuierung ausgeben, während die Simulation hierbei vorzeitig abbrechen würde, 

da dieses Szenario ohne das Überschreiten der maximalen Dichte nicht möglich ist. 

Somit muss die Regression mit Methoden der Klassifizierung gekoppelt werden, die 

zuverlässig vorhersagen kann, ob eine Simulation mit folgenden Eingabeparametern 

überhaupt durchführbar ist. Um dies umzusetzen, müssten zu den generierten Daten 

noch weitere Szenarien erzeugt werden, bei denen die Simulation zu einem Abbruch 

kommen würde. Diese müssen dann mit der Information: „nicht durchführbar“ gelabelt 

werden und zu den bereits erzeugten Daten hinzugefügt werden. Auch die bereits 

erzeugten Daten bräuchten damit auch ein Label, damit sich das machine-learning 

Verfahren zuverlässig gegen solche Überschreitungen der Extremwerte absichern 

kann. Hier könnten auf Stand der aktuellen Regressionen Daten selbstständig erzeugt 

werden, bei denen im vornhinein klar ist, dass diese nicht fehlerfrei durch die 

Simulation laufen würden. Hierbei müssten beispielsweise nur Personenzahlen 

eingestellt werden, die bei gegebener Fläche des Raumes oberhalb der maximalen 

Personenzahl liegen. Somit kann sich bereits gegen einen Großteil der Fehler 

abgesichert werden. Es kommt jedoch zum Teil, gerade bei Personenzahlen nahe 

dem Maximum und kleinen Ausgängen oder großen Geschwindigkeiten bereits vor 

dem Überschreiten der maximalen Personen zu solchen Szenarien, bei denen die 

normierte Dichte den Wert Eins überschreitet. Aus diesem Grund und in Voraussicht 

von Szenarien, bei denen es sich nicht mehr um Räume handelt, deren Fläche mit 

einfacher Multiplikation der Länge mit der Breite auszurechnen sind sollte ein anderer 

Weg über tatsächliche Ausführung der nicht möglichen Situationen an die Daten 

gelangt werden.   
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7. Fazit 

Das Projekt gestaltete sich als zeitintensiver, als ursprünglich erwartet. Die Kreation 

des ersten Skriptes zur Datenerzeugung schien zu Beginn schnell umsetzbar zu sein. 

Es entstanden jedoch bei der eigentlichen Datenerzeugung immer wieder Fehler, 

welche den Entwicklungsstand zurückwarfen. Zudem kamen immer wieder Probleme 

innerhalb der Simulation auf, welche schwer nachzuvollziehen waren, da ich selbst 

nicht an der Entwicklung des komplexen mathematischen Modells beteiligt war. Somit 

bedurfte es viel Zeitaufwand und intensives Auseinandersetzen mit der Simulation, bis 

ein grober Überblick über die Dateienstruktur erlangt werden konnte. Auf Grund von 

Fehlern in den verwendeten Versionen von eFlow, konnte erst zwei Wochen vor 

Abgabe der Bachelorarbeit Daten mit einer Version der Simulation erzeugt werden, 

welche den Eindruck erzeugten, dass die Simulation fehlerfrei durchgeführt wurde. 

Dementsprechend konnte die Zielsetzung jegliche Eingabeparameter zu variieren rein 

zeitlich nicht umgesetzt werden. Grundsätzlich kann man die Forschungsfrage, ob das 

Modell dem eFlow zu Grunde liegt mit Hilfe von Regressionsansätzen reproduziert 

werden kann, zumindest auf dem Komplexitätsniveau in dem hier Ansätze erstellt 

wurden mit ja beantworten. Die Regressionsansätze erzielten alle in sich schlüssige 

Ergebnisse die auch mit Parametern wie dem MSE validiert werden konnten. Die 

Abhängigkeiten der einzelnen Eingabeparameter konnten mit Hilfe des 

Bestimmtheitsmaßes belegt werden. Hier kann jedoch nicht mit Sicherheit gesagt 

werden, dass dies auch der Fall sein wird, wenn jegliche Eingabeparameter variiert 

werden. Gerade wenn die Raumstruktur komplexer wird, was der Fall sein muss, um 

realistische Situationen voraussagen zu können, ist mit einer zunehmenden 

Unabhängigkeit von einigen Parametern zu rechnen. Während es weiterhin der Fall 

sein wird, dass Durchläufe im gleichen Raum mit mehr Personen länger brauchen 

werden als mit weniger Personen, kann diese zuverlässige Abhängigkeit bei den 

Parametern der Breite und Länge des Raumes nicht beibehalten werden, wenn der 

Raum kein Rechteck mehr ist. Dann muss aus den zwei Eingabeparametern der 

Länge und der Breite des Raumes ein Array an Koordinatenpunkten verwendet 

werden, der sich je nach Anzahl der Eckpunkte des Raumes variiert. Dadurch kann 

anhand einer Veränderung eines solchen Punktes vermutlich nicht erklärt werden, wie 

sich dadurch das Ergebnis beeinflusst, da die Koordinatenpunkte immer in der 

Gesamtheit betrachtet werden müssen.  In diesen komplexeren Variationen wird die 
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Methode der Regression laut meinem Eindruck nach intensiver Auseinandersetzung 

mit dem Thema nicht mehr die richtige sein, um Szenarien zuverlässig vorhersagen 

zu können. Hier sollte sich dann mit Methoden wie einem neuronalen Netzwerk 

beschäftigt werden und ein bedeutend größerer Datensatz verwendet werden, um 

Ergebnisse zu erzielen. 
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